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ÖZET 

 

Orman yangınları, ekolojik olduğu kadar ekonomik zararlar da veren, çoğu zaman insan 

hayatını tehdit eden çevresel sorunlardır. Bu çalıĢmada, daha önce gerçekleĢmiĢ orman 

yangını kayıtlarındaki ortamın mevcut coğrafi koĢulları, yangının çıktığı gün ve saat ile 

sıcaklık, nem, rüzgar hızı gibi meteorolojik verileri ve yangın bölgesindeki ağaç türleri 

ile birim alandaki ağaç sayıları gibi parametreler kullanılarak çıkması muhtemel orman 

yangınlarında beklenen kayıplar tahmin edilmiĢtir. ÇalıĢmada elde edilen çıktı ise 

yangın sonucunda kaybedilen yani yanan alan olmuĢtur. Buna göre, bir orman 

yangınının çevreyi nasıl etkileyeceği önceden tahmin edilmeye çalıĢılmıĢ, ilgili yangınla 

mücadelede kaynak yönetiminin yapılması konusunda yol gösterici olmaya çalıĢılmıĢtır. 

Kullanılan veri kümesi, Türkiye Cumhuriyeti Orman ve Su ĠĢleri Bakanlığı Orman 

Genel Müdürlüğü‟nden elde edilmiĢtir. Veri kümesi, 2000-2009 yılları arasında Türkiye 

genelinde meydana gelen toplam 10.597 adet orman yangını kaydını içermektedir. 

ÇalıĢma kapsamında verilerin düzenlenmesi aĢamasında, girdi parametreleri için farklı 

bulanık modeller oluĢturulmuĢ, yapılan testlerde çok katmanlı algılayıcı ağları ve 

merkezcil tabanlı fonksiyon ağları ile birlikte bulanık mantık kullanılmıĢ, temel 

bileĢenler analizi ile girdi parametreleri yeniden düzenlenerek test sonuçlarındaki 

iyileĢmeler gözlemlenmeye çalıĢılmıĢtır. Güvenilir bir tahmin modeli oluĢturmak için 

farklı çıktılar analiz edilmiĢtir. Ortalama hata karesi 53,68 hektar², ortalama mutlak hata 

3,36 hektar, ortalama mutlak oransal hata %51, ortalama hata karesinin kökü RMSE 

7,33 hektar, bulanık mantık kullanımında ise en iyi toplam doğru tahmin oranı %99,94 

ve grup bazında en iyi ortalama doğruluk değeri %65,63 olarak elde edilmiĢtir.  

Anahtar Kelimeler: Orman yangını, Yanan alan tahmini, Yapay sinir ağları, Bulanık 

mantık, Temel bileĢenler analizi, Destek vektör makineleri 
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ESTIMATION THE EXPECTED LOSS FROM A FOREST FIRE RELATED TO 

GEOGRAPHICAL AND METEOROLOGICAL PARAMETERS BY USING 

ARTIFICIAL INTELLIGENCE METHODS  

 

ABSTRACT 

 

Forest fires are environmental issues that create economic problems as well as 

ecological damage. In this study, the loss due to the possible forest fire was estimated by 

using the records of previously occurred forest fire parameters like geographical 

conditions of the existing environment, day and hour when the fire broke out, 

meteorological data like temperature, humidity and wind  speed, and type of trees and 

number of trees in unit area. The estimated output of this study is the lost area due to the 

fire. With reference to this output, an analysis about how a forest fire affects the 

environment was studied and a guideline for providing the proper resource management 

of fire fighting was aimed. The data used in this analysis was obtained from the 

Department of Forestry, a section of the Ministry of Forestry and Water Affairs in 

Turkey. This data set consists of 10.597 forest fire records which belong to the years 

between 2000 and 2009. During the organization of data, different fuzzy models were 

created for input parameters. The tests were implemented by using Multilayer 

Perceptron, Radial Basis Function Networks (RBFN), Support Vector Machines (SVM) 

and fuzzy logic. In order to observe improvements in the test results, input parameters 

were reorganized by using Principal Component Analysis (PCA). To create a reliable 

prediction model different outputs were analyzed. As a result, for performance 

measurement values were obtained as MSE 53,68 hectare², MAE 3,36 hectare, MAPE 

51%, RMSE 7,33 hectare. From fuzzy logic experiments, the best total estimate rate was 

calculated as 99,94% and the best average accuracy value for fuzzy groups was obtained 

as 65,63%.  

Keywords: Forest fire, Estimation of burned area, Neural networks, Fuzzy logic, 

Principal component analysis, Support vector machines 
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1. GĠRĠġ 

 

Orman yangınları, ormanları ve doğal yaĢamı tehdit eden önemli çevresel olaylardan 

biridir. Genel olarak, serbestçe yayılabilen, ormandaki bütün yaĢayan birimlerle birlikte 

tüm doğal birimleri yakabilen ateĢe orman yangını denilmektedir [1]. 

 

Yanma olayı yüksek sıcaklıklarda meydana gelen bir kimyasal reaksiyon olup, orman 

yangınlarında bitkiler tarafından fotosentez yoluyla depo edilen ısı enerjisini açığa 

çıkartmaktadır. Yanma olayının gerçekleĢebilmesi için ortamda oksijen, tutuĢmayı 

sağlayacak baĢlangıç sıcaklığı ve yanıcı maddenin bir arada bulunması gerekmektedir. 

Bu üçlünün bir arada bulunması ġekil 1.1.‟de görüldüğü gibi yanma üçgeni olarak ifade 

edilmektedir [1]. 

 

 

 

ġekil 1.1. Yangın üçgeni [1] 

 

Bir ortamda yanma üçgeninde bulunan unsurlardan birinin eksik olması, yanma olayının 

gerçekleĢmemesine neden olmaktadır. Buna göre, orman yangınının yayılma özelliğiyle 

birlikte yangının türü ve Ģiddeti ġekil 1.1.‟de bulunan unsurların miktarına ve niteliğine 

bağlıdır. Bu unsurlar incelendiğinde, yangının çıkmasına yol açan ilk faktörün ilk 

kıvılcımın yol açtığı tutuĢma ısısı ya da sıcaklığı olduğu görülmektedir. 240-400 °C 

arasında tutuĢma meydana gelmektedir. Ġkinci faktör olan oksijen havada %20-21 
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oranında bulunmaktadır ve bu miktar %15‟ın altına düĢtüğünde yanma olayı 

gerçekleĢmemektedir. Üçüncü faktör ise tutuĢmayı sağlayan yanıcı maddedir. 

 

Orman yangınları çıkıĢ nedenlerine göre incelendiğinde en önemli payı %59‟luk bir 

oranla ihmal ve dikkatsizlik almaktadır. Bunlar insanların her türlü sosyal ve ekonomik 

faaliyetlerinde yangınların çıkmasını engelleyecek önlemleri almamaları sonucu ortaya 

çıkan orman yangınlarıdır. Nedeni bilinmeyen ve çıkıĢı hakkında hiçbir bilgi 

edinilememiĢ yangınlar %20‟lik bir orana sahipken, %12‟lik bir oranla içerisinde terör, 

kundaklama ve yer açma gibi nedenleri içeren kasıt, %9‟luk bir oranla ise orman 

yangınlarının çıkıĢına neden olan doğal bir etmen olarak yıldırım yer almaktadır [1]. 

 

 

 

ġekil 1.2. Orman yangını çıkıĢ nedenleri 

 

Orman yangınları pek çok faktör tarafından etkilenmektedir. Topografya yangınların 

seyri açısından önemlidir. Orman yangını gündüzleri yamaç aĢağı yavaĢ ilerlerken 

yamaç yukarı yangın alevinin yanıcı maddelere yakın olması nedeniyle hızla ilerler. 

Gece ise sıcaklık aĢağılarda yüksek olduğundan yayılma yamaç aĢağı doğru hızlıdır. 

Ülkemizde güney bakılarda nem miktarı güneĢ ıĢınları etkisiyle kısa zamanda azalır. 
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Aynı zamanda güney bakılarda ince ve çabuk tutuĢabilen yanıcı madde miktarı fazla 

olduğundan yangın duyarlılığı kuzey bakılara oranla fazladır. Kuzey bakılarda ise nem 

miktarıyla birlikte kalın ve zor tutuĢan yanıcı madde miktarı fazladır. Bu da, kuzey 

bakılarda yangının zor tutuĢmasına fakat meydana gelen yangınlarda büyük enerji açığa 

çıkmasına neden olmaktadır. 

  

Orman yangınları nem, sıcaklık, rüzgar hızı, havanın açık ya da kapalı olması, yangın 

mevsimi boyunca yağan yağmur miktarı dağılımı, en son yağıĢ zamanı, havanın 

kararlılığı ya da kararsızlığı gibi hava durumlarından etkilenmektedir. Nem miktarı, 

yağıĢa, yağıĢlı gün sayısına, rüzgar yön ve hızına, hava sıcaklığına, güneĢlenme 

Ģiddetine, bulunulan yerin deniz ve göl gibi geniĢ su yüzeylerine olan uzaklığına bağlı 

olarak değiĢiklik gösterir. Nem, yanıcı madde ıslaklığını belirlediğinden tutuĢmayı 

kolaylaĢtırıcı ya da zorlaĢtırıcı bir etki gösterir. Rüzgar, yanıcı maddenin nemini azaltır 

veya arttırır, bu nedenle yanmayı çabuklaĢtırdığı gibi yanma hızını da düĢürebilir. 

Rüzgar, deniz, göl ya da baraj gibi su kütleleri üzerinden geliyorsa nem arttırıcı, geniĢ 

kara kütleleri üzerinden geliyorsa nem azaltıcı etki göstermektedir. Havanın alt ve üst 

katmanları arasında sıcaklık farkı olmadığında hava kararlıdır. Bu seviyeler arasında 

sıcaklık farklarının olması havanın kararsız olmasına ve dikey faaliyetlerle birlikte bulut 

oluĢumuna neden olmaktadır. Bulutlanmalar gök gürültülü sağanak yağıĢlarla birlikte 

yıldırım oluĢumunu etkiler. Yıldırımlar, ülkemizde özellikle ağustos sonu eylül baĢı 

dönemlerinde günde ortalama 45 adet orman yangınına neden olmaktadır [1]. 

 

Bu çalıĢmada, ekolojik olduğu kadar ekonomik zararlar da veren orman yangınlarında 

beklenen kayıplar geçmiĢ orman yangını kayıtlarındaki parametrelere bağlı olarak 

değiĢik yapay zeka yöntemleri ile tahmin edilmeye çalıĢılmıĢ, böylece orman 

yangınlarının verdiği zararların azaltılması hedeflenmiĢtir. ÇalıĢma dahilinde, 2. bölüm 

orman yangını tahmininin önemi ve bu konuda yapılmıĢ geçmiĢ çalıĢmaları, 3. bölüm 

çalıĢmada kullanılan teknikler ile ilgili bilgileri, 4. bölüm çalıĢmada kullanılan veri 
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kümesinin düzenlenmesi ile ilgili yöntemleri, 5. bölüm yapılan deney ve bu deneylerin 

sonuçlarını, 6. ve son bölüm de çalıĢma genel sonucu ve tartıĢmaları içermektedir.  
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2. GEÇMĠġ ÇALIġMALAR 

 

2.1. Orman Yangını Tahmininin Önemi 

 

Dünyada her yıl ortalama 4 milyon hektar orman yanarak yok olmaktadır. Bu miktar, 

özellikle orman yangınını kolaylaĢtıran sıcaklık ve yanıcı madde miktarının fazla olduğu 

Akdeniz iklim kuĢağında 550 bin hektar civarındadır [1]. 

 

Orman yangınları sadece doğal yaĢama ve çevreye zarar verip ekolojik dengeyi 

bozmakla kalmaz, ayrıca insan hayatı ve onun sahip oldukları için bir tehdit unsuru 

oluĢturur. Bu bağlamda incelendiğinde, orman yangınları öncelikle yaĢam kayıplarına 

neden olmaktadır. YeĢil, ağaçlık alanları yok etmesiyle birlikte büyük çevresel 

felaketlere yol açmaktadır. Ormandaki yanıcı maddelerin yanmasıyla birlikte atmosfere 

salınan karbondioksit miktarı 30-40 kg/ton kadardır [2]. Açığa çıkan zararlı gazların 

yanında toprak kayıpları, erozyon, hayvan yaĢamı ve bitki örtüsünün yok olması, su 

kaynaklarının ve su döngüsünün zarar görmesi baĢlıca kayıplar arasında görülmektedir. 

Bütün bunlar hesaba katıldığında orman yangınlarının yol açtığı finansal kayıplar büyük 

miktarlara ulaĢmaktadır. Yangın ile mücadelede yer alan insan kaynakları, malzeme 

giderleri, yangın öncesi yürütülen yangın önleme kampanyaları, bilinçlendirme 

çalıĢmaları, yangın öncesi ve sonrası ağaçlandırma bedelleri ile birlikte ağaç 

endüstrisinin kayıpları dikkate alındığında ekonomik kaybın büyüklüğü ortaya 

çıkmaktadır [3]. 

 

Birçok orman yangını hızlı müdahale ile kısa zamanda söndürülebilirken, bazıları hızlı 

ve etkili müdahalelere rağmen kontrol altına alınamamakta ve böylece büyük çevresel 

yıkıma neden olmaktadır. Örneğin; 1983 yılında Victoria, Avustralya‟da meydana gelen 

orman yangını 392.000 hektar ormanlık alanın yanmasıyla sonuçlanırken, 75 insanın 

ölümüne neden olmuĢtur [4]. Hindistan‟da 1985 ile 1990 yılları arasında 17.852 adet 

orman yangını kaydı alınmıĢ, bu yangınlarda toplam 5.700.000 hektar ormanlık alan yok 
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olmuĢtur [5]. Akdeniz iklim kuĢağında yer alan Portekiz‟de 2003 yılında 420.000 hektar 

ormanlık alan yanarken, çıkan yangınlar 20 insanın hayatına mal olmuĢ [6], Ġspanya‟da 

ise 2006 yılında çıkan yangınlarda toplam 150.000 hektar ormanlık alan kaybedilmiĢtir 

[7]. Kanada‟da 1951 yılından itibaren yılda ortalama 8.000 orman yangını meydana 

gelirken, bu yangınlarda yıllık ortalama yanan alan 2.500.000 hektar olmuĢtur. Bu 

yangınların Kanada‟ya maliyeti ise ortalama yıllık 300 ile 500 milyon dolar arasında 

değiĢmiĢtir [8]. 

  

Ülkemiz de, Portekiz ve Ġspanya gibi Akdeniz iklim kuĢağında yangına karĢı çok hassas 

bir bölgede yer almaktadır. Özellikle ormanlarımızın %60‟ı yangına birinci derecede 

hassas bölgede bulunmaktadır. Orman yangınlarının ülkemiz açısından önemini 2008 

yılında gerçekleĢen 2.135 adet orman yangını ve bu yangınlarda yok olan toplam 29.749 

hektar ormanlık alan ile gösterebiliriz. 2008 yılında meydana gelen bu yangınlarda 

yanan ağaçlardan oluĢan zararlar ile birlikte ağaçlandırma ve diğer söndürme 

masraflarının toplamı yaklaĢık olarak 126.000.000 TL olmuĢtur [1]. Bu, orman 

yangınlarının özellikle ülkemiz gibi yangına hassas bölgelerde yer alan ülkeler açısından 

önlenmesi gerekliliğini göstermektedir. 

 

2.2. Orman Yangını Tahmini ile Ġlgili GeçmiĢ ÇalıĢmalar 

 

Orman yangınlarının hızlı bir Ģekilde belirlenmesi, kontrol edilmesi ve yangın 

yönetiminin verimli bir Ģekilde yapılabilmesi için pek çok ülke orman yangını veri 

tabanı ya da bilgi sistemi oluĢturmaktadır. Örneğin; Kanada her il, bölge ve ormanlık 

alan için 200 hektardan daha büyük yangın kayıtlarının yer aldığı bir veri tabanına 

sahiptir (Canada Large Fire Database-LFDB) [8]. Avrupa Birliği Komisyonu ise 14 üye 

ülkenin her yıl orman yangını verilerini paylaĢtığı Avrupa Orman Yangını Bilgi 

Sistemi‟ni (European Forest Fire Information System-EFFIS) [9] oluĢturmuĢtur. Bu tür 

veri tabanları ve bilgi sistemlerinin oluĢturulmasındaki amaç, orman yangınları ve ilgili 

hava durumu bilgilerinin sistematik olarak kayıt altına alınması ve böylece orman 
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yangını özelliklerinin anlaĢılır ve tahmin edilebilir olmasıdır [10]. Orman yangınlarının 

tahmin edilebilir olması, yangınların neden olacağı ekolojik ve ekonomik zararların 

ortadan kaldırılması açısından büyük önem taĢımaktadır. 

 

Orman yangınlarının meydana gelmesi hakkında tahmin çalıĢmaları, orman yangını 

tahmin sistem ya da indeksleri ve orman yangını tahmini için yapay zeka çalıĢmaları 

olmak üzere iki aĢamada yürütülmüĢtür. 

 

Orman yangını tahmini ile ilgili en önemli sistem Kanada Orman Servisi tarafından 

Kanada Orman Yangını Tehlike Değerlendirme Sistemi (Canadian Forest Fires Danger 

Rating System-CFFSDRS) adı altında 1968 yılında oluĢturulmuĢtur [11]. KarmaĢıklığı 

azaltmak amacıyla sistem iki alt sisteme ayrılmıĢtır. Bunlardan ilki Yangın Hava Ġndeksi 

(Fire Weather Index-FWI) olarak adlandırılan, sadece gün içinde kaydedilen 

meteorolojik verileri kullanan ve yangının yayılma oranına bağlı olarak tehlike indeksi 

oluĢturan alt sistemdir. FWI, topografik bilgilerden tamamen bağımsızdır ve yangının 

meydana geldiği yerde bulunan yakıt tiplerini dikkate alır. Bu nedenle benzer hava 

koĢullarında farklı yakıt tipleri için FWI değiĢiklik göstermektedir. Diğer bir alt sistem 

ise Yangın DavranıĢ Tahmini (Fire Behavior Prediction-FBP) olarak adlandırılmıĢtır. 

FBP, bitki örtüsü de dahil olmak üzere topografik verileri kullanarak yangının 

davranıĢını tahmin etmeye çalıĢır. Diğer bir sistem, Amerikan Modeli olarak 

adlandırılan Ulusal Yangın Tehlike Derecelendirme Sistemidir (National Fire Danger 

Rating System-NFDRS) [12]. Bu sistem, yakıt nemi, hava verileri ve yayılma oranı 

eğimini dikkate alarak gelecek 24 saat içinde yangın olma riskini tahmin etmektedir. 

Avustralya yangın tehlike indeksi ise istatistiksel bir sistemdir [13]. Yangın oluĢumu ile 

sıcaklık, rüzgar hızı, toprak nemi ve yanıcı madde miktarı arasında iliĢki kurmuĢ, her 

bitki örtüsü için bir eĢitlik bulunmuĢ ve belli bitki örtülerindeki yangın yayılma 

tehlikesine göre yayılma indeksi oluĢturulmuĢtur. Bunların dıĢında özellikle Akdeniz 

ülkeleri tarafından deneysel sistemler oluĢturulmuĢtur. RISICO (RISchio Incendi e 

COordinamento) Ġtalya tarafından oluĢturulan hava durumu verilerini kullanıp 72 saatlik 
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tahmin yapan modelin adıdır [14]. Bu modelde bitki örtüsü ve topografya gibi statik 

verilerin yanında hava durumu gibi dinamik veriler de kullanılmıĢtır. 

 

Orman yangını tahmin sistemleri dıĢında, orman yangınları ile ilgili oluĢturulan veri 

tabanları kullanılarak orman yangını tahminleri için yapay zeka modelleri 

geliĢtirilmiĢtir. Brillinger ve arkadaĢlarının yaptığı çalıĢmada [15] her bir bölge için 

yangın tarihi, deniz seviyesinden yüksekliği, daha önceki yangınlı ve yangınsız gün 

sayısı ele alınarak bir model oluĢturulmuĢ, belli bir bölge ve zamandaki yangın olasılığı 

tahmin edilmiĢtir. Bu modelde hava durumu verisi kullanılmamıĢtır. Model çıktısı ise 

belli bir eĢik değerden büyük yangın sayılarının olasılığıdır. Model çalıĢılan alana 

bağımlı olduğundan diğer bölgeler için genelleĢtirilme yapılamamaktadır. Jaiswal ve 

arkadaĢlarının yaptığı çalıĢmada [16] Coğrafi Bilgi Sistemi (Geographic Information 

System-GIS) tabanlı orman yangını tehlike modeli oluĢturulmuĢ, bitki örtüsü, iklim, 

topografya ve bunlarla iliĢkili faktörlerin orman yangını oluĢturma iliĢkisi incelenmiĢtir. 

ÇalıĢma kapsamında 4 kategoriden oluĢan risk ölçütü kullanılarak orman yangını tehlike 

bölgesi oluĢturulmuĢtur. Bu model de, Brillinger ve arkadaĢlarının yaptığı çalıĢmada 

[15] oluĢturulan model gibi çalıĢılan alana bağımlıdır ve diğer bölgeler için 

genelleĢtirilememektedir. Genel anlamda orman yangını tehlike tahmini, bulanık mantık 

ve bulanık cebir uygulanarak oluĢturulan karar destek sisteminin kullanılması Iliadis 

tarafından yapılan çalıĢmada [17] gösterilmiĢtir. Bu çalıĢmada, bulanık kümeleri (fuzzy 

set) ve bulanık otomatik öğrenme (fuzzy machine learning) tekniklerinin değiĢik 

yönlerini temel alan bir çıkarım mekanizması uygulayan karar destek sistemi 

oluĢturulmuĢtur. Uygulanan yöntem ile Yunanistan‟da riskli bölgelerin tahmini yapılmıĢ 

ve tahmin sonuçlarına göre 20 en riskli bölgeden 12 tanesi için doğru sonuç alınmıĢtır. 

Bu da, uygulanan yöntemin %60 baĢarı sağladığını göstermiĢtir. Bunların dıĢında 

öbekleme teknikleri de orman yangını tahmin uygulamaları için kullanılmıĢtır. Yapılan 

çalıĢmalarda Mekan-Zaman Veri Madenciliği (Spatio-Temporal Data Mining-STDM) 

tekniklerinin orman yangını tahmini için uygun olduğu görülmüĢtür. Yanan alanla ilgili 

geçmiĢ veriler kullanılarak yanan alan ve yangın alanı büyüklüğünün tahmin edilmesi, 
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devam eden orman yangınının ilerlemesinin tahmin edilmesi için iliĢkili kural 

madenciliği (association rule mining) kullanılması, mantıksal kurallar koyarak sıklıkla 

tekrar eden desenlerin tanımlanması, öbekleme ile yangın alanlarının tanımlanması ve 

yangının baĢlayabileceği yüksek olasılıklı yerlerin belirlenmesi STDM‟in orman yangını 

uygulamaları olarak görülebilir [18]. Bunlara ek olarak hücresel otomata (Cellular 

Automata) ya da ajan tabanlı modelleme (Agent-Based Modelling) gibi yeni teknikler 

oluĢturulmuĢtur. Hücresel otomatada, yangın alanı hücrelere ayrılmıĢ, yanan bir 

hücrenin yanmayan komĢusunda yangın baĢlatması ile hücreler arasında yangının 

yayılma süreci modellenmiĢtir [19]. STDM teknikleri ile yangın sonucu yanan alan 

tahmini Cheng ve Wang‟ın yaptığı çalıĢmada [10] yapılmıĢtır. Bu çalıĢmada yangın 

alanının geçmiĢ yangın verileri ve hava durumu verileri özyineli yapay sinir ağı 

(Recurrent Neural Network) ile birlikte kullanılmıĢtır. ÇalıĢma sonucunda 200 hektar 

ormanlık alanda 0,5 hektardan daha az hata görülmüĢtür. Cortez ve Morais‟in yaptığı 

çalıĢmada [20] değiĢik veri madenciliği teknikleri ve meteorolojik veriler kullanılarak 

orman yangını ve bu yangınla ilgili olarak yanabilecek alan tahmini yapılmıĢtır. Tahmin 

için kullanılabilecek en iyi girdi parametrelerinin bulunması için denemeler yapılmıĢ, 

sonuç olarak rüzgar, sıcaklık, nem ve yağıĢın en iyi parametreler olduğuna karar 

verilmiĢtir. Çoklu regresyon (Multiple Regression-MR), karar ağacı (Decision Tree-DT), 

karar ormanları (Random Forest-RF), yapay sinir ağları (Neural Networks-NN) ve 

destek vektör makineleri (Support Vector Machines-SVM) olmak üzere 5 farklı veri 

madenciliği tekniği uygulanmıĢ ve en iyi sonuç SVM kullanımı ile gerçekleĢmiĢtir. Bu 

çalıĢma, küçük orman yangınlarının tahmininde iyi sonuç vermiĢ, eğer 1 hektarlık hata 

kabul edilirse %46, eğer 2 hektarlık hata kabul edilirse %61 baĢarı sağlamıĢtır. Buna ek 

olarak, orman yangını tahmininde kullanılan girdi parametrelerinin sayısını azaltmak, 

hava tahmini mekanizmasının ve buna bağlı olarak yanlıĢ hava tahminlerinin neden 

olduğu hataları devre dıĢı bırakmak ve en önemlisi geliĢmekte olan ülkeler için teknik ve 

ekonomik imkansızlıklar nedeniyle tahmin sistemlerinin kurulamaması engelini aĢmak 

amacıyla, sadece nem ve yağıĢ parametrelerini girdi olarak kullanan çalıĢma Sakr ve 

arkadaĢlarının yaptığı çalıĢmada [21] yapılmıĢtır. ÇalıĢmada, NN ve SVM kullanılarak 
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dönemsel oluĢacak yangın sayısı tahmini ile yangın var/yangın yok senaryosu test 

edilmiĢtir. 
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3. ÇALIġMADA KULLANILAN TEKNĠKLER 

 

3.1. Yapay Sinir Ağları 

 

Yapay sinir ağı; insan beyninin sinir hücrelerinden oluĢmuĢ katmanlı ve paralel olan 

yapısını tüm fonksiyonlarıyla beraber yazılım ve donanımsal olarak gerçekleĢtirmeye 

çalıĢan modellerdir. Buna göre yapay sinir ağları, insanlar tarafından gerçekleĢtirilmiĢ 

örnekleri kullanarak olayları öğrenebilen, çevreden gelen olaylara karĢı nasıl tepkiler 

üreteceğini belirleyebilen bilgisayar sistemleridir [22]. 

 

Yapay sinir ağları birbirine hiyerarĢik olarak bağlı ve paralel olarak çalıĢabilen yapay 

hücrelerden oluĢmuĢtur. Proses elemanları da denilen bu hücrelerin birbirlerine 

bağlandıkları ve her bağlantının bir değerinin olduğu kabul edilmektedir. Basit bir yapay 

sinir ağı ġekil 3.1.‟de görülmektedir. 

 

 

 

ġekil 3.1. Yapay sinir ağı 

 

Bir yapay sinir ağında, girdiler yapay sinir hücresine dıĢ dünyadan gelen bilgilerdir. 

Ağırlıklar gelen bilginin önemini ve hücre üzerindeki etkisini gösterir. Ağırlıkların 
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büyük ya da küçük olması önemli ya da önemsiz olduğu anlamına gelmez. Artı ya da 

eksi değerli olması etkisinin pozitif veya negatif olduğunu gösterir. Toplama fonksiyonu 

hücreye gelen net girdiyi hesaplar. En yaygın olan ağırlıklı girdiyi bulmaktır. Burada her 

gelen girdi kendi ağırlığı ile çarpılarak toplanır ve net girdi bulunur. Bir problem için en 

uygun toplama fonksiyonunu bulmanın bir formülü yoktur. Genellikle deneme yanılma 

yolu ile toplama fonksiyonu belirlenmektedir. Aktivasyon fonksiyonu hücreye gelen net 

girdiyi iĢleyerek hücrenin bu girdiye karĢılık üreteceği çıktıyı belirler. Genel olarak 

sigmoid fonksiyonu kullanılır. Çıktı aktivasyon fonksiyonunun değeridir. Ağın ürettiği 

bu çıktı değeri dıĢ dünyaya, kendisine ya da baĢka bir sinir hücresine gönderilir. 

 

Yapay sinir ağlarının, öğrenmek ve öğrendiğinin sorgulaması yapıldığında buna yanıt 

vermek olmak üzere temel iki iĢlevi vardır. Yapay sinir ağındaki proses elemanlarının 

bağlantılarının ağırlık değerlerinin örnekler gösterildikçe değiĢtirilmesi ve bu değerlerin 

belirlenmesi iĢlemi ağın eğitilmesi olarak adlandırılmaktadır. Yapay sinir ağının 

kendisine verilen girdilere karĢı doğru çıktıyı vermesi ise ağın öğrenmesidir. 

 

Yapay sinir ağları kendisine gösterilen örneklere bakarak öğrenen sistemlerdir. Yapay 

sinir ağı öğrenmesinde genel olarak öğretmenli öğrenme, destekleyici öğrenme, 

öğretmensiz öğrenme ve karma öğrenme stratejileri uygulanır. Öğretmenli öğrenmede, 

öğretmen sisteme öğrenilmesi istenilen olay ile ilgili örnekleri girdi-çıktı seti olarak 

verir. Yani her örnek için hem girdiler hem de o girdiler karĢılığında oluĢturulması 

gereken çıktılar sisteme gösterilirler. Sistemin görevi girdileri öğretmenin belirlediği 

çıktılara haritalamaktır. Bu tip öğrenmede, girilen değerlerin ne tür bir çıktı vermesi 

gerektiği önceden bilinmekte ve yapay sinir ağı ağırlıkları bu değerlere göre 

güncellenmektedir. Örnek olarak çok katmanlı algılayıcılar gösterilebilir. Destekleyici 

öğrenmede, sisteme bir öğretmen yardımcı olur. Fakat öğretmen her girdi seti için 

olması gereken çıktı setini sisteme göstermek yerine, sistemin kendisine gösterilen 

girdilere karĢılık ilgili çıktıyı üretmesini bekler ve üretilen çıktının doğru veya yanlıĢ 

olduğunu gösteren bir sinyal üretir. Sistem, öğretmenden gelen sinyali dikkate alarak 
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öğrenme sürecine devam eder. Örnek olarak öğrenmeli vektör kuantalama (Learning 

Vector Quantization-LVQ) ağı gösterilebilir. Öğretmensiz öğrenmede, sisteme sadece 

girdi değerleri gösterilir. Örneklerdeki parametreler arasındaki iliĢkileri sistemin kendi 

kendisine öğrenmesi beklenir. Sistem, aldığı bilgileri kendi içerisinde kıyaslama yapıp 

sınıflandırması ile öğrenme sürecini tamamlar. Bunun için ağ, aldığı ilk örneği bir sınıf 

olarak ilan eder ve geriden gelen tüm girdi örneklerini o sınıfa benzetmeye çalıĢır. 

Böylece tüm girdi örüntülerini kendi aralarında benzeyip benzememelerine göre ayırt 

eder. Bu yöntem daha çok sınıflandırma problemleri için kullanılmaktadır. Sistem 

öğrenmesi bittikten sonra çıktıların ne anlama geldiğini gösteren etiketlendirmeyi 

yapamaz, bunun kullanıcı tarafından yapılması gerekmektedir. Örnek olarak adaptif 

rezonans teori (Adaptive Resonance Theory-ART), özdüzenleyici haritalar (Self 

Organizing Maps-SOM) ağları gösterilebilir.  

 

Yapay sinir ağlarında tek katmanlı algılayıcılar (Perceptron) girdi ve çıktı 

elemanlarından oluĢur. Her bağlantının bir ağırlığı vardır. Bir yapay sinir ağının 

öğrenmesi istenen olaylarında, girdi ve çıktıları arasındaki iliĢkiler doğrusal olmayan 

iliĢkiler olursa o zaman tek katmanlı algılayıcılar ile öğrenme gerçekleĢemez, çok 

katmanlı algılayıcılar (Multilayer Perceptron-MP) gibi yapay sinir ağları kullanılmalıdır. 

Çok katmanlı algılayıcılar özellikle daha karmaĢık durumlarda sınıflandırma, tanıma ve 

genelleme yapmayı gerektiren problemler için önemli bir çözüm aracıdır. 

 

3.2. Merkezcil Tabanlı Fonksiyon Ağları 

 

Merkezcil tabanlı fonksiyonlar özel fonksiyon sınıflarıdır. Temel özellikleri ise 

fonksiyon cevaplarının merkezden olan uzaklık ile monoton olarak artması ya da 

azalmasıdır [23]. Bu fonksiyonlar herhangi bir doğrusal ya da doğrusal olmayan 

modelde ya da herhangi bir ağda uygulanabilirler.  
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Merkezcil tabanlı fonksiyon ağları (Radial Basis Function Networks-RBFN), aktivasyon 

fonksiyonları olarak merkezcil tabanlı fonksiyonları (Radial Basis Functions) kullanan 

ağlardır [22]. ġekil 3.2. genel bir merkezcil tabanlı fonksiyon ağının yapısını 

göstermektedir [23]. 

 

 

ġekil 3.2. Merkezcil tabanlı fonksiyon ağı [23] 

 

Merkezcil tabanlı fonksiyonlar ara katmana yayıldıklarında girdi örüntüleri için merkez 

oluĢturmaktadırlar. Merkezcil fonksiyonların karakteristik özellikleri tepkilerinin 

merkezi noktadan uzaklık ile monoton olarak artması ya da azalmasıdır. RBFN ile MP 

arasında önemli bir fark bulunmaktadır. MP‟de aktivasyon fonksiyon girdileri, girdi 

özellik parametrelerinin doğrusal bir kombinasyonudur, ve bu nedenle nöronun çıktısı 

tüm girdi parametreleri için aynıdır. Bu nedenle çıktı S uzayındaki tüm noktalar için 

aynıdır. RBFN‟te ise her düğümün çıktısı ilgili merkezden aynı Öklid uzaklığına sahip 

bütün noktalar için aynıdır. BaĢka bir deyiĢle, düğümlerin aktivasyon tepkileri RBFN 

için yerel, MP için evrenseldir [24]. Bu durum hem yakınsama hızı hem de genelleĢtirme 

performansları açısından bir etki yaratır. Genel olarak MP‟lar RBFN‟lere oranla daha 

yavaĢ öğrenirler. Fakat özellikle eğitim setinde yeteri kadar temsil edilemeyen alanlar 
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için geliĢmiĢ genelleĢtirme özelliği sunarlar. Bir RBFN‟ün MP ile aynı performansa 

sahip olması için daha yüksek dereceli olması gerekmektedir. 

 

3.3. Bulanık Mantık 

 

Bulanık mantık (Fuzzy Logic), klasik mantık kurallarının esnekleĢtirilmiĢ ve biraz daha 

hafifletilmiĢ Ģeklini kullanmaktadır. Mantıksal önermeler klasik mantıkta sadece 0 ve 1 

Ģeklinde katı değerler alır ve bunların dıĢına çıkamazken, bulanık mantıkta 0 ve 1 

değerlerinin arasında kalan tüm değerler de sistemin birer parçası haline getirilmiĢtir 

[25]. Örneğin; “Bugün hava sıcaklığı 10 derece” Ģeklinde bir önerme klasik mantık 

içerisine girerken, “Bugün hava soğuk” Ģeklinde bir önerme bulanık mantık 

içerisindedir. Görüldüğü gibi klasik mantıktaki önerme katı bir değer ifade ederken, 

bulanık mantıktaki önerme genel bir hava durumundan bahseder ve ifade sistemde soğuk 

tanımının nasıl yapıldığına bağlı olarak değiĢir. Buna göre klasik mantıkta bir önerme ya 

doğrudur ya da yanlıĢtır. Dolayısıyla hem doğru hem yanlıĢ olma durumu yoktur. Fakat 

bulanık mantıkta bir önermenin içinde belirli bir ölçüde doğruluk ve yanlıĢlık payı 

bulunmaktadır. 

 

 

ġekil 3.3. Bulanık mantık örneği [25] 

 

ġekil 3.3. incelendiğinde, Ģeklin sol kısmı klasik mantıktaki siyah ve beyaz ayırımını, 

sağ kısmı ise bulanık mantıktaki ayırımı göstermektedir. Sol kısımda siyah ve beyaz 

olma durumu için kesin ve katı bir ayırım söz konusudur. Ancak sağ kısımda 

gördüğümüz gibi bir renk hem siyah hem beyaz olabilir, ikisine de belli ölçüde dahil 

olduğu durumlar olabilir, kesin ve katı bir ayırım söz konusu değildir. Bu durumda bir 

renk hem siyah hem de beyaz kümelerinde belli bir üyelik derecesiyle temsil edilebilir. 
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Üyelik derecesi ise bir elemanın bir kümeye ne derecede ait olduğunu gösteren bir 

ifadedir. 

 

3.4. Temel BileĢenler Analizi 

 

Temel bileĢenler analizi (Principal Component Analysis-PCA), çok sayıda birbiri ile 

iliĢkili değiĢkenler içeren veri kümesinin boyutlarının, veri içerisinde bulunan 

değiĢimlerin mümkün olduğunca korunarak aza indirgenmesini sağlayan dönüĢüm 

yöntemidir [26]. DönüĢüm sonrasında elde edilen değiĢkenler ilk değiĢkenlerin temel 

bileĢenleri olarak adlandırılır. Ġlk temel bileĢen varyans değeri en büyük olandır ve diğer 

temel bileĢenler varyans değerleri azalacak Ģekilde sıralanır [27]. PCA ile büyük boyutlu 

veri kümesinden anlamlı veriler elde edilebilmekte, büyük boyutlu veri kümelerinde 

benzerlikler ve farklılıklar ortaya koyulabilmektedir. PCA ile verilerin boyutu 

azaltılmakta, tahminleme yapılmakta ve veri seti bazı analizler için görüntülenmektedir. 

 

PCA örüntü tanıma sistemlerinde sıkça kullanılan istatistiksel bir yöntemdir. PCA‟in 

amacı görüntü uzayında nesnelerin dağılımını en iyi Ģekilde veren vektörü bulmaktır. Bu 

vektör orijinal nesnelere karĢılık gelen kovaryans matrisinin öz vektörüdür. 

 

PCA‟de veriler alındıktan sonra ortalama hesaplanır. Daha sonra kovaryans matrisi ile 

birlikte özdeğer ve özvektör hesaplanır. Özdeğerlere göre özvektörler sıralanıp özellik 

vektörü oluĢturulur. Son olarak, baĢtaki veriler özellik vektörü ile çarpılıp özellik 

uzayına transfer edilir. 

 

3.5. Destek Vektör Makineleri 

 

Destek vektör makineleri (Support Vector Machines-SVM), sınıflandırma 

problemlerinin çözümünde kullanılan en etkili yöntemlerden birisidir. Destek vektör 

makineleri sınıflandırma tekniği, istatistiksel öğrenme teorisine dayalı bir eğitimli 
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sınıflandırma tekniği olup temelleri Vapnik tarafından geliĢtirilmiĢtir [28]. SVM 

sınıflandırmasında baĢlıca üç aĢama bulunmaktadır; eğitim hücrelerinin özellik vektörü 

olarak ifade edilmesi, özellik vektörlerinin özellik uzayına eĢlenmesi ve sınıfları en 

uygun Ģekilde ayıran n-boyutlu hiper düzlemin oluĢturulması [28]. 

  

Buna göre SVM temel olarak iki sınıflı bir veriye ait bir nokta kümesini ayıran en iyi alt 

düzlemi bulmaya çalıĢır. Eğer veri doğrusal olarak ayrılabilir değilse, destek vektör 

makineleri doğrusal olmayan haritalama ile veriyi çok boyutlu öznitelik uzayına eĢler. 

Bu iĢlem polinomsal ya da RBF gibi çeĢitli doğrusal olmayan eĢlemeler kullanılarak 

yapılır. Doğrusal olmayan bu dönüĢümden sonra destek vektör makinesi öznitelik uzayı 

içerisindeki en iyi ayırıcı düzlemi bulur. ġekil 3.4.‟te doğrusal SVM örneği 

görülmektedir. 

 

 
 

ġekil 3.4. Doğrusal SVM örneği [29] 

 

SVM için genel yaklaĢımlardan farklı bir yaklaĢım kullanılmaktadır. Boyut azaltılmak 

yerine, veri çok boyutlu baĢka bir uzaya eĢlenmekte, verimliliklerine bakılmadan yeni 

özellikler eklenmekte ve bu çok boyutlu uzayda sınıflandırma kuralı bulunmaya 

çalıĢılmaktadır [30]. 
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4. VERĠ KÜMESĠNĠN DÜZENLENMESĠ 

 

Orman yangınları pek çok faktör tarafından etkilenir. Sıcaklık, bağıl nem, rüzgar gibi 

hava durumları, orman yangınlarının yayılma özelliğini etkileyen en önemli unsurlardır 

[1]. 

 

Orman içindeki yanıcı içeriğin ıslaklığıyla iliĢkili olan bağıl nem, sabahın erken 

saatlerinde en üst seviyeye ulaĢırken, gün ortasına gelindiğinde en düĢük değeri 

almaktadır. Orman yangınları açısından tehlike, havadaki nem oranının %40 ‟tan az 

olması ile baĢlar, fakat en tehlikeli oran ise nemin %10 ‟un altına inmesi durumudur. 

Artan sıcaklık ile birlikte buharlaĢma da artmaktadır. Artan buharlaĢma ise orman 

içindeki yanıcı içeriğin neminde hızlı bir düĢüĢ meydana getirmektedir. Ülkemiz için 

yangın riski 25 °C ‟de baĢlamakta ve sıcaklık arttıkça yangın riski de artmaktadır [1]. 

 

Yangını etkileyen baĢka bir hava etmeni ise rüzgardır. Rüzgar, yanan maddelerin 

üzerinde yıkıcı bir etkiye sahip olmanın yanında, yangının hızlı bir Ģekilde yayılmasına 

neden olmakta ve orman yangını mücadelesini olumsuz bir Ģekilde etkilemektedir. 

Orman yangınları açısından 15 km/saat ve üzeri hızla esen rüzgarlar risk oluĢturmaktadır 

[1]. 

 

Hava etmenlerine ek olarak arazi koĢulları da orman yangınları açısından önem teĢkil 

etmektedir. Tepelerin gün ıĢığını alma derecesini gösteren bakı, orman yangınını 

etkileyen önemli etmenlerden biridir. Güney bakılarda yanıcı maddelerin nem içeriği 

çok hızlı bir Ģekilde azaldığından, özellikle ülkemiz için güneyde yanıcı madde miktarı 

kuzeye oranla daha fazladır. Bu durum ise direkt olarak yangının baĢlamasını ve 

yayılmasını etkilemektedir [1]. 

 

Orman yangınlarının yayılmasını etkileyen bir diğer arazi koĢulu ise meyildir. Yüksek 

meyil, orman yangınlarının yayılmasını önleyici bir etki göstermektedir. Bununla 
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birlikte yangın riski artan rakım değeri ile birlikte azalmaktadır. Türkiye‟de orman 

yangınlarının yaklaĢık olarak %80„i, 0-400 metre rakım arasında gerçekleĢmektedir [1]. 

 

Orman yangınının meydana geldiği mevsim ve yangının gün içerisindeki saati, yangın 

davranıĢı üzerinde dikkate değer bir etkiye sahiptir. Orman yangınlarının büyük bir 

bölümü ilkbahar ve sonbahar arasında gerçekleĢmektedir. Bunun nedeni ise yaz 

mevsimlerini de içeren bu periyodun, Türkiye gibi ülkelerde yangının baĢlaması için 

uygun hava koĢullarına sahip olmasıdır. Havadaki nem miktarını gün ıĢığı ve 

buharlaĢma doğrudan etkilediğinden, havanın nem içeriği gün içerisindeki saat ile de 

iliĢkilidir. 

  

Bunlara ek olarak, orman yangınının oluĢtuğu bölgedeki ağaç tipleri ve bunun doğal bir 

sonucu olan değiĢik ağaç türlerinin yanma olayına karĢı duyarlılıkları ile orman içeriğini 

oluĢturan birim alandaki ağaç sayısı, muhtemel yangın durumunda ormanın yangına 

karĢı duyarlılığına karar vermektedir. Bazı ağaç türleri hızlı bir Ģekilde yanma 

eğilimindeyken, bazıları yanma olayına ve yangına karĢı direnç göstermektedir. Genel 

olarak geniĢ yapraklara sahip olan ağaçlar yangının hızla ilerlemesine neden olurken, 

iğne yapraklı ağaçlar orman yangınının yavaĢ bir Ģekilde yayılmasını sağlamaktadır. Çok 

fazla ağaç içeren bir alan, yangının büyümesini kolaylaĢtırmanın yanında, yangının hızlı 

bir Ģekilde yayılmasına neden olur ve bu durum yangınların önlenmesini ve yangınlarla 

mücadeleyi zorlaĢtırır [1]. 

 

Orman yangınlarını etkileyen faktörler üzerindeki bütün bu bilgiler ıĢığında, 

çalıĢmamızın nem, rüzgar hızı, sıcaklık, bakı, meyil, mevsim, saat, ağaç tipi ve birim 

alandaki ağaç sayısını içeren toplam 9 adet girdi parametresine sahip olması 

kararlaĢtırılmıĢtır. Çıktı parametremiz ise orman yangını sonucu kaybedilen yani yanan 

alan olarak belirlenmiĢtir. Elde edilen veriler çok miktarda eksik rakım değerine sahip 

olduğundan, çalıĢmanın doğruluğu açısından rakım parametresi ihmal edilmiĢ, 

çalıĢmaya dahil edilmemiĢtir. 
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ÇalıĢmada kullanılan veri kümesi, Türkiye Cumhuriyeti Orman ve Su ĠĢleri Bakanlığı 

Orman Genel Müdürlüğü‟nden elde edilmiĢtir [31]. Veri kümesi, 2000-2009 yılları 

arasında Türkiye genelinde meydana gelen toplam 10.597 adet orman yangını kaydını 

içermektedir. 

 

Girdi ve çıktı parametrelerinin belirlenmesinden sonra, mevcut girdi parametrelerinin 

çıktı parametresi olan toplam yanan alan değerlerinin oluĢumu üzerinde ne Ģekilde bir 

etkiye sahip olduklarını incelemek ve iki özellik arasındaki iliĢkiyi belirlemek için her 

bir girdi parametresi ile çıktı parametresi olan yanan alan değerleri arasındaki bağıntı 

katsayısı bulunmuĢtur. AĢağıda Çizelge 4.1. bağıntı katsayısı sonuçlarını göstermektedir. 

 

Çizelge 4.1. Bağıntı katsayıları 

 

 
 

Çizelge 4.1.‟e göre girdi parametreleri ile çıktı parametresi bağıntıları düĢük değerlerde 

çıkmıĢtır. Buna bağlı olarak tek bir parametrenin yangın büyüklüğünün belirlenmesi için 

yeterli olmadığı görülmüĢtür. Daha sonra her bir girdi parametresi ile çıktı parametresi 

arasındaki iliĢki trend analizi yapılarak incelenmiĢ ve böylece girdi parametrelerindeki 

bir değiĢikliğin çıktı parametresi üzerindeki bir değiĢiklik olarak görülüp 

görülemeyeceği çıkan sonuçlara göre yorumlanmıĢtır. Trend analizi sonuçları ġekil 4.1., 

ġekil 4.2., ġekil 4.3., ġekil 4.4., ġekil 4.5., ġekil 4.6., ġekil 4.7., ġekil 4.8. ve ġekil 

4.9.‟da yer almaktadır. 
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ġekil 4.1. Nem yanan alan trend analiz sonucu 

 

 
 

ġekil 4.2. Rüzgar hızı yanan alan trend analiz sonucu 
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ġekil 4.3. Sıcaklık yanan alan trend analiz sonucu 

 

 
 

ġekil 4.4. Bakı yanan alan trend analiz sonucu 
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ġekil 4.5. Meyil yanan alan trend analiz sonucu 

 

 
 

ġekil 4.6. Mevsim yanan alan trend analiz sonucu 
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ġekil 4.7. Saat yanan alan trend analiz sonucu 

 

 
 

ġekil 4.8. Ağaç tipi yanan alan trend analiz sonucu 
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ġekil 4.9. Birim alandaki ağaç sayısı yanan alan trend analiz sonucu 

 

Trend analizi sonuçları düĢük değerlerde çıktığından, girdi parametrelerindeki bir 

değiĢiklik çıktı parametresinde yapılan bir değiĢiklik olarak yorumlanamamaktadır. 

 

Yangın verileri Türkiye‟nin her bölgesinden farklı kiĢiler tarafından kaydedildiğinden, 

mevcut veri kümesinin farklı biçimlerde oluĢturulduğu görülmüĢtür. Bu nedenle, ilk 

olarak, verilerin çalıĢmamızda kullanabileceğimiz uygun biçimlere dönüĢtürülmesi için 

yoğun bir çaba harcanmıĢtır. Bu aĢamada öncelikle kullanılacak parametrelerin 

düzenlenmesi çalıĢması yapılmıĢtır.  

 

Mevsim ve saat parametreleri, her biri için birer bulanık model oluĢturularak ifade 

edilmiĢtir. Mevsim parametresi, yaz ve kıĢ olmak üzere iki alana ayrılmıĢ ve iki bulanık 

grup ile temsil edilmiĢtir. Ġlgili mevsim bulanık modeli ġekil 4.10.‟da görülmektedir. 

Buna göre, gerçekte 1 parametre olan mevsim değeri, iki bulanık grup kullanıldığından 

ve bu gruplara ait üyelik dereceleri ile ifade edildiğinden, çalıĢmamızda 2 parametre 

olarak yer almıĢtır. 
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ġekil 4.10. Mevsim parametresi için bulanık model 

 

Saat parametresi için bir gün, yangın oluĢumuna etkisi bakımından dört parçaya ayrılmıĢ 

ve oluĢturulan bulanık model kullanılarak 4 grup ile temsil edilmiĢtir. ġekil 4.11.‟de 

görülmekte olan saat bulanık modeli ile gerçekte 1 parametre olan saat değeri 

oluĢturulan 4 bulanık gruba ait üyelik dereceleri ile ifade edildiğinden çalıĢmamızda 4 

parametre olarak yer almıĢtır. 

 

 
 

ġekil 4.11. Saat parametresi için bulanık model 

 

Bakı parametresi, kuzey, güney, doğu ve batı yönleri ile bu ana yönler arasında kalan ara 

yönleri de ifade edip, 1, 0 ve -1 değerleri kullanılarak 2 parametre olacak Ģekilde temsil 

edilmiĢtir. Buna göre oluĢturulan bakı parametresi dönüĢümü Çizelge 4.2.‟de 

görülmektedir. 
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Çizelge 4.2. Bakı parametresi dönüĢümü 

 

 

 

Meyil parametresi için her veri 0 ile 1 arasında değiĢen değerlere dönüĢtürülmüĢtür. 

Örneğin 80 derecelik bir meyile sahip veri, 0,8 değeri ile ifade edilmiĢtir. Ağaç türü 

parametresine yangının çıktığı alanda kolay yanabilen geniĢ yapraklı ağaç buluyorsa 0, 

yanmaya karĢı direnç gösteren iğne yapraklı ağaç bulunuyorsa 1, her iki ağaç türünden 

de ağaç bulunuyorsa 0,5 değerleri verilerek, bu parametre istenilen biçime 

dönüĢtürülmüĢtür. Birim alandaki ağaç sayısı parametresi ise, seyrek sıklık 1, yüksek 

sıklık 5 olmak üzere derecelendirilmiĢ, bu alanın dönüĢümü 1, 2, 3, 4 ve 5 değerlerinden 

uygun olanı kullanılarak gerçekleĢtirilmiĢtir. Mevsim parametresinin 2 grup, saat 

parametresinin 4 grup ve bakı parametresinin 2 alan ile temsil edilmesiyle girdi 

parametresi sayısı toplamda 14 olmuĢtur. 

 

Parametreler için gerekli dönüĢümler yapıldıktan sonra, hatalı kayıt girilmesi nedeniyle 

bir ya da daha fazla eksik alan içeren verilerin Öklid uzaklığı [(3.1)] kullanılarak 

bilimsel olarak tamamlanması çalıĢması yapılmıĢtır. 

                                          

                                                                                                           (3.1) 

 

 

Öklid uzaklığının hesaplanması için öncelikle veri kümesi üzerinde normalizasyon 

iĢlemi gerçekleĢtirilmiĢtir. Her sütundaki veri aralığı birbirinden farklı değer 
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gösterdiğinden, her sütundaki değer, [(3.2)] kullanılarak 0 ile 1 arasına normalize 

edilmiĢtir. Böylece bütün değerlerin Öklid uzaklığı hesaplamasında aynı etkiye sahip 

olması sağlanmıĢ, büyük değerlere sahip olan alanların uzaklık sonucunu etkilemeleri ve 

sonucu kendilerine doğru çekmeleri engellenmiĢtir. Uzaklık hesaplaması sonucu ile, 

eksik alan içeren bir verinin eksik olan alan değerleri, Öklid uzaklığı sonucu bulunan 

kendisine en yakın veri noktasının ilgili alan değerleri ile tamamlanmıĢtır. 

 

xx

xx
xnormalize

minmax

min
         (3.2) 

  

Bütün bu çalıĢmalardan ve bazı bozuk verilerin elenmesinden sonra, veri kümesi 8.972 

adet orman yangını kaydını içermektedir. 

 

ÇalıĢmada, sınıflandırıcı tasarlanırken bulanık mantık da uygulanmıĢtır. Hedeflenen 

çıktı olan orman yangını sonucu kaybedilen yani yanan alan için bir bulanık model 

oluĢturulmuĢ, çıktı parametresi oluĢturulan bu modele göre yeniden ifade edilmiĢtir. Ġlk 

önce, doğru bir bulanık model oluĢturmak açısından, bulanık modelin kaç tane bulanık 

kümeye sahip olması gerektiğini belirlemek için çıktı parametresi üzerinde farklı öbekler 

analiz edilmiĢtir. Öbekleme sonuçları ve veri kümesi içerisinde bulunan yangın sonucu 

yanan alan değerlerinin aralığı dikkate alınarak 5 adet bulanık küme içeren bir bulanık 

modelin kullanılması kararlaĢtırılmıĢ ve yanan alan parametresi için ġekil 4.12.‟deki 

bulanık model oluĢturulmuĢtur. 

 

 
 

ġekil 4.12. Toplam hektar parametresi için bulanık model 
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OluĢturulan bu bulanık modele göre, orman yangınında yanan toplam alanın analizi 

sırasında 5 farklı bulanık küme kullanılmıĢtır. Böylece bir veri, ait olduğu bulanık küme 

ya da kümelerdeki üyelik derecesi değerleri ile temsil edilmiĢtir. Bu yaklaĢıma göre, 

bulanık modelde ikiden fazla kümenin kesiĢmemesi nedeniyle bir orman yangını en 

fazla iki bulanık kümenin üyesi olabilir ve bu kümeler tarafından bu kümelere ait üyelik 

derecesi değerleri ile temsil edilebilir. 

 

Orman yangını verileri yanan toplam alan bulanık modeli kullanılarak yeniden 

düzenlenmiĢtir. Her yangın verisi için üyelik dereceleri hesaplanmıĢ, hangi verinin hangi 

bulanık küme içerisinde yer alacağı kararlaĢtırılmıĢtır. Eğer bir yangın verisi farklı iki 

bulanık küme için aynı üyelik derecesine sahipse (yukarıdaki bulanık model için bu 

değer 0,5), bu veri düĢük grup sayısına sahip olan bulanık grup içerisine dahil edilmiĢtir. 

Örneğin, bir veri grup 2 ve grup 3 bulanık kümeleri için 0,5 üyelik derecesine sahip ise, 

bu veri grup 2 bulanık kümesi verisi olarak alınmıĢtır. Bütün hesaplamalar ve verilerin 

gruplara dağıtılmasından sonra, grup 1 8.313 veriye, grup 2 604 veriye, grup 3 40 veriye, 

grup 4 10 veriye, ve grup 5 5 veriye sahip olmuĢtur. 

 

Verilerin analiz edilmesi sırasında, kayıtlı verilerin büyük bir bölümünün küçük orman 

yangınlarından oluĢtuğu gözlemlenmiĢtir. Veri kümesinde kayıtlı orman yangınlarının 

yaklaĢık olarak %78‟i, 0 ile 1 hektar arasında orman alanının yanması ile sonuçlanmıĢtır. 

Buna rağmen veri kümesinde 26.665 hektarlık alanın yandığı kayıt da mevcuttur. Buna 

göre yanan alan veri değerleri 0,01 ile 26.665 hektarlık geniĢ bir aralıkta değiĢiklik 

göstermektedir. ġekil 4.13. yangın kayıtlarının yanan hektar değerlerine göre 1 ile 

30.000 hektar arasındaki frekans dağılımını göstermektedir. 
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ġekil 4.13. Yanan toplam alan değerleri dağılımı 

 

ġekil 4.13.‟teki dağılım grafiğinden de görüldüğü gibi, 0 ile 1 hektar arasında alanın 

yandığı kayıt sayısı 6.998, 1 ile 5 hektar arasında alanın yandığı kayıt sayısı 1.315, 

20.000 ile 25.000 hektar arasında alanın yandığı kayıt sayısı 2, 25.000 ile 30.000 hektar 

arasında ormanlık alanın yandığı kayıt sayısı ise sadece 1 adettir. 

  

Yanan alan değerlerinin geniĢ bir aralığa yayılması ve her aralıkta eĢit miktarda temsil 

edilememesinden dolayı, doğru ve tam bir yapay sinir ağı öğrenmesini gerçekleĢtirmek 

için yanan alan değerleri üzerinde logaritmik bir dönüĢüm uygulanmıĢtır. Öğrenme 

sonuçlarını geliĢtirmek ve iyileĢtirmek için, ln(x+1) logaritmik fonksiyonu yanan alan 

değerleri üzerinde uygulanmıĢ ve logaritmik dönüĢüm sağlanmıĢtır. ġekil 4.14. 

logaritmik dönüĢüm yapılan yanan toplam hektar değerlerinin frekans dağılımını 

göstermektedir. 
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ġekil 4.14. Yanan toplam alan değerleri ln(x+1) dönüĢüm dağılımı 

 

Logaritmik dönüĢümden sonra yanan alan veri değerleri 0,005 ile 10,191 ln hektarlık bir 

aralıkta değiĢiklik göstermektedir. ġekil 4.14.‟deki dağılım grafiğinden de görüldüğü 

gibi logaritmik dönüĢümden sonra 0 ile 1 hektar arasında alanın yandığı kayıt sayısı 

7.245, 1 ile 2 ln hektar arasında alanın yandığı kayıt sayısı 1.134, 9 ile 10 ln hektar 

arasında alanın yandığı kayıt sayısı 4, 10 ile 11 ln hektar arasında alanın yandığı kayıt 

sayısı ise 1 adet olmuĢtur. 

 

Yanan alan değerleri üzerinde ln(x+1) dönüĢü uygulanmasından sonra girdi 

parametreleri ile çıktı parametresi arasında bağıntı katsayısı bulma iĢlemi logaritmik 

olarak dönüĢtürülen yanan alan değerleri için de uygulanmıĢtır. Çizelge 4.3. ln(x+1) 

dönüĢüm bağıntı katsayısı sonuçlarını göstermektedir. 
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Çizelge 4.3. ln(x+1) dönüĢüm bağıntı katsayıları 

 

 

 

Çizelge 4.1. ile karĢılaĢtırıldığında, girdi parametreleri ile ln(x+1) dönüĢümlü çıktı 

parametresi arasındaki bağıntı katsayılarının daha yüksek değerlerde çıktığı görülmüĢtür. 

Yanan alan değerleri üzerinde ln(x+1) dönüĢüm uygulanmasından sonra her bir girdi 

parametresi ile çıktı parametresi arasındaki iliĢki trend analizi yapılarak incelenmiĢ ve 

böylece girdi parametrelerindeki bir değiĢikliğin çıktı parametresi üzerindeki bir 

değiĢiklik olarak görülüp görülemeyeceği logaritmik olarak dönüĢtürülen yanan alan 

değerleri ile çıkan sonuçlara göre de yorumlanmıĢtır. Trend analizi sonuçları ġekil 4.15., 

ġekil 4.16., ġekil 4.17., ġekil 4.18., ġekil 4.19., ġekil 4.20., ġekil 4.21., ġekil 4.22. ve 

ġekil 4.23.‟te yer almaktadır. 
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ġekil 4.15. Nem yanan alan ln(x+1) trend analiz sonucu 

 

 
 

ġekil 4.16. Rüzgar hızı yanan alan ln(x+1) trend analiz sonucu 
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ġekil 4.17. Rüzgar hızı yanan alan ln(x+1) trend analiz sonucu 

 

 
 

ġekil 4.18. Bakı yanan alan ln(x+1) trend analiz sonucu 
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ġekil 4.19. Meyil yanan alan ln(x+1) trend analiz sonucu 

 

 
 

ġekil 4.20. Mevsim yanan alan ln(x+1) trend analiz sonucu 
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ġekil 4.21. Saat yanan alan ln(x+1) trend analiz sonucu 

 

 
 

ġekil 4.22. Ağaç tipi yanan alan ln(x+1) trend analiz sonucu 
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ġekil 4.23. Birim alandaki ağaç sayısı yanan alan ln(x+1) trend analiz sonucu 

 

Buna göre trend analizi sonuçları logaritmik dönüĢüm değerleri için de düĢük değerlerde 

çıkmıĢtır. Ancak analiz sonuçlarındaki R 2 değerleri gerçek yanan alan değerleri analiz 

sonuçlarına göre yüksek çıkmıĢtır. 
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5. DENEY VE SONUÇLAR 

 

2000-2009 yılları arasında Türkiye‟de gerçekleĢen orman yangını kayıtlarını içeren ve 

çalıĢmaya temel oluĢturan veriler dördüncü bölümde anlatıldığı gibi düzenlendikten 

sonra, deneylerin yapılabilmesi için üç kümeye ayrılmıĢtır. Bu kümeler; yapay sinir 

ağlarının eğitimi için kullanılacak ve toplam veri sayısının %60‟ını oluĢturan eğitim 

kümesi, yapay sinir ağında öğrenme aĢamasında çapraz doğrulama sağlayacak ve toplam 

veri sayısının %20‟sini oluĢturan bağımsız geçerlilik sınaması (cross-validation) kümesi, 

ve yapay sinir ağının kendisine gösterilen örneklerle öğrenme iĢlemini 

tamamlamasından sonra daha önce karĢılaĢmadığı örnekleri içeren, ağın test edilmesinde 

kullanılacak ve toplam veri sayısının %20‟sini oluĢturan test kümesidir. 

 

Veri kümesi içerisinde, eğitim, bağımsız geçerlilik sınaması ve test verilerinin %60, 

%20 ve %20 oranlarla ayrılmasının yanında ağın, yanan toplam hektar alanı değerlerinin 

aralığında kalan her veriyi eĢit oranla eğitim sırasında görüp, öğrenebilmesi ve test 

edebilmesini sağlamak açısından, belli bir değer aralığında kalan veriler de eğitim, 

bağımsız geçerlilik sınaması ve test kümelerine %60, %20 ve %20 oranını doğrulayacak 

Ģekilde dağıtılmıĢtır. Örneğin; 5 hektar alanın yandığı yangın veri sayısı 100 ise, eğitim 

kümesi 60, bağımsız geçerlilik sınaması kümesi 20 ve test kümesi 20 adet 5 hektar 

alanın yandığı yangın verisine sahip olacak Ģekilde dağıtım yapılmıĢtır.  

 

Bütün bunlar dikkate alındığında, çalıĢma kapsamında yapılacak ilk deneyde eğitim 

kümesi 5.384, bağımsız geçerlilik sınaması kümesi 1.794, test kümesi 1.794 veriden 

oluĢmaktadır. Deneyler, yapay zeka uygulamaları için tasarlanan ve simülasyon ortamı 

oluĢturan [32] kullanılarak yapılmıĢtır. Yapay sinir ağı olarak MP ve RBFN seçimi 

yapılmıĢ, veri kümeleri bu iki yapay sinir ağı modeli kullanılarak eğitilip test edilmiĢtir.  

  

Kullanılan MP bir adet gizli katman (hidden layer) içermektedir. Gizli katman içerisinde 

50 adet nöron (processing element), transfer fonksiyonu (transfer function) olarak 
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sigmoid axon, öğrenme kuralı (learning rule) olarak ise conjugate gradient 

kullanılmıĢtır. Çıktı katmanında (output layer) ise gizli katman ile aynı transfer 

fonksiyonu ve öğrenme kuralları uygulanmıĢtır. MP için maksimum iterasyon 

(yineleme) değeri 10.000, eĢik değeri (threshold) ise 0,0001 ortalama hata olarak 

belirlenmiĢtir.  

 

Deneylerde kullanılan RBFN ise bir adet gizli katman ve 70 adet öbek merkezi (cluster 

center) içermektedir. Rekabet kuralı (Competitive Rule) olarak conscience full, metrik 

olarak ise Öklid metriği kullanılmıĢtır. Gizli katmanda 150 adet nöron, transfer 

fonksiyonu olarak sigmoid axon, öğrenme kuralı olarak ise conjugate gradient 

kullanılmıĢtır. Çıktı katmanında ise gizli katman ile aynı transfer fonksiyonu ve öğrenme 

kuralları uygulanmıĢtır. Öğretmensiz öğrenmede (unsupervised learning) maksimum 

iterasyon değeri 100 olarak belirlenmiĢ, öğrenme oranı ise 0,01‟den baĢlayıp 0,001‟e 

kadar ayarlanmıĢtır. Öğretmenli öğrenmede (supervised learning) ise maksimum 

iterasyon değeri 10.000, eĢik değeri ise 0,0001 ortalama hata olarak belirlenmiĢtir. 

 

Yapay sinir ağı sonuçları Ortalama Hata Karesi (Mean Square Error-MSE) [(5.1)], 

Ortalama Mutlak Hata (Mean Absolute Error-MAE) [(5.2)], Ortalama Mutlak Oransal 

Hata (Mean Absolute Percentage Error-MAPE) [(5.3)] ve Ortalama Hata Karesinin 

Kökü (Root Mean Square Error-RMSE) [(5.4)] baĢarım ölçüm yöntemleri kullanılarak 

analiz edilmiĢtir. 

n
MSE

n

i
ii xx

1

2

,2,1

                                                                                   (5.1) 

Denklem içerisindeki x i,1  değeri verinin gerçek değerini, x i,2  değeri hesaplama 

sonucunda bulunan yani tahmin edilen değerini, n  sayısı ise veri sayısını temsil 

etmektedir. 
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MAE

1
,2,1

1
                                                                             (5.2) 
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n
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x
xx

n
MAPE

1 ,1

,2,11
                                                                                (5.3) 

n
MSERMSE

n

i
ii xx

1

2

,2,1

                                                              (5.4) 

 

Veri kümesinde, çıktı parametresi olarak toplam yanan alan parametresinin alındığı, MP 

ve RBFN kullanılarak yapılan deneylerin, yukarıda açıklanan performans ölçüm 

yöntemleri kullanılarak yapılan analiz sonuçları Çizelge 5.1.‟de yer almaktadır. 

 

Çizelge 5.1. Yanan alan MP ve RBFN hata analiz tablosu 

 

 

 

Çıktı parametresi olarak toplam yanan alan logaritmik dönüĢüm parametresinin alındığı 

test analiz sonuçları aĢağıda Çizelge 5.2.‟de yer almaktadır. 

 

Çizelge 5.2. Yanan alan ln(x+1) dönüĢüm MP ve RBFN hata analiz tablosu 

 

 

 

Yapılan ilk MP ve RBFN test sonuçlarının yer aldığı Çizelge 5.1. ve Çizelge 5.2. 

incelendiğinde, yanan alan üzerinde logaritmik dönüĢüm yapılarak yapay sinir ağlarında 

eğitim ve test iĢleminin bu Ģekilde gerçekleĢtirildiği örnek sonuçlarının, yanan alan 

gerçek değerlerinin kullanıldığı örnek sonuçlarından MAE ve MAPE baĢarım ölçüm 

yöntemleri bakımından daha iyi çıktığı gözlemlenmiĢtir. 
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Bir baĢka test ise, yanan alan değerlerinin ġekil 4.4.‟teki bulanık modele göre 5 kümeye 

ayrıldığı ve yanan alan gerçek değerleri yerine, her bir veri için,  verinin bu 5 adet 

bulanık kümeye ait olduğu üyelik dereceleriyle temsil edildiği 5 adet çıktı 

parametresinin kullanıldığı veri kümesinin MP ve RBFN yapay sinir ağı modellerinde 

denenmesi ile yapılmıĢtır. Bu çalıĢma içerisinde verilerin eğitim, bağımsız geçerlilik 

sınaması ve test kümeleri içerisindeki dağıtım oranı sadece bütün veriye uygulanmamıĢ, 

bütün bulanık grup kümelerine uygulanmıĢ ve böylece bulanık kümeler kendi verileri 

için eğitim, bağımsız geçerlilik sınaması ve test kümeleri içerisinde aynı dağıtım oranına 

sahip olmuĢlardır. ÇalıĢma dahilinde test iĢlemi gerçekleĢtirildikten sonra elde edilen 

yapay sinir ağı çıktısının veriyi dahil ettiği bulanık küme ile verinin gerçekte dahil 

olduğu bulanık kümenin tutarlılığı incelenmiĢ, her grup için doğru gruplandırılan ve 

yanlıĢ gruplandırılan veri sayıları ile doğru ve yanlıĢ gruplandırılma oranları, toplam 

doğru ve yanlıĢ grup tahmin edilme sayıları ile doğru ve yanlıĢ tahmin oranları analiz 

edilmiĢtir. Bu analiz sonuçları Çizelge 5.3.‟te görülmektedir. 

 

Çizelge 5.3. Yanan alan bulanık dönüĢüm MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.3. incelendiğinde, bulanık dönüĢüm gerçekleĢtirilerek yapılan test sonuçlarına 

göre yapay sinir ağlarının doğru gruplandırdığı veri sayısı 1.647 ve doğru gruplandırma 

oranı %91,81 olarak görülmüĢtür. Ancak burada dikkat edilmesi gereken nokta, hem MP 

hem de RBFN‟ün sadece 1.bulanık grup verilerini ayırt edebilmiĢ olmasıdır. Sonuçlar 

1.bulanık grup verilerinin tamamının doğru olarak gruplandırıldığını ve doğru 
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gruplandırma oranlarının %100 olduğunu göstermektedir. Ancak buna rağmen 2, 3, 4 ve 

5.bulanık grup verilerinin tamamı yanlıĢ olarak gruplandırılmıĢtır. Bu da bu grupların 

yapay sinir ağları tarafından öğrenilemediğini göstermektedir. 

  

YanlıĢ gruplandırmanın gerçekleĢme nedeninin, 1.bulanık grup dıĢında kalan grup 

verilerinin eğitim ve bağımsız geçerlilik sınaması veri kümeleri içinde yeteri kadar 

temsil edilememesi olduğu öngörülmüĢtür. Yapılan bulanık dönüĢüm sonrasında grup 1 

8.313 veriye, grup 2 604 veriye, grup 3 40 veriye, grup 4 10 veriye, ve grup 5 5 veriye 

sahip olmuĢtur. Bu durumda %60 eğitim, %20 bağımsız geçerlilik sınaması ve %20 test 

veri ayrımı yapıldığında eğitim veri kümesi içerisinde yer alan 5.382 verinin 4.987 adeti 

1.bulanık grup verisi iken 6 adeti 4.grup ve sadece 3 adeti 5. grup verisi olmuĢtur. Yine 

aynı Ģekilde bağımsız geçerlilik sınaması veri kümesi içerisinde yer alan 1.795 verinin 

1.663 adeti 1.bulanık grup verisi iken 2 adeti 4.grup ve sadece 1 adeti 5.grup verisi 

olmuĢtur. Dolayısıyla grup verileri arasında dengesiz dağılımın gerçekleĢmesi ve yapay 

sinir ağlarının eğitimi sırasında kendilerine gösterilen örnekler arasında 1.bulanık grup 

veri sayısının diğerleri karĢısında büyük miktarda olması nedeniyle sadece 1.grup 

verilerini öğrenebilmiĢler, öğrenme iĢlemini sadece 1.grup verilerini kullanarak 

gerçekleĢtirmiĢler ve bunun sonucunda test için kullanılan diğer grup verilerini 1.grup 

içerisine dahil etmiĢlerdir. 

  

Bu sorunu ortadan kaldırmak için bütün grupların, eğitim ve bağımsız geçerlilik 

sınaması veri kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. Grupların 

eğitim verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla olması 

nedeniyle “1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar eğitim 

kümesi verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı eĢitlenmiĢ 

ve adil öğrenme gerçekleĢtirilmiĢtir. Aynı çoğaltma yöntemiyle bağımsız geçerlilik 

sınaması veri kümesi de az önce belirtildiği gibi yeniden düzenlenmiĢtir. Bu iĢlemler 

sonucunda eğitim kümesi 24.935 adet veriye sahipken, bütün grupların eğitim kümesi 

içerisindeki veri sayıları 4.987 adet olmuĢtur. Bağımsız geçerlilik sınaması kümesi ise 



 
43 

8.315 adet veriye sahipken, bütün grupların bağımsız geçerlilik sınaması kümesi 

içerisindeki veri sayıları 1.663 adet olmuĢtur. Bu veri sayıları ile yapılan testin analiz 

sonuçları Çizelge 5.4.‟te yer almaktadır. 

 

Çizelge 5.4. Yanan alan bulanık çoğaltılmıĢ veriler MP ve RBFN grup analiz tablosu 

 

 
 

Analiz sonuçlarına göre, MP toplamda 55 adet veriyi doğru grup içerisine koyarken, 

doğru gruplandırma oranı %3,06 olmuĢtur. Grup bazında doğru tahmin sayısına ve 

oranlarına bakıldığında, 3.grup 8 veriden 3‟ünün doğru tahmin edilmesi ve böylece 

%37,50 doğru tahmin oranının yakalanması ile ön plana çıkmaktadır. 2.grup 15 doğru 

tahmin ve %12,40 doğru oranı, 1.grup ise 36 doğru tahmin ve %2,16 doğru oranına 

sahip olurken, 4.grupta yer alan verilerin tamamı yanlıĢ olarak gruplandırılmıĢtır. 

RBFN‟te ise tahmin sonuçlarına göre 472 veri doğru gruplarda yer almıĢ, doğru oranı 

%26,30‟lara kadar çıkmıĢtır. Burada 2.grup verilerin %37,19‟u, 1.grup verilerin 

%25,56‟sı, 3.grup verilerin %12,50‟si doğru gruplandırılırken, MP sonucunda olduğu 

gibi 4.grup verilerin tamamı yanlıĢ gruplar içerisine dahil edilmiĢtir. 

 

Ġlk sonuçların elde edilmesinden sonra, daha iyi yapay sinir ağı öğrenmesi 

gerçekleĢtirmek ve böylece test sonuçlarını iyileĢtirmek, kalitesini arttırmak amacıyla 

veri kümesinin yeniden düzenlenmesi yoluna gidilmiĢtir. Bir önceki çalıĢmada, 

çalıĢmaya baĢlamadan önce verilerin düzenlenmesi, bozuk, eksik ve hatalı verilerin 

elenmesi, ve böylece üzerinde çalıĢılan 2000-2009 yıllarına ait orman yangını kayıtlarını 
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içeren veri kümesinin doğruluğunun sağlanabilmesi amacıyla yapılan düzenlemelere 

rağmen, veri kümesi içerisinde hala düzensiz ve bozuk kayıtların olduğu 

gözlemlenmiĢtir. Bu bozuklukların kaynağı, orman yangını kayıtlarının değiĢik 

bölgelerden, değiĢik kiĢiler tarafından farklı koĢul ve biçimlerde tutulması olabileceği 

gibi verilerin kendi doğası da olabilmektedir.  

 

Bu bağlamda hatalı ya da genel veri özellikleri ile bağdaĢmadığı düĢünülen verilerin 

açığa çıkarılması için tüm veriler girdi parametrelerine göre 350 adet öbeğe ayrılmıĢtır. 

Her verinin hangi öbek içerisinde yer aldığı kaydı tutulmuĢtur. Aynı öbekte yer alan tüm 

noktalar, yanan toplam hektar alanlarına göre kontrol edilmiĢtir. Girdi parametrelerine 

göre aynı öbekte bulunmalarına rağmen, yanan alan miktarları bakımından öbekteki 

diğer noktalara göre büyük farklılıklar içeren, düzensiz, bozuk ve öbekteki diğer 

noktalara göre tutarsız olduğu gözlemlenen veriler silinmiĢtir. Örneğin, öbekleme iĢlemi 

sonucunda 1.öbekte yer alan toplam 10 veri ve bu verilerin çıktı parametreleri olan 

yanan alan değerleri sırasıyla 7, 114, 11, 5, 3, 8, 180, 15, 6 ve 17 olsun. Bu durumda 

girdi parametrelerine göre aynı öbekte olmalarına rağmen, yanan alan değerleri 114 ve 

180 olan iki veri, öbekteki diğer verilerle karĢılaĢtırıldığında tutarsızlık 

göstermektedirler. Bu iki nokta aynı öbekte olmalarına rağmen diğer verilerden farklılık 

gösterdiklerinden eleneceklerdir. Veri kümesi içerisinde bütün bu eleme iĢlemi 

sonrasında 8.350 adet veri bulunmaktadır. Bu veriler %60 eğitim, %20 bağımsız 

geçerlilik sınaması ve %20 test verileri Ģeklinde dağıtıldıklarında 5.010 eğitim, 1.670 

bağımsız geçerlilik sınaması ve 1.670 test verisi elde edilmiĢtir. Bu veri kümeleri 

kullanılarak MP ve RBFN ile yapılan testlerin analiz sonuçları Çizelge 5.5.‟te 

bulunmaktadır. 
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Çizelge 5.5. Veri eleme MP ve RBFN hata analiz tablosu 

 

 

 

Veri kümesinin yeniden düzenlenmesi için kullanılan bir baĢka yöntem ise, verilerin 

yine girdi parametrelerine göre öbeklenmesi, ancak bu sefer gerçek veri noktalarının 

değil öbekleme iĢlemi sonucunda oluĢan öbek merkezlerinin ve bunlara bağlı oluĢan 

girdi parametrelerinin yeni veriler olarak kullanılması olmuĢtur. Çıktı parametreleri olan 

yanan alan değerleri ise, her öbek için öbekte bulunan diğer tüm noktaların yanan alan 

değerlerinin ortalaması olarak alınmıĢtır. 

  

Uygulama için veriler 400 adet öbeğe ayrılmıĢtır. Her öbek merkezi, merkezi olduğu 

öbeğin temsilci noktası olarak seçilmiĢ, bu noktanın girdi değerleri yeni girdi 

parametreleri olarak alınmıĢ, çıktı parametreleri olan yanan alan değerleri ise yukarıda 

anlatıldığı gibi belirlenmiĢtir. Böylece 400 öbeğe karĢılık 400 adet yeni veri elde 

edilmiĢtir. Bu veriler %60 eğitim, %20 bağımsız geçerlilik sınaması ve %20 test oranını 

sağlayacak Ģekilde dağıtılmıĢ. Çizelge 5.6. bu yönteme ait analiz sonuçlarını 

göstermektedir. 

 

Çizelge 5.6. Öbekleme ile yeni yeri elde edilmesi MP ve RBFN hata analiz tablosu 

 

 

 

Verilerin yeniden düzenlenmesi ile elde edilen analiz sonuçları ile Çizelge 5.1.‟deki hata 

analiz tablosu karĢılaĢtırıldığında hata oranlarının dikkate değer bir Ģekilde düĢtüğü, 

kullanılan verilerin yeniden düzenlenmesinin yapay sinir ağlarının öğrenme baĢarısını 

arttırdığı görülmüĢtür. Özellikle, öbekleme sonucu hatalı verilerin elenmesi yönteminin 
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kullanıldığı ve buna ait analiz sonuçlarının Çizelge 5.5.‟te verildiği düzenleme büyük 

oranda baĢarı sağlamıĢ, hata değerlerini alt seviyelere çekmiĢtir. 

 

BaĢarı oranını arttırmak adına yapılan bir diğer çalıĢma, yanan toplam hektar alanı 

üzerinde yeni bir bulanık model tanımlayarak test aĢamasında yapay sinir ağlarının 

gruplandırma sonuçlarını iyileĢtirmek olmuĢtur. Bunun için daha önce hatalı veya 

tutarsız olduğu düĢünülerek elenmiĢ ve 8.350 sayısına düĢürülmüĢ veri kümesi 

kullanılmıĢtır. Bu veri kümesi yanan toplam hektar değerlerine göre 5 adet öbeğe 

ayrılmıĢtır. Öbekleme sonucu oluĢan merkez değerleri Çizelge 5.7.‟de verilmiĢtir. 

 

Çizelge 5.7. 5 adet öbek sonucu oluĢan merkez değerleri 

 

 

 

OluĢan öbek merkezleri çalıĢmamıza göre direkt olarak bulanık modelde kullanılacak 

bulanık grup değerlerini oluĢturmuĢtur. Bu değerler kullanılarak yanan toplam hektar 

parametresi için oluĢturulan bulanık model aĢağıda ġekil 5.1.‟de görülmektedir. 

 

 
 

ġekil 5.1. Toplam hektar parametresi için bulanık model 
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ElenmiĢ ve 8.350 adete düĢürülmüĢ orman yangını verileri ġekil 5.1.‟deki yanan toplam 

alan bulanık modeli kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi için üyelik 

dereceleri hesaplanmıĢ, hangi verinin hangi bulanık küme içerisinde yer alacağı 

kararlaĢtırılmıĢtır. Hesaplamalar ve verilerin gruplara dağıtılmasından sonra, grup 1 

8.240 veriye, grup 2 91 veriye, grup 3 14 veriye, grup 4 3 veriye, ve grup 5 2 veriye 

sahip olmuĢtur. Verilerin %60 eğitim, %20 bağımsız geçerlilik sınaması ve %20 test 

kümelerine dağıtımından sonra, daha önce karĢılaĢılan adil öğrenmenin sağlanamaması 

ve yapay sinir ağının sadece veri sayısı fazla grup verileri ile öğrenmesini 

gerçekleĢtirmesi sorununu önlemek açısından bütün grupların, eğitim ve bağımsız 

geçerlilik sınaması veri kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. 

Grupların eğitim verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla 

olması nedeniyle “1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar 

eğitim kümesi verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı 

eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri kümesi de yeniden 

düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 24.720 adet veriye sahipken, 

bütün grupların eğitim kümesi içerisindeki veri sayıları 4.944 adet olmuĢtur. Bağımsız 

geçerlilik sınaması kümesi ise 6.592 adet veriye sahipken, bütün grupların bağımsız 

geçerlilik sınaması kümesi içerisindeki veri sayıları 1.648 adet olmuĢtur (5.bulanık grup 

sadece 2 adet veriye sahip olduğundan, bu veriler eğitim ve test veri kümelerinde 

kullanılmıĢlardır, dolayısıyla bağımsız geçerlilik sınaması kümesi 5.bulanık grup verisi 

içermemektedir). Bu veri sayıları ile yapılan testin analiz sonuçları Çizelge 5.8.‟de yer 

almaktadır. 
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Çizelge 5.8. Yanan alan bulanık dönüĢüm MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.8.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 1.353 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %80,97 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.648 veriden 1.347 

adet veriyi doğru tahmin etmiĢ ve böylece %81,74 doğru tahmin oranını yakalamıĢtır. 

2.grup 5 doğru tahmin ve %27,78 doğru oranına, 5.grup ise 1 doğru tahmin ve %100,00 

doğru oranına sahip olurken, 3. ve 4.gruplarda yer alan verilerin tamamı yanlıĢ olarak 

gruplandırılmıĢtır. RBFN‟te ise tahmin sonuçlarına göre sadece 3.grupta yer alan 3 veri 

doğru olarak gruplandırılabilmiĢtir. 

 

Bu aĢamaya kadar yapılan deneyler nem, rüzgar hızı, sıcaklık, mevsim parametresi için 

2 grup, saat parametresi için 4 grup, bakı parametresi için 2 alan, ağaç tipi ve birim 

alandaki ağaç sayısını içeren toplam 14 adet girdi parametresi kullanılarak yapılmıĢtır. 

Girdi parametre sayısının fazla olması nedeniyle bundan sonra yapılacak olan 

deneylerde parametre sayısının azaltılması ve böylece yapay sinir ağı sonuçlarının 

iyileĢtirilmesi hedeflenmiĢtir. 

 

Ġlk olarak toplam parametre sayısını arttıran mevsim ve saat verilerinin daha az sayıda 

parametre kullanarak ifade edilmesine çalıĢılmıĢtır. Bu bağlamda her iki girdi için yeni 

bulanık modeller oluĢturulmuĢ, mevsim ve saat parametreleri birer alanda temsil 
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edilmiĢlerdir. AĢağıdaki ġekil 5.2.‟de mevsim parametresi oluĢturulan yeni bulanık 

model görülmektedir. 

 

 
 

ġekil 5.2. Mevsim parametresi için yeni bulanık model 

 

Bu bulanık modele göre, mevsim değeri, yangının meydana geldiği tarihteki aya göre 

aldığı üyelik derecesi kullanılarak tek bir alan ile temsil edilmiĢtir. Örneğin; 1 ile 4‟üncü 

ay arasında gerçekleĢen yangınların mevsim parametreleri 0 iken, 7 ve 8‟nci aydaki 

yangınların mevsim parametreleri 1, 12‟inci ayda gerçekleĢen yangınların mevsim 

parametreleri 0, diğer aylarınki ise [0,1] aralığındadır. 

 

Saat parametresi için oluĢturulan yeni bulanık model kullanılarak saat girdisi 4 alanla 

değil sadece 1 alan ile temsil edilmiĢtir. OluĢturulan bulanık model ġekil 5.3.‟te 

görülmektedir. 

 

 
 

ġekil 5.3. Saat parametresi için oluĢturulan yeni bulanık model 

 

Mevsim ve saat parametrelerinin yeniden düzenlenmelerinin dıĢında, bakı parametresi 

tamamen uygulamadan çıkartılmıĢtır. Bu düzenlemeler sonucunda yeni veri kümesi 
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nem, rüzgar hızı, sıcaklık, meyil, mevsim, saat, ağaç tipi ve birim alandaki ağaç sayısını 

içeren toplam 8 adet girdi parametresi ile yanan toplam alanı içeren 1 adet çıktı 

parametresine sahip olmuĢtur. 

 

Veri kümesinin yeniden düzenlenmesinden sonra, daha önce yapılan ve veri kümesinin 

girdi parametrelerine göre 350 adet öbeğe ayrılması ve öbek sonuçlarına göre düzensiz, 

hatalı ya da tutarsız görünen verilerin veri kümesinden çıkarılmasını kapsayan ilk 

çalıĢma tekrar edilmiĢtir. Bu çalıĢma kapsamında daha önce de ifade edildiği gibi aynı 

öbekte yer alan tüm noktalar, yanan toplam hektar alanlarına göre kontrol edilmiĢ, girdi 

parametrelerine göre aynı öbekte bulunmalarına rağmen yanan alan miktarları 

bakımından büyük farklılıklar içeren veriler silinmiĢtir. 

 

Veri kümesi içerisinde bütün bu eleme iĢlemi sonrasında 7.920 adet veri bulunmaktadır. 

Bu veriler %60 eğitim, %20 bağımsız geçerlilik sınaması ve %20 test verileri Ģeklinde 

dağıtıldıklarında 4.752 eğitim, 1.584 bağımsız geçerlilik sınaması ve 1.584 test verisi 

elde edilmiĢtir. Bu veri kümeleri kullanılarak MP ve RBFN ile yapılan testlerin analiz 

sonuçları Çizelge 5.9.‟da bulunmaktadır. 

 

Çizelge 5.9. AzaltılmıĢ girdiler ile veri eleme MP ve RBFN hata analiz tablosu 

 

 

 

Bu aĢamada daha önce test edilen ve gerçek yanan alan parametrelerinin kullanılmasına 

göre daha iyi sonuç verdiği gözlemlenen yanan alan değerleri üzerinde logaritmik 

dönüĢüm yapılması yöntemi azaltılmıĢ parametreler ile elde edilen veri kümesine de 

denenmiĢtir. Veri girdi parametrelerinin azaltılması ve öbekleme iĢlemi ile bazı verilerin 

elenmesi ile elde edilen veri kümesinde yangın kayıtlarının yanan toplam hektar 

değerlerine göre frekans dağılımları ġekil 5.4.‟te verilmiĢtir. 



 
51 

 
 

ġekil 5.4. AzaltılmıĢ parametreler yanan toplam alan değerleri dağılımı 

 

Yanan alan değerlerinin geniĢ bir aralığa yayılmasından dolayı, verilerin her aralıkta eĢit 

miktarda temsil edilmesini ve böylece doğru öğrenmenin gerçekleĢtirilebilmesini 

sağlamak açısından yanan alan değerleri daha önce yapıldığı gibi ln(x+1) logaritmik 

fonksiyonu kullanılarak yeniden düzenlenmiĢtir. ġekil 5.5. logaritmik dönüĢüm yapılan 

yanan toplam hektar değerlerinin frekans dağılımını göstermektedir. 

 

 
 

ġekil 5.5. AzaltılmıĢ parametreler yanan toplam alan ln(x+1) dönüĢüm dağılımı 
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Logaritmik dönüĢüm öncesi yanan alan değerleri 1 ile 10.000 hektar arasında değer 

alırken, logaritmik dönüĢüm sonrası bu aralık 1 ile 9 ln hektar arasına indirgenmiĢtir. 

Girdi parametrelerinin azaltılması, bazı verilerin öbekleme sonucu elenmesi ve çıktı 

parametresi olarak yanan alan ln(x+1) dönüĢüm verilerinin kullanılması sonucu yapılan 

test analiz sonuçları Çizelge 5.10.‟da yer almaktadır. 

 

Çizelge 5.10. AzaltılmıĢ parametreler veri eleme ln(x+1) dönüĢüm MP ve RBFN       

hata analiz tablosu 

 

 

 

Yukarıdaki hata analiz tablosu incelendiğinde sonuçların Çizelge 5.2.‟deki hata 

sonuçlarına oranla daha iyi çıktığı görülmüĢtür. 

 

AzaltılmıĢ girdi parametreleri ile yapılan bir diğer çalıĢma daha önce yapılan, verilerin 

girdi parametrelerine göre öbeklenmesi, öbek merkezlerinin yeni veriler olarak alınması, 

çıktı parametrelerinin ise öbekteki verilerin yanan alan değerlerinin ortalaması olarak 

tespit edilmesini içeren çalıĢma olmuĢtur. Bunu gerçekleĢtirmek için veri kümesi 400 

adet öbeğe ayrılmıĢ, öbek merkezleri temsilci noktalar olarak seçilmiĢ, yanan alan 

değerleri ortalama değer olarak atanmıĢtır. Bu iĢlem sonucunda eğitim, bağımsız 

geçerlilik sınaması ve test veri kümeleri sırasıyla 270, 90 ve 90 veri içerecek Ģekilde 

ayrılmıĢtır. MP ve RBFN ile çıktı parametresi olarak yanan alan gerçek değerlerinin 

kullanılması ile yapılan test sonuçları Çizelge 5.11. hata analiz tablosunda 

görülmektedir. 
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Çizelge 5.11. AzaltılmıĢ parametreler öbekleme ile yeni veri elde edilmesi                  

MP ve RBFN hata analiz tablosu 

 

 

 

400 adet öbeğe ayırma iĢlemi sonucunda elde edilen yeni verilerin yanan alan değerleri 

üzerinde de ln(x+1) logaritmik dönüĢümü yapılmıĢtır. Logaritmik dönüĢüm öncesinde 

yanan alan değerleri ile elde edilen frekans dağılımı ġekil 5.6.‟da yer almaktadır. 

 

 
 

ġekil 5.6. Yeni veriler yanan toplam alan değerleri dağılımı 

 

Logaritmik dönüĢüm öncesi yanan alan değerleri 1 ile 600 arasında dağılmaktadır. 

Örneğin; 1 ile 5 arasında 238 adet veri, 5 ile 10 arasında 167 adet veri bulunmaktadır. En 

yüksek yangın değeri ise 500 ile 600 arasında bir veri ile temsil edilmektedir. Yanan 

alan değerlerinin aralığının daraltılması ve aralıklarda mümkün olduğu kadar eĢit temsil 

edilmesini sağlamak açısından logaritmik dönüĢüm yapılmıĢtır. Yapılan ln(x+1) 

dönüĢümü sonrası oluĢan yanan alan değerleri frekans dağılımı ġekil 5.7.‟de 

gösterilmiĢtir. 
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ġekil 5.7. Yeni veriler yanan toplam alan ln(x+1) dönüĢüm dağılımı 

 

Öbekleme sonucu elde edilen yeni veri yanan alan değerleri üzerinde yapılan logaritmik 

dönüĢüm sonrası bu veriler kullanılarak yapılan MP ve RBFN test sonucu aĢağıdaki 

Çizelge 5.12.‟de görülmektedir. 

 

Çizelge 5.12. Yeni veriler ln(x+1) dönüĢüm MP ve RBFN hata analiz tablosu 

 

 

 

Yukarıdaki sonuçlara göre hata oranları, Çizelge 5.2. ve Çizelge 5.10.‟a kıyasla dikkate 

değer Ģekilde düĢük çıkmıĢtır. 

 

Parametre sayısının azaltılması ile oluĢturulan veri kümesi üzerinde yapılan diğer 

çalıĢma ise yanan toplam hektar alanı üzerinde yeni bir bulanık model tanımlamak 

olmuĢtur. Bunun için öbeklenerek elenmiĢ 7.920 adet orman yangını kaydını içeren veri 

kümesi kullanılmıĢtır. Veri kümesi öncelikle 5 adet öbeğe ayrılmıĢtır. OluĢan öbek 

merkezleri, yeni oluĢturulacak bulanık modelde kullanılacak bulanık grup değerlerini 
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oluĢturmuĢtur. Öbekleme sonucu oluĢan merkez değerleri Çizelge 5.13.‟te yer 

almaktadır. 

 

Çizelge 5.13. AzaltılmıĢ parametreler 5 adet öbek sonucu oluĢan merkez değerleri 

 

 

 

Buna göre yanan toplam hektar değerleri için oluĢturulan yeni bulanık model ġekil 

5.8.‟de görülmektedir. 

 

 
 

ġekil 5.8. Toplam hektar parametresi için bulanık model 

 

Elenerek 7.920 adete düĢürülmüĢ orman yangını verileri ġekil 5.8.‟deki yanan toplam 

alan bulanık modeli kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan 

değeri için üyelik dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara 

dağıtılmasından sonra, grup 1 7.825 veriye, grup 2 76 veriye, grup 3 14 veriye, grup 4 3 

veriye, ve grup 5 2 veriye sahip olmuĢtur. Eğitim, bağımsız geçerlilik sınaması ve test 

kümelerine veri dağıtımından sonra bütün grupların, eğitim ve bağımsız geçerlilik 

sınaması veri kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. Grupların 

eğitim verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla olması 
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nedeniyle “1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar eğitim 

kümesi verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı 

eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri kümesi de yeniden 

düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 23.475 adet veriye sahipken, 

bütün grupların eğitim kümesi içerisindeki veri sayıları 4.695 adet olmuĢtur. Bağımsız 

geçerlilik sınaması kümesi ise 6.260 adet veriye sahipken, bütün grupların bağımsız 

geçerlilik sınaması kümesi içerisindeki veri sayıları 1.565 adet olmuĢtur (5.bulanık grup 

sadece 2 adet veriye sahip olduğundan, bu veriler eğitim ve test veri kümelerinde 

kullanılmıĢlardır, dolayısıyla bağımsız geçerlilik sınaması kümesi 5.bulanık grup verisi 

içermemektedir). Buna göre test analiz sonuçları Çizelge 5.14.‟te yer almaktadır. 

 

Çizelge 5.14. Yanan alan bulanık model kullanılan MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.14.‟teki grup analiz tablosu dikkate alındığında, MP toplamda 1.238 adet 

veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı %78,11 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.565 veriden 1.228 

adet veriyi doğru tahmin etmiĢ ve böylece %78,45 doğru tahmin oranını yakalamıĢtır. 

2.grup 8 doğru tahmin ve %53,33 doğru oranına, 3.grup 1 doğru tahmin ve %33,33 

doğru oranına, 5.grup ise 1 doğru tahmin ve %100,00 doğru oranına sahip olurken, 

4.grupta yer alan 1 adet veri yanlıĢ olarak gruplandırılmıĢtır. RBFN‟te ise tahmin 

sonuçlarına göre sadece 1.grupta yer alan 1.565 adet verinin tamamı doğru olarak 

gruplandırılmıĢ ve böylece doğru tahmin oranı %98,74 olmuĢtur. 
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Aynı çalıĢma kapsamında, 7.920 adet orman yangını verisine sahip olan veri kümesi 

içerisinde bu kez yanan alan değerlerinin ln(x+1) logaritmik dönüĢüme uğraması sonucu 

elde edilen yanan alan logaritmik dönüĢüm değerlerinin 5 adet öbeğe ayrılması ile elde 

edilen öbek merkezlerinin yeni bulanık model oluĢturulmasında kullanılması deneyi 

yürütülmüĢtür. Veri kümesi öncelikle yanan alan logaritmik dönüĢüm değerlerine göre 5 

adet öbeğe ayrılmıĢtır. OluĢan öbek merkezleri, yeni oluĢturulacak bulanık modelde 

kullanılacak bulanık grup değerlerini oluĢturmuĢtur. Öbekleme sonucu oluĢan merkez 

değerleri Çizelge 5.15.‟te yer almaktadır. 

 

Çizelge 5.15. AzaltılmıĢ parametreler yanan alan ln(x+1) dönüĢüm 5 adet öbek sonucu 

oluĢan merkez değerleri 

 

 

 

Buna göre yanan alan logaritmik dönüĢüm değerleri için oluĢturulan bulanık model ġekil 

5.9.‟te görülmektedir. 

 

 
 

ġekil 5.9. Toplam hektar ln(x+1) dönüĢüm parametresi için bulanık model 
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7.920 adete düĢürülmüĢ orman yangını verileri ġekil 5.9.‟daki yanan toplam alan 

logaritmik dönüĢüm bulanık modeli kullanılarak yeniden düzenlenmiĢtir. Her yangın 

verisi yanan alan değeri için üyelik dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin 

gruplara dağıtılmasından sonra, grup 1 1.871 veriye, grup 2 2.615 veriye, grup 3 1.916 

veriye, grup 4 1.254 veriye, ve grup 5 264 veriye sahip olmuĢtur. Burada dikkat edilecek 

nokta bulanık model uygulanması sonrasında verilerin gruplara neredeyse eĢit oranda 

dağılmıĢ olmalarıdır. Grup dağılımından sonra eğitim, bağımsız geçerlilik sınaması ve 

test kümeleri oluĢturulmuĢtur. Eğitim kümesinde 1.123 1.grup, 1.569 2.grup, 1.150 

3.grup, 752 4.grup ve 158 5.grup verisi olmak üzere toplam 4.752 adet veri 

bulunmaktadır. Bağımsız geçerlilik sınaması ve test kümelerinde 374 1.grup, 523 2.grup, 

383 3.grup, 251 4.grup ve 53 5. grup olmak üzere toplam 1.584‟er veri bulunmaktadır. 

Veri dağıtımından sonra bütün grupların, eğitim ve bağımsız geçerlilik sınaması veri 

kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. Grupların eğitim verileri 

kopyalanmıĢ, eğitim kümesinde 2.grup veri sayısının fazla olması nedeniyle “2.grup 

eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar eğitim kümesi verilerine 

eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı eĢitlenmiĢtir. Aynı Ģekilde 

bağımsız geçerlilik sınaması veri kümesi de yeniden düzenlenmiĢtir. Bu iĢlemler 

sonucunda eğitim kümesi 7.845 adet veriye sahipken, bütün grupların eğitim kümesi 

içerisindeki veri sayıları 1.569 adet olmuĢtur. Bağımsız geçerlilik sınaması kümesi ise 

2.615 adet veriye sahipken, bütün grupların bağımsız geçerlilik sınaması kümesi 

içerisindeki veri sayıları 523 adet olmuĢtur. Buna göre MP ve RBFN ile yapılan test 

analiz sonuçları Çizelge 5.16.‟da yer almaktadır. 
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Çizelge 5.16. Yanan alan ln(x+1) dönüĢüm bulanık model kullanılarak MP ve RBFN                 

grup analiz tablosu 

 

 

 

Çizelge 5.16.‟daki grup analiz tablosu dikkate alındığında, MP toplamda 470 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %29,67 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 374 veriden 290 adet 

veriyi doğru tahmin etmiĢ ve böylece %77,54 doğru tahmin oranını yakalamıĢtır. 2.grup 

523 veriden 76 adet veriyi doğru tahmin ederek %14,53 doğru tahmin oranına, 3.grup 

383 veriden 10 adet veriyi doğru tahmin ederek %2,61 doğru tahmin oranına, 4.grup 251 

veriden 65 adet veriyi doğru tahmin ederek %25,90 doğru tahmin oranına ve 5.grup 53 

veriden 29 adet veriyi doğru tahmin ederek %54,72 doğru tahmin oranına ulaĢmıĢtır. 

Burada MP için dikkat edilecek nokta, grup bazında doğru sınıflandırılan veri sayısının 

ve böylece doğru tahmin oranının artmıĢ olmasıdır. RBFN toplamda 451 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %28,47 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 374 veriden 254 adet 

veriyi doğru tahmin etmiĢ ve böylece %67,91 doğru tahmin oranını yakalamıĢtır. 2.grup 

553 veriden 70 adet veriyi doğru tahmin ederek %13,38 doğru tahmin oranına, 3.grup 

383 veriden 32 adet veriyi doğru tahmin ederek %8,58 doğru tahmin oranına, 4.grup 251 

veriden 75 adet veriyi doğru tahmin ederek %29,88 doğru tahmin oranına ve 5.grup 53 

veriden 20 adet veriyi doğru tahmin ederek %37,74 doğru tahmin oranına ulaĢmıĢtır. 

RBFN 3. ve 4.gruplar için daha baĢarılı bir sınıflandırma yapmıĢ olmasına rağmen 

toplamda MP performansını geçememiĢtir. Ancak RBFN kullanılarak diğer yöntemlerle 
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yapılan test sonuçları göz önüne alındığında, RBFN performansı bu yöntem için en iyi 

sonucu vermiĢtir. 

 

AzaltılmıĢ parametreler ile yapılan test iĢlemlerinden sonra aynı deneylerin, yapay sinir 

ağlarını test etmek için kullanılan test veri kümeleri yerine, ağları eğitmekte kullanılan 

eğitim veri kümeleri kullanılarak tekrarlanması ve böylece ağın öğrenme kabiliyetinin 

kendisine daha önce gösterilen verilerin test verisi olarak kullanımı ile kontrol edilmesi 

iĢlemi gerçekleĢtirilmiĢtir. 

 

Bu amaçla ilk önce öbekleme sonucunda elenerek 7.920 adete indirilen verilerin MP ve 

RBFN ile test iĢlemi, test verileri yerine eğitim verileri kullanılarak gerçekleĢtirilmiĢtir. 

Buna iliĢkin hata analiz tablosu Çizelge 5.17.‟de görülmektedir. 

 

Çizelge 5.17. Test yerine eğitim veri kümesi kullanımı hata analiz tablosu 

 

 

 

ElenmiĢ 7.920 adet verinin kullanılmasıyla aynı test iĢlemi bu kez yanan alan değerleri 

üzerinde ln(x+1) dönüĢümü yapılarak tekrar edilmiĢ, bu deneye ait test sonuçları ise 

Çizelge 5.18.‟de gösterilmiĢtir. 

 

Çizelge 5.18. Test yerine eğitim veri kümesi kullanılması yanan alan ln(x+1) dönüĢüm 

hata analiz tablosu 
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Daha sonra verilerin girdi parametrelerine göre 400 adet öbeğe ayrılması ve öbekleme 

sonucu ortaya çıkan öbek merkezlerinin yeni veriler olarak alınması, çıktı parametreleri 

olarak her öbek içerisindeki yanan alan değerleri ortalamalarının bulunmasına ait 

çalıĢma, test veri kümesi yerine eğitim kümesi kullanılıp yapay sinir ağının öğrenme 

becerisinin bu yolla tespit edilmesi açısından tekrar edilmiĢtir. Çizelge 5.19. çıktı olarak 

yanan alan değerlerinin kullanılması ile yapılan bu çalıĢmaya ait sonuçları içermektedir. 

 

Çizelge 5.19. Yeni verilerin elde edilmesi ile test yerine eğitim veri kümesi kullanımı 

hata analiz tablosu 

 

 

 

Yapılan bu deney, çıktı parametresi olarak yanan alan değerlerinin logaritmik 

dönüĢümlerinin kullanılması ile tekrar edilmiĢtir. Buna ait hata analiz tablosu Çizelge 

5.20.‟de verilmiĢtir. 

 

Çizelge 5.20. Yeni verilerin elde edilmesi ile test yerine eğitim veri kümesi kullanımı 

yanan alan ln(x+1) dönüĢüm hata analiz tablosu 

 

 

 

Hata oranları incelendiğinde öbekleme sonucu yeni elde edilen verilerin gerçek orman 

yangını verilerine oranla bu test için MAE ve MAPE bakımından daha iyi sonuç verdiği 

gözlemlenmiĢtir. 

 

Aynı amaçla son test iĢlemi, yanan alan değerlerinin ġekil 5.8.‟deki bulanık model 

kullanılarak 5 adet bulanık gruba ayrıldığı veri kümesinde yapılmıĢ, eğitim veri kümesi 

hem ağın eğitiminde hem de test aĢamasında yapay sinir ağına gösterilmiĢ, ağın çıktıları 
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kaydedilmiĢtir. Bu çıktılarla bulanık modele göre doğru ve yanlıĢ gruplandırılan veri 

sayıları hesaplanmıĢtır. Çizelge 5.21. MP ve RBFN kullanılarak elde edilen sonuçların 

grup analiz tablosunu içermektedir. 

 

Çizelge 5.21. Bulanık model ile test yerine eğitim veri kümesi kullanımı                       

MP ve RBFN grup analiz tablosu 

 

 

 

Son olarak yanan alan değerlerinin ln(x+1) logaritmik dönüĢümünden sonra ġekil 

5.9.‟daki bulanık model kullanılarak 5 adet bulanık gruba ayrıldığı veri kümesi üzerinde 

yapılan test sonuçları ise Çizelge 5.22.‟deki grup analiz tablosunda görülmektedir. 

 

Çizelge 5.22. Bulanık model ile test yerine eğitim veri kümesi kullanımı yanan alan 

ln(x+1) dönüĢüm MP ve RBFN grup analiz tablosu 
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Çizelge 5.21. ve Çizelge 5.22‟den de görüldüğü gibi yapılan testler, verilerin gerçek 

yanan alan değerlerinin kullanıldığı zaman daha iyi sonuç vermiĢ, toplam doğru tahmin 

oranı MP için %72,95‟e kadar çıkmıĢtır. Yanan alan değerleri üzerinde logaritmik 

dönüĢüm yapıldığında en iyi sonuç RBFN ile elde edilmiĢ, doğru tahmin oranı toplamda 

%31,27 olmuĢtur. Burada dikkat edilecek husus test amaçlı kullanılan eğitim veri 

sayılarının farklılığıdır. Çizelge 5.21. ve Çizelge 5.22.‟de eğitim veri kümesindeki 

toplam veri sayısı ile aynı gruplara giren verilerin farklı sayılarda olmasının nedeni; 

daha önce verilen ġekil 5.8.‟e göre yanan alan değerlerinin ve ġekil 5.9.‟a göre ise 

logaritmik dönüĢüm uygulanan yanan alan değerlerinin gruplara dağıtılmasıdır. ġekil 

5.8.‟e göre en fazla veri sayısı 1.grupta toplam 7.825 veri ile olmuĢ ve bu verilerin 4.695 

adeti eğitim veri kümesine girmiĢtir. Eğitim kümesinde tüm grup veri sayıları adil 

öğrenmeyi sağlamak açısından en fazla veri sayısına sahip 1.gruba göre eĢitlendiğinden 

toplam veri sayısı 23.475 olmuĢtur. ġekil 5.9.‟a göre ise en fazla veri sayısı 2.grupta 

toplam 2.615 veri ile olmuĢ ve bu verilerin 1.569 adeti eğitim veri kümesine girmiĢtir. 

Eğitim kümesinde tüm grup veri sayıları adil öğrenmeyi sağlamak açısından 2.grup 

verilerine göre eĢitlendiğinden toplam veri sayısı 7.845 olmuĢtur. 

 

Kullanılan yapay sinir ağları ile öğrenme baĢarı oranının uygulanan yöntemlere göre 

nasıl bir değiĢime sahip olduğunu gözlemleyebilmek ve baĢarı oranını arttırmak adına 

yapılan diğer bir çalıĢmada, yangın kayıtlarının yanan alan değerleri için tanımlanan 

bulanık modelin 5 bulanık grup değil 3 gruptan oluĢması sağlanmıĢtır. Bunun için eleme 

yöntemi ile daha önce elde edilen 7.920 adet kayıttan oluĢan veri kümesi kullanılmıĢtır. 

Veri kümesi yanan alan değerlerine göre 3 adet öbeğe ayrılmıĢtır. Öbekleme sonucu 

oluĢan merkez değerleri Çizelge 5.23.‟te verilmiĢtir. 
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Çizelge 5.23. 3 adet öbek sonucu oluĢan merkez değerleri 

 

 

 

OluĢan öbek merkezleri, çalıĢma için bulanık modelde kullanılacak bulanık grup 

değerlerini oluĢturmuĢtur. Bu değerler kullanılarak yanan toplam hektar parametresi için 

oluĢturulan bulanık model aĢağıda ġekil 5.10.‟da görülmektedir. 

 

 
 

ġekil 5.10. Yanan alan parametresi için bulanık model 

 

7.920 adet orman yangını verisi ġekil 5.10.‟daki yanan toplam alan için 3 bulanık grup 

içeren bulanık modeli kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan 

değeri için üyelik dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara 

dağıtılmasından sonra, grup 1 7.907 veriye, grup 2 11 veriye ve grup 3 2 veriye sahip 

olmuĢtur. Eğitim, bağımsız geçerlilik sınaması ve test kümelerine veri dağıtımından 

sonra bütün grupların, eğitim ve bağımsız geçerlilik sınaması veri kümelerinde aynı 

sayıda veriye sahip olmaları sağlanmıĢtır. Grupların eğitim verileri kopyalanmıĢ, eğitim 

kümesinde 1.grup veri sayısının fazla olması nedeniyle “1.grup eğitim veri sayısı / ilgili 

grubun eğitim veri sayısı” kadar eğitim kümesi verilerine eklenmiĢtir. Böylece her grup 

ile iliĢkili eğitim veri sayısı eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri 

kümesi de yeniden düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 14.235 adet 

veriye sahipken, bütün grupların eğitim kümesi içerisindeki veri sayıları 4.745 adet 
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olmuĢtur. Bağımsız geçerlilik sınaması kümesi ise 3.162 adet veriye sahipken, bütün 

grupların bağımsız geçerlilik sınaması kümesi içerisindeki veri sayıları 1.581 adet 

olmuĢtur (3.bulanık grup sadece 2 adet veriye sahip olduğundan, bu veriler eğitim ve test 

veri kümelerinde kullanılmıĢlardır, dolayısıyla bağımsız geçerlilik sınaması kümesi 

3.bulanık grup verisi içermemektedir). Verilerin dağıtımından sonra test iĢlemi 

gerçekleĢtirilmiĢ, elde edilen yapay sinir ağı çıktısının veriyi dahil ettiği bulanık küme 

ile verinin gerçekte dahil olduğu bulanık kümenin tutarlılığı incelenmiĢ, her grup için 

doğru gruplandırılan ve yanlıĢ gruplandırılan veri sayıları ile doğru ve yanlıĢ 

gruplandırılma oranları, toplam doğru ve yanlıĢ grup tahmin edilme sayıları ile doğru ve 

yanlıĢ tahmin oranları analiz edilmiĢtir. Buna göre çıktı parametresi olarak yanan alan 

değerleri kullanılarak MP ve RBFN ile yapılan test grup analiz sonuçları Çizelge 

5.24.‟te yer almaktadır. 

 

Çizelge 5.24. Yanan alan bulanık dönüĢüm MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.24.‟teki grup analiz tablosu dikkate alındığında, MP toplamda 1.404 adet 

veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı %88,63 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.581 veriden 1.402 

adet veriyi doğru tahmin etmiĢ ve böylece %88,68 doğru tahmin oranını yakalamıĢtır. 

2.grup ise 2 doğru tahmin ve %100,00 doğru oranına sahip olurken, 3.grupta yer alan 1 

adet veri yanlıĢ olarak gruplandırılmıĢtır. RBFN toplamda 1.581 adet veriyi doğru grup 

içerisine koymuĢ, doğru tahmin oranı %99,81 olmuĢtur. Doğru tahmin edilen verilerin 
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tamamı 1.gruba ait olup, 2. ve 3.gruptaki verilerin tamamı yanlıĢ olarak 

gruplandırılmıĢtır. 

 

Yanan alan değerlerinin test edilmesinden sonra, 7.920 adet orman yangını verisine 

sahip olan veri kümesi içerisinde bu kez yanan alan değerlerinin ln(x+1) logaritmik 

dönüĢüme uğraması sonucunda yanan alan logaritmik dönüĢüm değerlerinin 3 adet 

öbeğe ayrılması ile elde edilen öbek merkezlerinin yeni bulanık model oluĢturulmasında 

kullanılması çalıĢması yürütülmüĢtür. Veri kümesi yanan alan logaritmik dönüĢüm 

değerlerine göre 3 adet öbeğe ayrılmıĢtır. OluĢan öbek merkezleri, yeni oluĢturulacak 

bulanık modelde kullanılacak bulanık grup değerlerini oluĢturmuĢtur. Öbekleme sonucu 

oluĢan merkez değerleri Çizelge 5.25.‟te yer almaktadır. 

 

Çizelge 5.25. Yanan alan ln(x+1) dönüĢüm 3 adet öbek merkez değerleri 

 

 

 

Buna göre yanan alan logaritmik dönüĢüm değerleri için oluĢturulan bulanık model ġekil 

5.11.‟de görülmektedir. 

 

 
 

ġekil 5.11. Yanan alan ln(x+1) dönüĢüm parametresi için bulanık model 
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Orman yangını verileri ġekil 5.11.‟deki yanan alan logaritmik dönüĢüm bulanık modeli 

kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan değeri için üyelik 

dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara dağıtılmasından sonra, 

grup 1 5.412 veriye, grup 2 2.076 veriye ve grup 3 432 veriye sahip olmuĢtur. Eğitim, 

bağımsız geçerlilik sınaması ve test kümeleri oluĢturulmuĢtur. Eğitim kümesinde 3.260 

1.grup, 1.240 2.grup ve 254 3.grup verisi olmak üzere toplam 4.754 adet veri 

bulunmaktadır. Bağımsız geçerlilik sınaması ve test kümelerinde 1.076 1.grup, 418 

2.grup ve 89 3.grup olmak üzere toplam 1.583‟er veri bulunmaktadır. Veri dağıtımından 

sonra daha önceki çalıĢmalarda olduğu gibi bütün grupların, eğitim ve bağımsız 

geçerlilik sınaması veri kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. 

Grupların eğitim verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla 

olması nedeniyle “1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar 

eğitim kümesi verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı 

eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri kümesi de yeniden 

düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 9.780 adet veriye sahipken, bütün 

grupların eğitim kümesi içerisindeki veri sayıları 3.260 adet olmuĢtur. Bağımsız 

geçerlilik sınaması kümesi ise 3.228 adet veriye sahipken, bütün grupların bağımsız 

geçerlilik sınaması kümesi içerisindeki veri sayıları 1.076 adet olmuĢtur. Buna göre MP 

ve RBFN ile yapılan test analiz sonuçları Çizelge 5.26.‟da yer almaktadır. 

 

Çizelge 5.26. Yanan alan ln(x+1) dönüĢüm bulanık model kullanılarak MP ve RBFN                 

grup analiz tablosu 
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Çizelge 5.26.‟daki grup analiz tablosu dikkate alındığında, MP toplamda 933 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %58,94 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.076 veriden 856 adet 

veriyi doğru tahmin etmiĢ ve böylece %79,55 doğru tahmin oranını yakalamıĢtır. 2.grup 

418 veriden 40 adet veriyi doğru tahmin ederek %9,57 doğru tahmin oranına ve 3.grup 

89 veriden 37 adet veriyi doğru tahmin ederek %41,57 doğru tahmin oranına ulaĢmıĢtır. 

RBFN toplamda 1.076 adet veriyi doğru grup içerisine koyarken, doğru gruplandırma 

oranı %67,97 olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına bakıldığında, 

1.grup 1.076 verinin tamamını doğru tahmin etmiĢ ve böylece %100,00 doğru tahmin 

oranını yakalamıĢtır. Fakat 2. ve 3.grup verilerinden hiç birini doğru olarak 

gruplandıramamıĢtır. Sonuçlara göre bu çalıĢma için MP, RBFN‟e oranla daha iyi bir 

performans göstermiĢtir. Genel sonuçlarla karĢılaĢtırıldığında ise MP grup bazında 

doğru tahmin oranları ve toplamda %58,94‟lük doğru tahmin oranı ile diğer deneylerden 

daha iyi sonuç vermiĢtir. 

 

Bu deneylerden sonra yapay sinir ağı modellerinin öğrenme kalitesini arttırmak 

amacıyla baĢka bir yöntem üzerinde çalıĢılmıĢtır. Bu yöntem ile 8 adet girdi parametresi 

Temel BileĢenler Analizi (Principal Component Analysis-PCA) kullanılarak yeniden 

düzenlenmiĢtir. PCA temel olarak karmaĢık bir veri kümesini düĢük boyutlara 

indirgemeyi, eldeki veriyi daha az sayıda bileĢen ile ifade edebilecek en iyi dönüĢümü 

belirlemeyi hedefler. 8 adet girdi parametresinin PCA uygulanması ile yeni uzayda 

karĢılıkları bulunmuĢtur. 

  

PCA sonucu oluĢan bu yeni girdi parametrelerinin tamamı kullanılarak veri sayısının 

7.920 adete indirildiği veri kümesi üzerinde MP ve RBFN ile test iĢlemi ilk önce çıktı 

parametresi olarak gerçek yanan alan değerlerinin kullanılması ile gerçekleĢtirilmiĢtir. 

Çizelge 5.27. bu test sonuçlarının hata analiz tablosunu içermektedir. 
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Çizelge 5.27. PCA ile yanan alan MP ve RBFN hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.28.‟de verilmiĢtir. 

 

Çizelge 5.28. PCA ile yanan alan ln(x+1) dönüĢüm MP ve RBFN hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde yapılan bu ilk çalıĢma için parametreler üzerinde 

PCA kullanılmasının dikkate değer bir iyileĢtirme sağlamadığı gözlemlenmiĢtir. Daha 

sonra PCA sonucu oluĢan 8 adet yeni girdi parametresi, veri kümesinin girdi 

parametrelerine göre 400 adet öbeğe ayrılması, her öbek merkezinin yeni veri olarak 

seçilip ait oldukları öbeğin temsilci noktası olarak belirlenmesi, çıktı parametresinin ise 

her öbekteki noktaların çıktı parametrelerinin ortalamasının alınması ile belirlenmesi 

yöntemi kullanılarak tekrar edilmiĢtir. Ġlgili ilk test çıktı parametresi olarak gerçek yanan 

alan değerlerinin kullanılması ile yapılmıĢtır. Çizelge 5.29.‟da sonuç hata analiz tablosu 

görülmektedir. 

 

Çizelge 5.29. PCA yeni veri elde edilmesi MP ve RBFN hata analiz tablosu 
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Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.30. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.30. PCA yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü MP ve RBFN 

hata analiz tablosu 

 

 

 

Yeni verilerin elde edilmesi ve PCA sonrası 8 parametrenin kullanılması sonuçları daha 

önce yapılan ve hata analiz sonuçları Çizelge 5.11. ve Çizelge 5.12.‟de bulunan testler 

ile karĢılaĢtırıldığında görüldüğü gibi iyileĢme açısından bir ilerleme kaydedilememiĢtir. 

 

PCA sonucu oluĢan 8 adet yeni girdi parametresi, yanan alan değerlerinin ġekil 5.8.‟de 

görülen 5 adet bulanık grup içeren bir bulanık modele bağlı olarak dönüĢtürülmesi 

prensibini içeren çalıĢmada kullanılmıĢtır. Bu prensibe dayanarak yapılan test analiz 

sonuçları Çizelge 5.31‟de yer almaktadır. 

 

Çizelge 5.31. PCA yanan alan bulanık model MP ve RBFN grup analiz tablosu 
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Çizelge 5.31.‟deki grup analiz tablosunda görüldüğü gibi, MP toplamda sadece 2.gruba 

dahil olan 14 adet veriyi doğru grup içerisine koymuĢ, geri kalan tüm verileri yanlıĢ 

olarak gruplandırmıĢ ve bu toplam doğru gruplandırma oranının %0,88 olmasını 

sağlamıĢtır. Bu oran, PCA uygulanmadan kullanılan girdi parametreleri ile yapılan 

eĢdeğer deneyde Çizelge 5.14.‟te görüldüğü üzere %78,11‟dir. RBFN ise 1.grupta 591 

doğru tahmin sayısı ile %37,76 doğru tahmin oranı, 2.grupta 6 doğru tahmin sayısı ile 

%40,00 doğru tahmin oranı elde etmiĢ, diğer grup verilerini yanlıĢ olarak gruplandırmıĢ 

ve sonuç olarak toplam %37,67‟lik doğru tahmin oranını yakalamıĢtır. Bu sonuç Çizelge 

5.14.‟te görülmekte olan RBFN test sonucundan daha iyi bir performans ortaya 

koymuĢtur. 

 

Aynı çalıĢma kapsamında diğer deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm 

değerlerinin kullanılması ile yapılmıĢtır. Bu veriler için ġekil 5.9.‟daki bulanık modele 

göre üyelik derecelerinin hesaplanması yapılmıĢtır. AĢağıdaki Çizelge 5.32. grup analiz 

sonuçlarını içermektedir. 

 

Çizelge 5.32. PCA yanan alan ln(x+1) dönüĢümü bulanık model MP ve RBFN           

grup analiz tablosu 

 

 

 

Çizelge 5.32.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 296 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %18,69 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 374 veriden 181 adet 
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veriyi doğru tahmin etmiĢ ve böylece %48,40 doğru tahmin oranını yakalamıĢtır. 2.grup 

523 veriden 16 adet veriyi doğru tahmin ederek %3,06 doğru tahmin oranına, 3.grup 383 

veriden 22 adet veriyi doğru tahmin ederek %5,74 doğru tahmin oranına, 4.grup 251 

veriden 69 adet veriyi doğru tahmin ederek %27,49 doğru tahmin oranına ve 5.grup 53 

veriden 8 adet veriyi doğru tahmin ederek %15,09 doğru tahmin oranına ulaĢmıĢtır. 

Çizelge 5.16.‟daki tablo ile karĢılaĢtırıldığında MP sonuçlarının, bu test için sadece 3. ve 

4. gruplarda bir iyileĢme sağladığı gözlemlenmiĢtir. RBFN toplamda 353 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %22,29 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 374 veriden 300 adet 

veriyi doğru tahmin etmiĢ ve böylece %80,21 doğru tahmin oranını yakalamıĢtır. 3.grup 

383 veriden 40 adet veriyi doğru tahmin ederek %10,44 doğru tahmin oranına ve 5.grup 

53 veriden 13 adet veriyi doğru tahmin ederek %24,53 doğru tahmin oranına ulaĢmıĢtır. 

2.gruptaki 523 verinin ve 4.gruptaki 251 verinin tamamı yanlıĢ olarak gruplandırmıĢtır. 

Çizelge 5.16. değerleri ile karĢılaĢtırıldığında, RBFN 1. ve 3.gruplar için daha baĢarılı 

bir sınıflandırma yapmıĢ olmasına rağmen, 5.grup için doğru tahmin oranını %24,53‟e 

düĢürmüĢ, 2. ve 4.gruplarda hiç doğru tahmin yapamamıĢtır. 

 

PCA sonucu oluĢan 8 adet yeni girdi parametresi, bu kez yanan alan değerlerinin ġekil 

5.10.‟da görülen 3 adet bulanık grup içeren bir bulanık modele bağlı olarak 

dönüĢtürülmesi prensibini içeren çalıĢmada kullanılmıĢtır. Bu prensibe dayanarak 

yapılan test analiz sonuçları Çizelge 5.33.‟te yer almaktadır. 

 

Çizelge 5.33. PCA yanan alan 3 grup bulanık model MP ve RBFN grup analiz tablosu 
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Çizelge 5.33.‟teki grup analiz tablosu dikkate alındığında, MP toplamda 999 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %63,07 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.581 veriden 998 adet 

veriyi doğru tahmin etmiĢ ve böylece %63,12 doğru tahmin oranını yakalamıĢtır. 3.grup 

ise 1 doğru tahmin ve %100,00 doğru oranına sahip olurken, 2.grupta yer alan 2 adet 

veri yanlıĢ olarak gruplandırılmıĢtır. Buna göre Çizelge 5.24.‟teki sonuçlarla 

karĢılaĢtırıldığında, MP‟nin 3 gruplu bulanık model için PCA parametreleriyle daha iyi 

sonuç vermediği toplam doğru tahmin oranının %63,07‟ye düĢtüğü görülmüĢtür. RBFN 

toplamda 615 adet veriyi doğru grup içerisine koymuĢ, doğru tahmin oranı %38,83 

olmuĢtur. Doğru tahmin edilen verilerin tamamı 1.gruba ait olup, 2. ve 3.gruptaki 

verilerin tamamı yanlıĢ olarak gruplandırılmıĢtır. RBFN için de Çizelge 5.24. dikkate 

alındığında sonuçlarda iyileĢme olmamıĢtır. 

 

Aynı çalıĢma kapsamında diğer deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm 

değerlerinin kullanılması ile yapılmıĢtır. Bu veriler için ġekil 5.11.‟deki bulanık modele 

göre üyelik derecelerinin hesaplanması yapılmıĢtır. Çizelge 5.34. grup analiz sonuçlarını 

içermektedir. 

 

Çizelge 5.34. PCA yanan alan ln(x+1) dönüĢümü 3 grup bulanık model MP ve RBFN 

grup analiz tablosu 

 

 

 

Çizelge 5.34.‟teki grup analiz tablosu dikkate alındığında, MP toplamda 737 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %46,56 olmuĢtur. Grup 
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bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 630, 2.grup 75 ve 

3.grup 32 adet veriyi doğru olarak tahmin etmiĢtir. Böylece MP açısından Çizelge 

5.26.‟daki grup analiz sonuçlarına göre sadece 2.grup doğru tahmin oranında bir 

iyileĢme görülmüĢtür. RBFN toplamda 1.032 adet veriyi doğru grup içerisine koyarken, 

doğru gruplandırma oranı %65,19 olmuĢtur. Grup bazında doğru tahmin sayısına ve 

oranlarına bakıldığında, 1.grup 1.076 veriden 1.011 adet veriyi doğru tahmin etmiĢ ve 

%93,96 tahmin oranına ulaĢmıĢtır. 2.grup 418 veriden 3 adet veriyi doğru tahmin edip 

%0,72 doğru tahmin oranına, 3.grup 89 veriden 18 adet veriyi doğru tahmin edip 

%20,22 doğru tahmin oranına sahip olmuĢtur. Çizelge 5.26. sonuçları ile 

karĢılaĢtırıldığında RBFN 1.grup için daha kötü bir sonuç vermiĢ olsa da, daha önce 

hiçbir verinin tahmin edilemediği 2. ve 3.grup verilerinde doğru tahmin yakalamıĢtır. 

 

Girdi parametreleri üzerinde PCA uygulanması, bu yöntemle yeni 8 adet girdi 

parametresinin oluĢturulması ve bunların tamamının kullanılmasıyla yapılan 

deneylerden sonra, daha az sayıda parametre kullanılarak test sonuçlarındaki değiĢimin 

gözlemlenmesi amaçlanmıĢtır. Bu bağlamda PCA sonucu oluĢan sadece 3 adet girdi 

parametresi kullanılmıĢ, çıkan sonuçlar daha önceki deneylerle karĢılaĢtırılmıĢtır. 

 

PCA sonucu oluĢan yeni girdi parametrelerinden sadece 3 tanesi kullanılarak veri 

sayısının 7.920 adete indirildiği veri kümesi üzerinde MP ve RBFN ile test iĢlemi ilk 

önce çıktı parametresi olarak gerçek yanan alan değerlerinin kullanılması ile 

gerçekleĢtirilmiĢtir. Çizelge 5.35. bu test sonuçlarının hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.35. PCA ile yanan alan MP ve RBFN hata analiz tablosu 
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Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.36.‟da verilmiĢtir. 

 

Çizelge 5.36. PCA ile yanan alan ln(x+1) dönüĢüm MP ve RBFN hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde, daha önce yapılan ve sonuçları Çizelge 5.27. ve 

Çizelge 5.28.‟de görülen testlere oranla PCA sonucu 3 parametrenin kullanılması ile 

yapılan bu testlerde bir iyileĢme sağlanmadığı gözlemlenmiĢtir. Daha sonra PCA sonucu 

oluĢan 3 adet yeni girdi parametresi, veri kümesinin girdi parametrelerine göre 400 adet 

öbeğe ayrılması, her öbek merkezinin yeni veri olarak seçilip ait oldukları öbeğin 

temsilci noktası olarak belirlenmesi, çıktı parametresinin ise her öbekteki noktaların çıktı 

parametrelerinin ortalamasının alınması ile belirlenmesi yöntemi kullanılarak tekrar 

edilmiĢtir. Ġlgili ilk test, çıktı parametresi olarak gerçek yanan alan değerlerinin 

kullanılması ile yapılmıĢtır. Çizelge 5.37.‟de sonuç hata analiz tablosu görülmektedir. 

 

Çizelge 5.37. PCA yeni veri elde edilmesi MP ve RBFN hata analiz tablosu 

 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.38. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 
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Çizelge 5.38. PCA yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü MP ve RBFN 

hata analiz tablosu 

 

 

 

Yeni verilerin elde edilmesi ve PCA sonrası 3 parametrenin kullanılması sonuçları 

Çizelge 5.29. ve Çizelge 5.30. ile karĢılaĢtırıldığında daha az sayıda parametre 

kullanımının daha iyi sonuçlar vermediği gözlemlenmiĢtir. 

 

PCA sonucu oluĢan 3 adet yeni girdi parametresi, yanan alan değerlerinin ġekil 5.8.‟de 

görülen 5 adet bulanık grup içeren bir bulanık modele bağlı olarak dönüĢtürülmesi 

prensibini içeren çalıĢmada kullanılmıĢtır. Bu prensibe dayanarak yapılan test analiz 

sonuçları Çizelge 5.39.‟da yer almaktadır. 

 

Çizelge 5.39. PCA yanan alan bulanık model MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.39.‟daki grup analiz tablosunda görüldüğü gibi, MP toplamda sadece 1.gruba 

dahil olan 1.565 adet veriyi doğru grup içerisine koymuĢ, geri kalan tüm verileri yanlıĢ 

olarak gruplandırmıĢ ve bu toplam doğru gruplandırma oranının %98,74 olmasını 

sağlamıĢtır. Bu oran, PCA uygulanmadan kullanılan girdi parametreleri ile yapılan 

eĢdeğer deneyde Çizelge 5.14.‟te görüldüğü üzere %78,11‟dir. Yine aynı oran PCA 
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sonucu 8 adet girdi parametresinin tamamının kullanıldığı deneyde Çizelge 5.31.‟de 

görüldüğü gibi %0,06 olarak bulunmuĢtur. Burada sadece 5.gruba giren 1 adet veri 

doğru gruplandırılmıĢ, diğer tüm veriler yanlıĢ gruplara sokulmuĢlardır. RBFN ise 

1.grupta 1.561 doğru tahmin sayısı ile %99,74 doğru tahmin oranı elde edilirken diğer 

verilerin tamamı yanlıĢ gruplara dahil edilmiĢlerdir ve böylece toplamda doğru tahmin 

oranı %98,49 olmuĢtur. Bu sonuç toplam doğru tahmin oranı ile Çizelge 5.31.‟de 

görülmekte olan RBFN test sonucundan daha iyi bir performans ortaya koymuĢ olsa 

bile, grup bazında doğru oranları ile daha kötü bir performans sergilemiĢtir. Yüksek 

doğru oranının ise sadece 1.grup verilerinin tahmin edilmiĢ olmasından kaynaklandığı 

görülmektedir. 

 

Aynı çalıĢma kapsamında diğer deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm 

değerlerinin kullanılması ile yapılmıĢtır. Bu veriler için ġekil 5.9.‟daki bulanık modele 

göre üyelik derecelerinin hesaplanması yapılmıĢtır. Çizelge 5.40. grup analiz sonuçlarını 

içermektedir. 

 

Çizelge 5.40. PCA yanan alan ln(x+1) dönüĢümü bulanık model MP ve RBFN           

grup analiz tablosu 

 

 

 

Çizelge 5.40.‟daki grup analiz tablosu dikkate alındığında, MP toplamda 216 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %13,64 olmuĢtur. Çizelge 

5.32.‟deki tablo ile karĢılaĢtırıldığında MP sonuçlarının toplam doğru tahmin oranı 
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azalmıĢ olsa da 1. ve 5.grup doğru tahmin oranlarının arttığı görülmüĢtür. RBFN 

toplamda 354 adet veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı 

%22,35 olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına bakıldığında, 

1.grup 374 veriden 236 adet veriyi doğru tahmin etmiĢ ve böylece %63,10 doğru tahmin 

oranını yakalamıĢtır. 2.grup 523 veriden 85 adet veriyi doğru tahmin ederek %16,25 

doğru tahmin oranına, 3.grup 383 veriden 26 adet veriyi doğru tahmin ederek %6,79 

doğru tahmin oranına, 4.grup 251 veriden 1 adet veriyi doğru tahmin ederek %0,40 

doğru tahmin oranına ve 5.grup 53 veriden 6 adet veriyi doğru tahmin ederek %11,32 

doğru tahmin oranına ulaĢmıĢtır. Çizelge 5.32. değerleri ile karĢılaĢtırıldığında, RBFN 2. 

ve 4.gruplar için baĢarı oranını arttırmıĢtır. 

  

PCA sonucu oluĢan 3 adet yeni girdi parametresi, bu kez yanan alan değerlerinin ġekil 

5.10.‟da görülen 3 adet bulanık grup içeren bir bulanık modele bağlı olarak 

dönüĢtürülmesi prensibini içeren çalıĢmada kullanılmıĢtır. Bu prensibe dayanarak 

yapılan test analiz sonuçları Çizelge 5.41.‟de yer almaktadır. 

 

Çizelge 5.41. PCA yanan alan 3 grup bulanık model MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.41.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 948 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %59,85 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.581 veriden 947 adet 

veriyi doğru tahmin etmiĢ ve böylece %59,90 doğru tahmin oranını yakalamıĢtır. 3.grup 

ise 1 doğru tahmin ve %100,00 doğru oranına sahip olurken, 2.grupta yer alan 2 adet 
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veri yanlıĢ olarak gruplandırılmıĢtır. Buna göre Çizelge 5.33.‟teki sonuçlarla 

karĢılaĢtırıldığında, MP‟nin 1.grup için doğru tahmin oranını %59,90‟a düĢürdüğü, 2. ve 

3.gruplar için bir iyileĢme sağlayamadığı gözlemlenmiĢtir. RBFN toplamda 1.281 adet 

veriyi doğru grup içerisine koymuĢ, doğru tahmin oranı %80,87 olmuĢtur. Doğru tahmin 

edilen verilerin tamamı 1.gruba ait olup, 2. ve 3.gruptaki verilerin tamamı yanlıĢ olarak 

gruplandırılmıĢtır. RBFN için de Çizelge 5.33. dikkate alındığında sadece 1.grup tahmin 

oranının arttığı görülmüĢtür. 

 

Deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Bu veriler için ġekil 5.11.‟deki bulanık modele göre üyelik derecelerinin 

hesaplanması yapılmıĢtır. Çizelge 5.42. grup analiz sonuçlarını içermektedir. 

 

Çizelge 5.42. PCA yanan alan ln(x+1) dönüĢümü 3 grup bulanık model MP ve RBFN 

grup analiz tablosu 

 

 

 

Çizelge 5.42.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 874 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %55,21 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 844 adet veriyi doğru 

tahmin ederek ve %78,44 doğru tahmin oranına, 2.grup 1 adet veriyi doğru tahmin 

ederek %0,24 doğru tahmin oranına ve 3.grup 29 adet veriyi doğru tahmin ederek 

%32,58 doğru tahmin oranına ulaĢmıĢtır. Böylece MP açısından Çizelge 5.34.‟teki grup 

analiz sonuçlarına göre 1. ve 2.grup ile toplam doğru tahmin oranlarında artıĢ görülmüĢ, 

3.grup tahmin oranı azalmıĢtır. RBFN toplamda 1.004 adet veriyi doğru grup içerisine 
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koyarken, doğru gruplandırma oranı %63,42 olmuĢtur. Grup bazında doğru tahmin 

sayısına ve oranlarına bakıldığında, 1.grup 1.076 veriden 911 adet veriyi doğru tahmin 

etmiĢ ve %84,67 tahmin oranına ulaĢmıĢtır. 2.grup 418 veriden 93 adet veriyi doğru 

tahmin edip %22,25 doğru tahmin oranını yakalamıĢtır. 3.grup ise tüm verileri yanlıĢ 

gruplandırmıĢtır. Çizelge 5.34. sonuçları ile karĢılaĢtırıldığında RBFN 1. ve 3.gruplar 

için daha kötü bir sonuç vermiĢ olsa da, 2.grup için daha iyi bir sonuç yakalamıĢtır. 

 

Yapılan diğer bir çalıĢmada daha az sayıda girdi parametresi kullanılarak test 

sonuçlarındaki değiĢimin gözlemlenmesi amaçlanmıĢtır. Bu bağlamda nem, rüzgar hızı, 

sıcaklık, meyil, mevsim, saat, ağaç tipi ve birim alandaki ağaç sayısını içeren toplam 8 

adet girdi parametresi yerine sadece nem ve rüzgar hızını içeren 2 adet girdi parametresi 

kullanılmıĢ ve yapılan testlere ait çıkan sonuçlar daha önceki deneylerle 

karĢılaĢtırılmıĢtır. 

 

Nem ve rüzgar hızı girdi parametreleri kullanılarak veri sayısının 7.920 adete indirildiği 

veri kümesi üzerinde MP ve RBFN ile test iĢlemi ilk önce çıktı parametresi olarak 

gerçek yanan alan değerlerinin kullanılması ile gerçekleĢtirilmiĢtir. Çizelge 5.43. bu test 

sonuçlarının hata analiz tablosunu içermektedir. 

 

Çizelge 5.43. 2 parametre ile yanan alan MP ve RBFN hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.44.‟te verilmiĢtir. 
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Çizelge 5.44. 2 parametre ile yanan alan ln(x+1) dönüĢüm MP ve RBFN                    

hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde, daha önce yapılan ve sonuçları Çizelge 5.9. ve 

Çizelge 5.10.‟da görülen testlere oranla 2 parametrenin kullanılması ile yapılan bu 

testlerde bir iyileĢme sağlanmadığı gözlemlenmiĢtir. Daha sonra 2 adet girdi 

parametresi, veri kümesinin girdi parametrelerine göre 400 adet öbeğe ayrılması, her 

öbek merkezinin yeni veri olarak seçilip ait oldukları öbeğin temsilci noktası olarak 

belirlenmesi, çıktı parametresinin ise her öbekteki noktaların çıktı parametrelerinin 

ortalamasının alınması ile belirlenmesi yöntemi kullanılarak tekrar edilmiĢtir. Ġlgili ilk 

test çıktı parametresi olarak gerçek yanan alan değerlerinin kullanılması ile yapılmıĢtır. 

Çizelge 5.45.‟te sonuç hata analiz tablosu görülmektedir. 

 

Çizelge 5.45. 2 parametre yeni veri elde edilmesi MP ve RBFN hata analiz tablosu 

 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.46. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.46. 2 parametre yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü MP ve 

RBFN hata analiz tablosu 
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Sadece 2 parametrenin kullanılması ve yeni verilerin elde edilmesi sonuçları Çizelge 

5.11. ve Çizelge 5.12. ile karĢılaĢtırıldığında daha az sayıda parametre kullanımının 

dikkate değer bir iyileĢme sağlamadığı gözlemlenmiĢtir. 

 

2 adet girdi parametresi, yanan alan değerlerinin ġekil 5.8.‟de görülen 5 adet bulanık 

grup içeren bir bulanık modele bağlı olarak dönüĢtürülmesi prensibini içeren çalıĢmada 

kullanılmıĢtır. Bu prensibe dayanarak yapılan test analiz sonuçları Çizelge 5.47.‟de yer 

almaktadır. 

 

Çizelge 5.47. 2 parametre yanan alan bulanık model MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.47.‟deki grup analiz tablosunda görüldüğü gibi, MP 2. grupta 10 doğru tahmin 

sayısı ile %66,67 doğru tahmin oranı, 3.grupta 2 doğru tahmin sayısı ile %66,67 doğru 

tahmin oranı, 4.grupta 1 doğru tahmin sayısı ve %100,00 doğru tahmin oranı ve 5.grupta 

1 doğru tahmin sayısı ile %100,00 doğru tahmin oranı elde etmiĢtir. Bununla birlikte 

1.gruba giren 1.565 verinin tamamını yanlıĢ grup içerisine koymuĢtur. Buna göre 

Çizelge 5.14. ile karĢılaĢtırıldığında 1.grup için daha kötü bir sonuç elde edilmiĢken 

diğer gruplar için sonuçlarda iyileĢme olmuĢ, 1.grup dıĢındaki grupların doğru tahmin 

edilme sayı ve oranları artmıĢtır. RBFN ise 1.grupta 43 doğru tahmin sayısı ile %2,75 

doğru tahmin oranı ve 3.grupta 2 doğru tahmin sayısı ile %66,67 doğru tahmin oranı 

elde edilirken diğer verilerin tamamı yanlıĢ gruplara dahil edilmiĢlerdir ve böylece 

toplamda doğru tahmin oranı %2,84 olmuĢtur. Bu sonuç toplam ve 3.grup doğru tahmin 
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oranı ile Çizelge 5.14.‟te görülmekte olan RBFN test sonucundan daha iyi bir 

performans ortaya koymuĢtur. 

 

Aynı çalıĢma kapsamında diğer deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm 

değerlerinin kullanılması ile yapılmıĢtır. Bu veriler için ġekil 5.9.‟daki bulanık modele 

göre üyelik derecelerinin hesaplanması yapılmıĢtır. Çizelge 5.48. grup analiz sonuçlarını 

içermektedir. 

 

Çizelge 5.48. 2 parametre yanan alan ln(x+1) dönüĢümü bulanık model MP ve RBFN           

grup analiz tablosu 

 

 

 

Çizelge 5.48.‟deki grup analiz tablosu dikkate alındığında, MP 1.grupta 320 doğru 

tahmin sayısı ile %85,56 doğru tahmin oranı, 4.grupta 11 doğru tahmin sayısı ile %4,38 

doğru tahmin oranı ve 5.grupta 29 doğru tahmin sayısı ile %54,72 doğru tahmin oranı 

elde edilmiĢ, 2. ve 3.gruplardaki veriler yanlıĢ gruplandırılmıĢlardır. Çizelge 5.16.‟daki 

tablo ile karĢılaĢtırıldığında MP sonuçlarının, sadece 1.grup için iyileĢme sağladığı, 

toplam doğru tahmin oranı ile diğer grup tahmin oranlarının daha kötü sonuç verdiği 

gözlemlenmiĢtir. RBFN toplamda 359 adet veriyi doğru grup içerisine koyarken, doğru 

gruplandırma oranı %22,66 olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına 

bakıldığında, 1.grup 374 veriden 288 adet veriyi doğru tahmin etmiĢ ve böylece %77,01 

doğru tahmin oranını yakalamıĢtır. 2.grup 523 veriden 21 adet veriyi doğru tahmin 

ederek %4,02 doğru tahmin oranına, 3.grup 383 veriden 22 adet veriyi doğru tahmin 
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ederek %5,74 doğru tahmin oranına, 4.grup 251 veriden 3 adet veriyi doğru tahmin 

ederek %1,20 doğru tahmin oranına ve 5.grup 53 veriden 25 adet veriyi doğru tahmin 

ederek %47,17 doğru tahmin oranına ulaĢmıĢtır. Çizelge 5.16. değerleri ile 

karĢılaĢtırıldığında, RBFN 1. ve 5.gruplar için daha baĢarılı bir sınıflandırma yapmıĢ 

olmasına rağmen, toplam ve diğer gruplar için doğru tahmin oranını düĢürmüĢtür. 

 

2 adet girdi parametresi, bu kez yanan alan değerlerinin ġekil 5.10.‟da görülen 3 adet 

bulanık grup içeren bir bulanık modele bağlı olarak dönüĢtürülmesi prensibini içeren 

çalıĢmada kullanılmıĢtır. Bu prensibe dayanarak yapılan test analiz sonuçları Çizelge 

5.49.‟da yer almaktadır. 

 

Çizelge 5.49. 2 parametre yanan alan 3 grup bulanık model MP ve RBFN                    

grup analiz tablosu 

 

 

 

Çizelge 5.49.‟daki grup analiz tablosu dikkate alındığında, MP toplamda 1.533 adet 

veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı %96,78 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.581 veriden 1.532 

adet veriyi doğru tahmin etmiĢ ve böylece %96,90 doğru tahmin oranını yakalamıĢtır. 

3.grup ise 1 doğru tahmin ve %100,00 doğru oranına sahip olurken, 2.grupta yer alan 2 

adet veri yanlıĢ olarak gruplandırılmıĢtır. Buna göre Çizelge 5.24.‟teki sonuçlarla 

karĢılaĢtırıldığında, MP‟nin 1.grup için doğru tahmin oranını %96.90‟a çıkardığı, 3.grup 

verisini doğru olarak gruplandırdığı, fakat 2.grup verilerini yanlıĢ gruplara dahil ettiği 

gözlemlenmiĢtir. RBFN toplamda 1.581 adet veriyi doğru grup içerisine koymuĢ, doğru 
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tahmin oranı %99,81 olmuĢtur. Doğru tahmin edilen verilerin tamamı 1.gruba ait olup, 

2. ve 3.gruptaki verilerin tamamı yanlıĢ olarak gruplandırılmıĢtır. RBFN için de Çizelge 

5.24. dikkate alındığında aynı sonuca ulaĢıldığı görülmüĢtür. 

 

Deney bu kez yanan alan ln(x+1) logaritmik dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Bu veriler için ġekil 5.11.‟deki bulanık modele göre üyelik derecelerinin 

hesaplanması yapılmıĢtır. Çizelge 5.50. grup analiz sonuçlarını içermektedir. 

 

Çizelge 5.50. 2 parametre yanan alan ln(x+1) dönüĢümü 3 grup bulanık model            

MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.50.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 929 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %58,69 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 881 adet veriyi doğru 

tahmin ederek ve %81,88 doğru tahmin oranına, 2.grup 16 adet veriyi doğru tahmin 

ederek %3,83 doğru tahmin oranına ve 3.grup 32 adet veriyi doğru tahmin ederek 

%35,96 doğru tahmin oranına ulaĢmıĢtır. Böylece MP açısından Çizelge 5.26.‟daki grup 

analiz sonuçlarına göre 1.grup doğru tahmin oranında artıĢ görülmüĢ, toplam doğru 

tahmin ile 2. ve 3.grup tahmin oranları azalmıĢtır. RBFN toplamda 959 adet veriyi doğru 

grup içerisine koyarken, doğru gruplandırma oranı %60,58 olmuĢtur. Grup bazında 

doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.076 veriden 916 adet veriyi 

doğru tahmin etmiĢ ve %85,13 tahmin oranına ulaĢmıĢtır. 2.grup 418 veriden 19 adet 

veriyi doğru tahmin edip %4,55 doğru tahmin oranına ve 3.grup 89 veriden 24 adet 
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veriyi doğru tahmin edip %26,97 doğru tahmin oranına ulaĢmıĢtır. Çizelge 5.26. 

sonuçları ile karĢılaĢtırıldığında RBFN 1.grup için daha kötü bir sonuç vermiĢ olsa da, 2. 

ve 3.grup verilerinde doğru gruplandırma yapabilmiĢtir. 

 

Bu deneylerden sonra SVM kullanılarak veri kümeleri üzerinde test iĢlemleri 

yapılmıĢtır. Veri sayısının 7.920 adete indirildiği veri kümesi üzerinde yapılan test 

iĢlemi ilk önce çıktı parametresi olarak gerçek yanan alan değerlerinin kullanılması ile 

gerçekleĢtirilmiĢtir. Çizelge 5.51. bu test sonuçlarının hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.51. SVM ile yanan alan hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.52.‟de verilmiĢtir. 

 

Çizelge 5.52. SVM ile yanan alan ln(x+1) dönüĢüm hata analiz tablosu 

 

 

 

Deney sonuçları ile daha önce elde edilen sonuçlar karĢılaĢtırıldığında, dikkate değer bir 

iyileĢtirme sağlanamadığı gözlemlenmiĢtir. Daha sonra veri kümesinin girdi 

parametrelerine göre 400 adet öbeğe ayrılması, her öbek merkezinin yeni veri olarak 

seçilip ait oldukları öbeğin temsilci noktası olarak belirlenmesi, çıktı parametresinin ise 

her öbekteki noktaların çıktı parametrelerinin ortalamasının alınması ile belirlenmesi 

yöntemi kullanılarak tekrar edilmiĢtir. Ġlgili ilk test çıktı parametresi olarak gerçek yanan 

alan değerlerinin kullanılması ile yapılmıĢtır. Çizelge 5.53.‟te sonuç hata analiz tablosu 

görülmektedir. 
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Çizelge 5.53. SVM yeni veri elde edilmesi hata analiz tablosu 

 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.54. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.54. SVM yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü                   

hata analiz tablosu 

 

 

 

Yeni verilerin elde edilmesi ve SVM kullanılması sonuçları daha önce yapılan ve hata 

analiz sonuçları Çizelge 5.11. ve 5.19.‟da bulunan testler ile karĢılaĢtırıldığında, bazı 

sonuçlar için bir miktar iyileĢme sağlanmıĢ olsa da genel anlamda bir ilerleme 

kaydedilememiĢtir. 

 

Bu deneylerden sonra, PCA sonucu oluĢan yeni girdi parametrelerinin tamamı SVM 

kullanılarak veri sayısının 7.920 adete indirildiği veri kümesi üzerinde test edilmiĢ, ilk 

önce çıktı parametresi olarak gerçek yanan alan değerleri kullanılmıĢtır. Çizelge 5.55. bu 

test sonuçlarının hata analiz tablosunu içermektedir. 

 

Çizelge 5.55. SVM ve PCA ile yanan alan hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.56.‟da verilmiĢtir. 
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Çizelge 5.56. SVM ve PCA ile yanan alan ln(x+1) dönüĢüm hata analiz tablosu 

 

 

 

Deney sonuçları, PCA hata sonuçlarını içeren Çizelge 5.27. ve Çizelge 5.28. ile 

karĢılaĢtırıldığında dikkate değer bir iyileĢtirme sağlanamadığı gözlemlenmiĢtir. Daha 

sonra PCA sonucu oluĢan 8 adet yeni girdi parametresi, veri kümesinin girdi 

parametrelerine göre 400 adet öbeğe ayrılması, her öbek merkezinin yeni veri olarak 

seçilip ait oldukları öbeğin temsilci noktası olarak belirlenmesi, çıktı parametresinin ise 

her öbekteki noktaların çıktı parametrelerinin ortalamasının alınması ile belirlenmesi 

yöntemi SVM kullanılarak tekrar edilmiĢtir. Ġlgili ilk test çıktı parametresi olarak gerçek 

yanan alan değerlerinin kullanılması ile yapılmıĢtır. Çizelge 5.57.‟de sonuç hata analiz 

tablosu görülmektedir. 

 

Çizelge 5.57. SVM ve PCA yeni veri elde edilmesi hata analiz tablosu 

 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.58. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.58. SVM ve PCA yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü    hata 

analiz tablosu 

 

 

 

Yeni verilerin elde edilmesi ve PCA sonrası 8 parametrenin SVM ile kullanılması 

sonuçları, PCA ile daha önce yapılan ve hata analiz sonuçları Çizelge 5.29. ve Çizelge 
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5.30.‟da bulunan testler ile karĢılaĢtırıldığında görüldüğü gibi iyileĢme açısından bir 

ilerleme kaydedilememiĢtir. 

 

Girdi parametreleri üzerinde PCA uygulanması, bu yöntemle yeni 8 adet girdi 

parametresinin oluĢturulması ve SVM ile bunların tamamının kullanılmasıyla yapılan 

deneylerden sonra daha az sayıda parametre kullanılarak test sonuçlarındaki değiĢimin 

gözlemlenmesi amaçlanmıĢtır. Bu bağlamda PCA sonucu oluĢan sadece 3 adet girdi 

parametresi SVM ile kullanılmıĢ, çıkan sonuçlar daha önceki deneylerle 

karĢılaĢtırılmıĢtır. 

 

PCA sonucu oluĢan yeni girdi parametrelerinden sadece 3 tanesi kullanılarak veri 

sayısının 7.920 adete indirildiği veri kümesi üzerinde SVM ile test iĢlemi ilk önce çıktı 

parametresi olarak gerçek yanan alan değerlerinin kullanılması ile gerçekleĢtirilmiĢtir. 

Çizelge 5.59. bu test sonuçlarının hata analiz tablosunu içermektedir. 

 

Çizelge 5.59. SVM ve PCA ile yanan alan hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.60.‟da verilmiĢtir. 

 

Çizelge 5.60. SVM ve PCA ile yanan alan ln(x+1) dönüĢüm hata analiz tablosu 

 

 

 

Deney sonuçları, PCA hata sonuçlarını içeren Çizelge 5.35. ve Çizelge 5.36. ile 

karĢılaĢtırıldığında dikkate değer bir iyileĢtirme sağlanamadığı gözlemlenmiĢtir. Daha 

sonra PCA sonucu oluĢan 3 adet yeni girdi parametresi, veri kümesinin girdi 
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parametrelerine göre 400 adet öbeğe ayrılması, her öbek merkezinin yeni veri olarak 

seçilip ait oldukları öbeğin temsilci noktası olarak belirlenmesi, çıktı parametresinin ise 

her öbekteki noktaların çıktı parametrelerinin ortalamasının alınması ile belirlenmesi 

yöntemi SVM kullanılarak tekrar edilmiĢtir. Ġlgili ilk test, çıktı parametresi olarak gerçek 

yanan alan değerlerinin kullanılması ile yapılmıĢtır. Çizelge 5.61.‟de sonuç hata analiz 

tablosu görülmektedir. 

 

Çizelge 5.61. SVM ve PCA yeni veri elde edilmesi hata analiz tablosu 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.62. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.62. SVM ve PCA yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü      

hata analiz tablosu 

 

 

 

Deney sonuçlarının gerçek alan değerleri üzerinde Çizelge 5.37. ile karĢılaĢtırıldığında 

daha iyi sonuç verdiği, ln(x+1) dönüĢümü üzerinde Çizelge 5.38. ile karĢılaĢtırıldığında 

ise bir iyileĢme sağlamadığı gözlemlenmiĢtir. 

 

Yapılan diğer bir çalıĢmada daha az sayıda girdi parametresi kullanılarak test 

sonuçlarındaki değiĢimin gözlemlenmesi amaçlanmıĢtır. Bu bağlamda 8 adet girdi 

parametresi yerine sadece nem ve rüzgar hızını içeren 2 adet girdi parametresi SVM ile 

kullanılmıĢ ve yapılan testlere ait çıkan sonuçlar daha önceki deneylerle 

karĢılaĢtırılmıĢtır. 
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Nem ve rüzgar hızı girdi parametreleri kullanılarak veri sayısının 7.920 adete indirildiği 

veri kümesi üzerinde SVM ile test iĢlemi ilk önce çıktı parametresi olarak gerçek yanan 

alan değerlerinin kullanılması ile gerçekleĢtirilmiĢtir. Çizelge 5.63. bu test sonuçlarının 

hata analiz tablosunu içermektedir. 

 

Çizelge 5.63. SVM 2 parametre ile yanan alan hata analiz tablosu 

 

 

 

Daha sonra aynı deney çıktı parametresi olarak yanan alan ln(x+1) dönüĢüm değerleri 

kullanılarak gerçekleĢtirilmiĢ, ilgili hata analiz sonuçları Çizelge 5.64.‟te verilmiĢtir. 

 

Çizelge 5.64. SVM 2 parametre ile yanan alan ln(x+1) dönüĢüm hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde, daha önce 2 parametre kullanılarak yapılan ve 

sonuçları Çizelge 5.43. ve Çizelge 5.44.‟te görülen testlere oranla, bazı sonuçlar için 

iyileĢme sağlasa da genel olarak dikkate değer bir iyileĢme gözlenmemiĢtir. Daha sonra 

2 adet girdi parametresi, veri kümesinin girdi parametrelerine göre 400 adet öbeğe 

ayrılması, her öbek merkezinin yeni veri olarak seçilip ait oldukları öbeğin temsilci 

noktası olarak belirlenmesi, çıktı parametresinin ise her öbekteki noktaların çıktı 

parametrelerinin ortalamasının alınması ile belirlenmesi yöntemi SVM kullanılarak 

tekrar edilmiĢtir. Ġlgili ilk test çıktı parametresi olarak gerçek yanan alan değerlerinin 

kullanılması ile yapılmıĢtır. Çizelge 5.65.‟te sonuç hata analiz tablosu görülmektedir. 
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Çizelge 5.65. SVM 2 parametre yeni veri elde edilmesi hata analiz tablosu 

 

 

 

Aynı yöntem ile diğer deney, yanan alan ln(x+1) dönüĢüm değerlerinin kullanılması ile 

yapılmıĢtır. Çizelge 5.66. bu deney ile ilgili sonuçları gösteren hata analiz tablosunu 

içermektedir. 

 

Çizelge 5.66. SVM 2 parametre yeni veri elde edilmesi yanan alan ln(x+1) dönüĢümü 

hata analiz tablosu 

 

 

 

Deney sonuçlarının gerçek alan değerleri üzerinde Çizelge 5.45. ile karĢılaĢtırıldığında 

daha iyi sonuç verdiği, ln(x+1) dönüĢümü üzerinde Çizelge 5.46. ile karĢılaĢtırıldığında 

ise bir iyileĢme sağlamadığı gözlemlenmiĢtir. 

 

Kullanılan yapay sinir ağları ile öğrenme baĢarı oranının uygulanan yöntemlere göre 

nasıl bir değiĢime sahip olduğunu gözlemleyebilmek ve baĢarı oranını arttırmak adına 

yapılan diğer bir çalıĢmada, yangın kayıtlarının yanan alan değerleri için tanımlanan 

bulanık modelin 2 gruptan oluĢması sağlanmıĢtır. Buna göre yangınlar, küçük ve büyük 

olmak üzere iki gruba ayrılmıĢlardır. Bunun için eleme yöntemi ile daha önce elde 

edilen 7.920 adet kayıttan oluĢan veri kümesi kullanılmıĢtır. Veri kümesi yanan alan 

değerlerine göre 2 adet öbeğe ayrılmıĢtır. Öbekleme sonucu oluĢan merkez değerleri 

Çizelge 5.67.‟de verilmiĢtir. 
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Çizelge 5.67. 2 adet öbek sonucu oluĢan merkez değerleri 

 

 

 

OluĢan öbek merkezleri, çalıĢma için bulanık modelde kullanılacak bulanık grup 

değerlerini oluĢturmuĢtur. Bu değerler kullanılarak yanan toplam hektar parametresi için 

oluĢturulan bulanık model aĢağıda ġekil 5.12.‟de görülmektedir. 

 

 
 

ġekil 5.12. Yanan alan parametresi için bulanık model 

 

7.920 adet orman yangını verisi ġekil 5.12.‟deki yanan toplam alan için 2 bulanık grup 

içeren bulanık modeli kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan 

değeri için üyelik dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara 

dağıtılmasından sonra, grup 1 7.918 veriye ve grup 2 2 veriye sahip olmuĢtur. Eğitim, 

bağımsız geçerlilik sınaması ve test kümelerine veri dağıtımından sonra bütün grupların, 

eğitim veri kümesinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. Grupların eğitim 

verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla olması nedeniyle 

“1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar eğitim kümesi 

verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı eĢitlenmiĢtir. 

Bağımsız geçerlilik sınaması veri kümesi sadece 1.grup verilerinden oluĢtuğundan 

(2.gruba dahil olan 2 adet veri eğitim ve test veri kümelerinde kullanılmıĢtır) veri 

çoğaltma iĢlemi yapılmamıĢtır. Bu iĢlemler sonucunda eğitim kümesi 9.500 adet veriye 

sahipken, grupların eğitim kümesi içerisindeki veri sayıları 4.750 adet olmuĢtur. 
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Bağımsız geçerlilik sınaması kümesi 1.584 adet veriye, test kümesi ise 1.585 adet veriye 

sahip olmuĢtur. Verilerin dağıtımından sonra test iĢlemi gerçekleĢtirilmiĢ, elde edilen 

yapay sinir ağı çıktısının veriyi dahil ettiği bulanık küme ile verinin gerçekte dahil 

olduğu bulanık kümenin tutarlılığı incelenmiĢ, her grup için doğru gruplandırılan ve 

yanlıĢ gruplandırılan veri sayıları ile doğru ve yanlıĢ gruplandırılma oranları, toplam 

doğru ve yanlıĢ grup tahmin edilme sayıları ile doğru ve yanlıĢ tahmin oranları analiz 

edilmiĢtir. Buna göre çıktı parametresi olarak yanan alan değerleri kullanılarak MP ve 

RBFN ile yapılan test grup analiz sonuçları Çizelge 5.68.‟de yer almaktadır. 

 

Çizelge 5.68. Yanan alan bulanık dönüĢüm MP ve RBFN grup analiz tablosu 

 

 

 

Aynı deney için SVM kullanılarak yapılan test grup analiz sonuçları Çizelge 5.69.‟da 

yer almaktadır. 

 

Çizelge 5.69. Yanan alan bulanık dönüĢüm SVM grup analiz tablosu 

 

 

 

Çizelge 5.68. ve Çizelge 5.69.‟daki grup analiz tabloları dikkate alındığında, MP 

toplamda 1.584 adet veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı 

%99,94 olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına bakıldığında, 
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1.grup 1.584 verinin tamamını doğru tahmin ederken, 2.grupta yer alan 1 adet veri yanlıĢ 

olarak gruplandırılmıĢtır. RBFN toplamda 1.419 adet veriyi doğru grup içerisine 

koymuĢ, doğru tahmin oranı %89,53 olmuĢtur. 1.grup 1.419 adet veriyi doğru tahmin 

etmiĢ, 165 adet veriyi yanlıĢ gruplandırmıĢtır. Doğru tahmin edilen verilerin tamamı 

1.gruba ait olup, 2.gruptaki veri yanlıĢ olarak gruplandırılmıĢtır. SVM ise toplamda 

1.580 adet veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı %99,68 

olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.584 

veriden 1.580 adetini doğru tahmin ederken, 2.grupta yer alan 1 adet veri yanlıĢ olarak 

gruplandırılmıĢtır. 

 

Yanan alan değerlerinin test edilmesinden sonra, 7.920 adet orman yangını verisine 

sahip olan veri kümesi içerisinde bu kez yanan alan değerlerinin ln(x+1) logaritmik 

dönüĢüme uğraması sonucunda yanan alan logaritmik dönüĢüm değerlerinin 2 adet 

öbeğe ayrılması ile elde edilen öbek merkezlerinin yeni bulanık model oluĢturulmasında 

kullanılması çalıĢması yürütülmüĢtür. Veri kümesi yanan alan logaritmik dönüĢüm 

değerlerine göre 2 adet öbeğe ayrılmıĢtır. OluĢan öbek merkezleri, yeni oluĢturulacak 

bulanık modelde kullanılacak bulanık grup değerlerini oluĢturmuĢtur. Öbekleme sonucu 

oluĢan merkez değerleri Çizelge 5.70.‟te yer almaktadır. 

 

Çizelge 5.70. Yanan alan ln(x+1) dönüĢüm 2 adet öbek merkez değerleri 

 

 

 

Buna göre yanan alan logaritmik dönüĢüm değerleri için oluĢturulan bulanık model ġekil 

5.13.‟te görülmektedir. 
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ġekil 5.13. Yanan alan ln(x+1) dönüĢüm parametresi için bulanık model 

 

Orman yangını verileri ġekil 5.13.‟teki yanan alan logaritmik dönüĢüm bulanık modeli 

kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan değeri için üyelik 

dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara dağıtılmasından sonra, 

grup 1 6.402 veriye ve grup 2 1.518 veriye sahip olmuĢtur. Eğitim, bağımsız geçerlilik 

sınaması ve test kümeleri oluĢturulmuĢtur. Eğitim kümesinde 3.842 1.grup ve 910 2.grup 

verisi olmak üzere toplam 4.752 adet veri bulunmaktadır. Bağımsız geçerlilik sınaması 

ve test kümelerinde 1.280 1.grup ve 304 2.grup olmak üzere toplam 1.584‟er veri 

bulunmaktadır. Veri dağıtımından sonra daha önceki çalıĢmalarda olduğu gibi bütün 

grupların, eğitim ve bağımsız geçerlilik sınaması veri kümelerinde aynı sayıda veriye 

sahip olmaları sağlanmıĢtır. Grupların eğitim verileri kopyalanmıĢ, eğitim kümesinde 

1.grup veri sayısının fazla olması nedeniyle “1.grup eğitim veri sayısı / ilgili grubun 

eğitim veri sayısı” kadar eğitim kümesi verilerine eklenmiĢtir. Böylece her grup ile 

iliĢkili eğitim veri sayısı eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri 

kümesi de yeniden düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 7.684 adet 

veriye sahipken, grupların eğitim kümesi içerisindeki veri sayıları 3.842 adet olmuĢtur. 

Bağımsız geçerlilik sınaması kümesi ise 2.560 adet veriye sahipken, bütün grupların 

bağımsız geçerlilik sınaması kümesi içerisindeki veri sayıları 1.280 adet olmuĢtur. Buna 

göre MP ve RBFN ile yapılan test analiz sonuçları Çizelge 5.71.‟de yer almaktadır. 
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Çizelge 5.71. Yanan alan ln(x+1) dönüĢüm bulanık model MP ve RBFN                        

grup analiz tablosu 

 

 

 

Aynı deney için SVM kullanılarak yapılan test grup analiz sonuçları Çizelge 5.72.‟de 

yer almaktadır. 

 

Çizelge 5.72. Yanan alan ln(x+1) dönüĢüm bulanık model SVM grup analiz tablosu 

 

 

 

Çizelge 5.71.‟deki grup analiz tablosu dikkate alındığında, MP toplamda 1.280 adet 

veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı %80,81 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.280 verinin tamamını 

doğru tahmin etmiĢ ve böylece %100,00 doğru tahmin oranını yakalamıĢtır. 2.grup ise 

304 verinin tamamını yanlıĢ olarak gruplandırmıĢtır. RBFN toplamda 1.281 adet veriyi 

doğru grup içerisine koyarken, doğru gruplandırma oranı %80,87 olmuĢtur. Grup 

bazında doğru tahmin sayısına ve oranlarına bakıldığında, 1.grup 1.280 veriden 1.266 

tanesini doğru tahmin etmiĢ ve böylece %98,91 doğru tahmin oranını yakalamıĢtır. 

2.grup ise 304 veriden 15 tanesini doğru tahmin etmiĢ ve böylece %4,93 doğru tahmin 

oranını yakalamıĢtır. Çizelge 5.72.‟deki grup analiz tablosu dikkate alındığında, SVM 

toplamda 1.207 adet veriyi doğru grup içerisine koyarken, doğru gruplandırma oranı 
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%76,20 olmuĢtur. Grup bazında doğru tahmin sayısına ve oranlarına bakıldığında, 

1.grup 1.280 veriden 1.077 tanesini doğru tahmin etmiĢ ve böylece %84,14 doğru 

tahmin oranını yakalamıĢtır. 2.grup ise 304 veriden 130 tanesini doğru tahmin etmiĢ ve 

böylece %42,76 doğru tahmin oranını yakalamıĢtır. Buna göre genel olarak SVM 

toplamda %76,20 ile daha düĢük bir oran vermiĢ olmasına rağmen, 2.grup verilerinin 

doğru ayırt edilmesi bakımından MP ve RBFN‟e göre daha iyi sonuç vermiĢtir. 

 

Daha öncede belirtildiği gibi, çalıĢmada kullanılan veri kümesinde kayıtlı orman 

yangınlarının yaklaĢık olarak %78‟i 0 ile 1 hektarlık bir alanın yanması ile 

sonuçlanmıĢtır. Bu kayıtlardaki yanan alan parametre değerleri ise 0 ile 26.665 hektar 

arasında değiĢmektedir. Buna göre yanan alan değerlerinin geniĢ bir aralığa yayılması ve 

her aralıkta eĢit miktarda temsil edilememesinden dolayı bu parametrede, Ģu ana kadar 

yapılan çalıĢmalarda öğrenme sonuçlarını geliĢtirmek ve iyileĢtirmek için ln(x+1) 

logaritmik dönüĢümü uygulanmıĢ ve testler elde edilen logaritmik olarak dönüĢtürülen 

yanan alan değerleri üzerinde de yapılmıĢtır. Bu aĢamada ise, bu dağılımın daha da 

dengelenebilmesini sağlamak ve böylece baĢarım oranını arttırmak için yanan alan 

değerleri üzerinde bir de log(100x+1) logaritmik dönüĢümü gerçekleĢtirilmiĢ, Ģu ana 

kadar en iyi sonuç veren testler yeni elde edilen yanan alan değerleri ile de yapılmıĢ, 

elde edilen sonuçlar mevcut sonuçlarla karĢılaĢtırılmıĢ ve baĢarı oranındaki muhtemel 

artıĢlar gözlemlenmeye çalıĢılmıĢtır. ġekil 5.14. log(100x+1) kullanılarak logaritmik 

dönüĢüm yapılan yanan toplam hektar değerlerinin frekans dağılımını göstermektedir. 
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ġekil 5.14. Yanan toplam alan değerleri log(100x+1) dönüĢüm dağılımı 

 

Logaritmik dönüĢümden sonra yanan alan veri değerleri 0,301 ile 5,798 log hektarlık bir 

aralıkta değiĢiklik göstermektedir. ġekil 5.14.‟teki dağılım grafiğinden de görüldüğü gibi 

logaritmik dönüĢümden sonra 0 ile 1 log hektar arasında alanın yandığı kayıt sayısı 

1.871, 1 ile 2 log hektar arasında alanın yandığı kayıt sayısı 3.553, 4 ile 5 log hektar 

arasında alanın yandığı kayıt sayısı 27, 5 ile 6 log hektar arasında alanın yandığı kayıt 

sayısı ise 2 adet olmuĢtur. 

 

Logaritmik dönüĢüm sonrasında elde edilen yanan alan değerleri kullanılarak daha 

önceki testlerde baĢarım ölçüm yöntemlerine göre en iyi performansı gösteren ve 

sonuçları Çizelge 5.12.‟de verilen test iĢlemi tekrarlanmıĢtır. Bu test iĢleminde 8 adet 

girdi parametresi kullanılarak veri kümesi 400 adet öbeğe ayrılmıĢ, öbek merkezleri 

temsilci noktalar olarak seçilmiĢ, yanan alan değerleri ortalama değer olarak atanmıĢtır. 

Bu iĢlem sonucunda eğitim, bağımsız geçerlilik sınaması ve test veri kümeleri sırasıyla 

270, 90 ve 90 veri içerecek Ģekilde ayrılmıĢtır. Log(100x+1) logaritmik dönüĢüm 

yapılan yanan alan değerleri kullanılarak yapılan MP ve RBFN test sonuçları Çizelge 

5.73.‟te görülmektedir. 
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Çizelge 5.73. Yeni veriler log(100x+1) dönüĢüm MP ve RBFN hata analiz tablosu 

 

 

 

Çizelge 5.73‟teki sonuçlar dikkate alındığında, çıkan baĢarım ölçüm yöntemleri 

sonuçlarının Çizelge 5.12‟deki sonuçlardan MSE, MAE ve RMSE açısından daha iyi, 

MAPE açısından daha kötü olduğu gözlemlenmiĢtir. 

 

Daha sonra, logaritmik dönüĢüm sonrasında elde edilen yanan alan değerleri kullanılarak 

daha önceki testlerde grup bazında en iyi ortalama doğruluk değerine sahip olan ve 

sonuçları Çizelge 5.49.‟da verilen benzer test iĢlemi tekrarlanmıĢtır. Bu test iĢleminde 2 

adet girdi parametresi, yanan alan değerlerinin 3 adet bulanık grup içeren bir bulanık 

modele bağlı olarak dönüĢtürülmesi prensibini içeren çalıĢmada kullanılmıĢtır. 

 

Bu çalıĢma kapsamında ilk olarak, yanan alan log(100x+1) logaritmik dönüĢüm 

değerlerinin 3 adet öbeğe ayrılması ile elde edilen öbek merkezlerinin yeni bulanık 

model oluĢturulmasında kullanılması çalıĢması yürütülmüĢtür. OluĢan öbek merkezleri, 

yeni oluĢturulacak bulanık modelde kullanılacak bulanık grup değerlerini oluĢturmuĢtur. 

Öbekleme sonucu oluĢan merkez değerleri Çizelge 5.74.‟te yer almaktadır. 

 

Çizelge 5.74. Yanan alan log(100x+1) dönüĢüm 3 adet öbek merkez değerleri 

 

 

 

Buna göre yanan alan logaritmik dönüĢüm değerleri için oluĢturulan bulanık model ġekil 

5.15.‟te görülmektedir. 
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ġekil 5.15. Yanan alan log(100x+1) dönüĢüm parametresi için bulanık model 

 

Orman yangını verileri ġekil 5.15.‟teki yanan alan logaritmik dönüĢüm bulanık modeli 

kullanılarak yeniden düzenlenmiĢtir. Her yangın verisi yanan alan değeri için üyelik 

dereceleri hesaplanmıĢtır. Hesaplamalar ve verilerin gruplara dağıtılmasından sonra, 

grup 1 3.222 veriye, grup 2 3.159 veriye ve grup 3 1.539 veriye sahip olmuĢtur. Eğitim, 

bağımsız geçerlilik sınaması ve test kümeleri oluĢturulmuĢtur. Eğitim kümesinde 1.934 

1.grup, 1.895 2.grup ve 923 3.grup verisi olmak üzere toplam 4.752 adet veri 

bulunmaktadır. Bağımsız geçerlilik sınaması ve test kümelerinde 644 1.grup, 632 2.grup 

ve 308 3.grup olmak üzere toplam 1.584‟er veri bulunmaktadır. Veri dağıtımından sonra 

daha önceki çalıĢmalarda olduğu gibi bütün grupların, eğitim ve bağımsız geçerlilik 

sınaması veri kümelerinde aynı sayıda veriye sahip olmaları sağlanmıĢtır. Grupların 

eğitim verileri kopyalanmıĢ, eğitim kümesinde 1.grup veri sayısının fazla olması 

nedeniyle “1.grup eğitim veri sayısı / ilgili grubun eğitim veri sayısı” kadar eğitim 

kümesi verilerine eklenmiĢtir. Böylece her grup ile iliĢkili eğitim veri sayısı 

eĢitlenmiĢtir. Aynı Ģekilde bağımsız geçerlilik sınaması veri kümesi de yeniden 

düzenlenmiĢtir. Bu iĢlemler sonucunda eğitim kümesi 5.802 adet veriye sahipken, bütün 

grupların eğitim kümesi içerisindeki veri sayıları 1.934 adet olmuĢtur. Bağımsız 

geçerlilik sınaması kümesi ise 1.932 adet veriye sahipken, bütün grupların bağımsız 

geçerlilik sınaması kümesi içerisindeki veri sayıları 644 adet olmuĢtur. Buna göre, yanan 

alan üzerinde log(100x+1) dönüĢümü uygulanarak 3 adet bulanık grubun kullanıldığı 

MP ve RBFN ile yapılan test analiz sonuçları Çizelge 5.75.‟te yer almaktadır. 
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Çizelge 5.75. 2 parametre yanan alan log(100x+1) dönüĢümü 3 grup bulanık model            

MP ve RBFN grup analiz tablosu 

 

 

 

Çizelge 5.75.‟teki grup analiz tablosu dikkate alındığında, log(100x+1) dünüĢümü ile 

yapılan test sonuçlarının Çizelge 5.49.‟daki en iyi ortalama doğruluk değeri 

sonuçlarından daha iyi olmadığı gözlemlenmiĢtir. 

 

Son olarak, 2 adet girdi parametresi ve yanan alan log(100x+1) dönüĢüm değerleri bu 

kez baĢarım ölçüm yöntemlerinin testinde kullanılmıĢtır. Ġlk test 7.920 adet verinin 

kullanılmasıyla MP ve RBFN ile yapılmıĢtır. Ġlgili test sonuçları Çizelge 5.76.‟da 

verilmiĢtir. 

 

Çizelge 5.76. 2 parametre ile yanan alan log(100x+1) dönüĢüm MP ve RBFN                    

hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde, elde edilen sonuçların Çizelge 5.12. ve Çizelge 

5.73.‟ten iyi olmadığı görülmüĢtür. Daha sonra aynı deney veri kümesinin girdi 

parametrelerine göre 400 adet öbeğe ayrılması, her öbek merkezinin yeni veri olarak 

seçilip ait oldukları öbeğin temsilci noktası olarak belirlenmesi, çıktı parametresinin ise 

her öbekteki noktaların çıktı parametrelerinin ortalamasının alınması ile belirlenmesi 

yöntemi kullanılarak tekrar edilmiĢtir. Ġlgili sonuçlar Çizelge 5.77.‟de verilmiĢtir. 
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Çizelge 5.77. 2 parametre yeni veri elde edilmesi yanan alan log(100x+1) dönüĢümü  

MP ve RBFN hata analiz tablosu 

 

 

 

Deney sonuçları analiz edildiğinde MSE, MAE ve RMSE baĢarım ölçüm yöntemleri 

açısından diğer çalıĢmalara göre daha iyi sonuç elde edildiği görülmüĢtür. 
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6.  SONUÇ VE TARTIġMA 

 

Bu çalıĢmada, daha önce gerçekleĢmiĢ orman yangını kayıtlarındaki ortamın coğrafi ve 

meteorolojik parametrelerine bağlı olarak orman yangınlarının verdiği zararın yapay 

zeka yöntemleriyle tespiti yapılmıĢtır. ÇalıĢmaya temel teĢkil eden veri kümesi, Türkiye 

Cumhuriyeti Orman ve Su ĠĢleri Bakanlığı Orman Genel Müdürlüğü tarafından tutulan 

2000-2009 yıllarına ait Türkiye genelinde meydana gelen orman yangını kayıtlarını 

içermektedir. Bu yangın kayıtlarındaki ilgili yangının meydana geldiği ortamdaki nem, 

rüzgar hızı, sıcaklık, bakı, meyil, mevsim, saat, ağaç tipi ve birim alandaki ağaç sayısı 

parametreleri girdi olarak kullanılırken, yangın sonucu yanan alan ise çıktı parametresi 

olarak ele alınmıĢtır. Bu çalıĢma sonucunda belirli coğrafi ve meteorolojik koĢullarda 

meydana gelen orman yangınlarında beklenen kayıplar önceden tahmin edilmiĢ ve 

böylece yangınla mücadele ve kaynak yönetiminin yapılması konularında yol gösterici 

olunmuĢtur. 

 

Orman yangınlarının baĢlaması ve seyrine etki eden ve çalıĢmada kullanılan girdi 

parametrelerinin Orman Genel Müdürlüğü uzmanları ile birlikte tespit edilmesine 

rağmen, çalıĢma kapsamında ilk olarak bu parametrelerin çıktı parametresi üzerindeki 

etkileri sayısal olarak da gözlemlenebilmesi için korelasyon ve trend analizleri ile 

incelenmiĢ, girdi ve çıktı parametreleri arasındaki bağıntı katsayıları belirlenmiĢtir. 

Fakat korelasyon ve trend analiz sonuçları, mevcut bağıntı katsayılarının beklenildiğinin 

aksine oldukça düĢük olduğunu ortaya çıkarmıĢtır. Orman yangınlarında yangın 

büyüklüğü ve dolayısıyla yanan alan üzerinde, kullanılan girdi parametrelerinin 

doğrudan bir etkisi olmasına rağmen, analiz sonuçlarının düĢük değerde çıkması ise 

kullanılan veri kümesinin aslında istikrarsız bir veri kümesi olduğunu göstermektedir. 

Bunun temel nedeni ise, yangın verilerinin Türkiye‟nin her bölgesinden farklı kiĢiler 

tarafından kaydedilmesi ve mevcut veri kümesinin farklı biçimlerde oluĢturulması olarak 

tespit edilebilir. Buna bağlı olarak yangın kayıtları içerisinde tutarsızlıklar ve/veya 

eksiklikler gözlemlenmiĢtir. Örneğin veri kümesi içerisinde aynı ya da benzer girdi 
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parametrelerine sahip olmalarına rağmen, farklı çıktı parametresi veren kayıt örnekleri 

bulunduğu gibi sadece bir girdi parametresinde faklılık olup aynı çıktı parametresini 

veren kayıtlar da bulunmaktadır. Çizelge 6.1.‟de bazı kayıt örnekleri görülmektedir. 

 

Çizelge 6.1. Yangın kayıt örnekleri 

 

 
 

Çizelge 6.1.‟de ilk örnekte görüldüğü gibi tüm girdi parametreleri aynı olduğu halde 

sadece %5‟lik bir eğim farkı olan 2 kayıttan birinde 0,50 hektarlık yangın, diğerinde ise 

324,00 hektarlık bir yangın oluĢmuĢtur. BaĢka bir örnekte girdi parametrelerine göre 
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aralarında sadece %10‟luk bir meyil farkı olan iki kayıttan biri 1,00 hektar diğeri ise 

6.285,00 hektar ormanlık alanın yanması ile sonuçlanmıĢtır.  

 

Örnek kayıtlarda gösterilen çeliĢkinin dıĢında, Çizelge 6.1.‟de yer alan bazı kayıt 

örneklerine ait nem, rüzgar hızı ve sıcaklık parametreleri ile ilgili yangının oluĢtuğu yer 

ve zamanda ölçüm istasyonlarından elde edilen gerçek hava durumu verileri 

karĢılaĢtırılmıĢ, hem veri kümesinde kayıtlı değerler hem de [33]‟ten elde edilen hava 

durumu değerleri Çizelge 6.2.‟de gösterilmiĢtir. 

 

Çizelge 6.2. Örnek kayıtlar için ölçülen hava durumu değerleri 

 

 

 

Çizelge 6.2.‟de görüldüğü gibi, yangının oluĢtuğu anda ölçüm istasyonlarından elde 

edilen gerçek hava durumu verileri ile veri kümesinde kayıtlı hava durumu verileri 

arasında farklılıklar bulunmaktadır. Bu da, veri kümesinde tutulan kayıtların doğruluğu 
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ve istikrarı konusunda sorun olduğunu göstermektedir. Bu ise yapılan veri analizi ve 

tahmin modelini olumsuz olarak etkilemektedir. 

 

Çizelge 6.1. ve Çizelge 6.2. incelendiğinde, çalıĢmada kullanılan mevcut veri kümesinin 

çeliĢkili sonuçlara sahip olduğu anlaĢılmaktadır. ÇalıĢmada kullanılan girdilerin 

haricinde baĢka parametrelere ihtiyaç duyulduğu görülmektedir. Fakat çalıĢmada bu 

Ģekilde bir parametrik yapı bulunmamaktadır. Kaldı ki, verilerin manuel olarak 

girilmesinden ötürü, burada oluĢabilecek tutarsızlıklar, tüm olası parametrelerin, fiziksel 

durumların, doğa Ģartlarının, topografik yapının kullanılması durumunda bile sonuçların 

sağlıklı bir girdi-çıktı bağıntısı oluĢturabilecek bir yapılandırmaya dönüĢtürülebileceği 

kesin değildir. Çizelge 6.1. ve Çizelge 6.2‟de verilen örnekler problemin temel bir veri 

analizi ve modelleme problemi olmadığını göstermektedir. 

 

ÇalıĢma dahilinde, güvenilir bir tahmin modeli oluĢturmak için farklı yöntemler 

geliĢtirilip çok katmanlı algılayıcı ağları ve merkezcil tabanlı fonksiyon ağları ile birlikte 

kullanılmıĢ, girdi parametreleri üzerinde temel bileĢenler analizi uygulanmıĢ, bunların 

yanında destek vektör makineleri de kullanılarak test sonuçlarında iyileĢmeler 

gözlemlenmiĢ ve farklı çıktılar analiz edilmiĢtir. Yapılan tüm testler, çıktı parametresi 

olan yanan alan değerlerinin ln(x+1) logaritmik dönüĢüme uğraması ile elde edilen 

değerler üzerinde de denenmiĢtir. Ayrıca elde edilen en iyi sonuçlar yanan alan 

değerlerinin log(100x+1) logaritmik dönüĢüme uğraması ile de test edilmiĢ, dağılımın 

biraz daha dengelenmesinin sonuçlardaki iyileĢmeler üzerindeki etkileri 

gözlemlenmiĢtir. 

 

Yanan alan değerleri, yanan alan ln(x+1) logaritmik dönüĢüm değerleri, yanan alan 

log(100x+1) logaritmik dönüĢüm değerleri test sonuçlarına göre, analiz edilen baĢarım 

ölçüm sonuçlarında elde edilen en iyi performans değerleri ve bunların ait oldukları 

testlerin sonuçlarını içeren çizelge numaraları Çizelge 6.3.‟te görülmektedir. 
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Çizelge 6.3. En iyi baĢarım ölçüm sonuçları 

 

 
 

Çizelge 6.3. incelendiğinde en iyi MAE sonucuna göre bir yangın oluĢumu nedeni ile 

yanabilecek alan büyüklüğü 3.36 hektar hata ile tespit edilebilmiĢtir. MAPE sonucu ise 

bir yangının %51 hata ile tespit edildiğini bize göstermektedir. 

 

Ağın eğitimi için kullanılan eğitim veri kümesinin ağın testinde de kullanıldığı çalıĢma 

sonuçlarına göre, eğitim verileri hataları test verileri hatalarından daha iyi değildir. 

Çıkan en iyi sonuçlar Çizelge 6.4.‟te verilmiĢtir. 
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Çizelge 6.4. Test verisi yerine eğitim verisi kullanılması sonucu 

 

 

 

ÇalıĢmada kullanılan veri kümesinin istikrarlı bir veri kümesi olup olmadığını tespit 

etmek için, 5 adet bulanık grubun kullanıldığı deneylerde ağın eğitimi için kullanılan 

eğitim veri kümesi aynı zamanda ağın testinde de aynen kullanılmıĢ, ağın test iĢlemi 

daha önce kendisine gösterilen veriler ile yapılmıĢ ve böylece ağın daha önce gördüğü 

veriler ile baĢarımı gözlenmiĢtir. Bu deney ile ilgili elde edilen en iyi tahmin oranı ve 

grup bazında en iyi ortalama doğruluk değeri Çizelge 6.5.‟te verilmiĢtir. 

 

Çizelge 6.5. Test verisi yerine eğitim verisi kullanılması sonuçları 

 

 

 

Çizelge 6.4.‟teki sonuçlara göre, eğitim verilerinin test iĢleminde de kullanılması ile 

daha yüksek çıkması beklenen toplam en iyi tahmin oranı ile en iyi ortalama doğruluk 

değeri sonuçları düĢük değerlerde kalmıĢtır. Bu sonuç çalıĢmada kullanılan veri 

kümesinin istikrarsız olduğunu bir kez daha göstermektedir. 

 

ÇalıĢma içerisinde bulanık gruplar ile yapılan testler sonucunda, grup bazında en iyi 

sonucun kaç adet bulanık grup kullanılarak hangi deneyde elde edildiğinin 

kararlaĢtırılması için, her deneyde gruplara göre elde edilen doğru tahmin oranları, ilgili 

deneydeki mevcut grup sayısına bölünmüĢ ve böylece ortalama doğru tahmin oranı elde 

edilmiĢtir. 
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5 adet bulanık grup oluĢturularak yanan alan değerleri ve yanan alan ln(x+1) logaritmik 

dönüĢüm değerleri kullanılarak yapılan testlerde elde edilen en iyi toplam doğru tahmin 

oranı ile grup bazında en iyi ortalama doğruluk değeri sonuçları Çizelge 6.6.‟da 

görülmektedir. 

 

Çizelge 6.6. 5 bulanık grup sonuçları 

 

 
 

3 adet bulanık grup oluĢturularak yanan alan değerleri ve yanan alan ln(x+1) logaritmik 

dönüĢüm değerleri kullanılarak yapılan testlerde elde edilen en iyi toplam doğru tahmin 

oranı ile grup bazında en iyi ortalama doğruluk değeri sonuçları Çizelge 6.7.‟de 

görülmektedir. 

 

Çizelge 6.7. 3 bulanık grup sonuçları 

 

 

 

2 adet bulanık grup oluĢturularak yanan alan değerleri ve yanan alan ln(x+1) logaritmik 

dönüĢüm değerleri kullanılarak yapılan testlerde elde edilen en iyi toplam doğru tahmin 

oranı ile grup bazında en iyi ortalama doğruluk değeri sonuçları Çizelge 6.8.‟de 

görülmektedir. 
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Çizelge 6.8. 2 bulanık grup sonuçları 

 

 

 

5, 3 ve 2 bulanık grup ile yapılan testlerin genel sonuçları analiz edildiğinde en iyi 

toplam doğru tahmin oranı ile grup bazında en iyi ortalama doğruluk değeri sonuçları 

Çizelge 6.9.‟da yer almaktadır. 

 

Çizelge 6.9. Bulanık gruplar genel sonuçları 

 

 

 

En iyi ortalama doğruluk değeri 5 bulanık grubun oluĢturulduğu gerçek yanan alan 

değerleri üzerinde MP kullanılarak yapılan deneyde %66,67 olarak (Çizelge 5.47.) elde 

edilmiĢtir. Ancak bu deney sonucu incelendiğinde, yangınların büyük bir bölümünü 

içine alan 1.grup için hiç bir verinin doğru olarak gruplandırılamadığı görülmüĢtür. Bu 

nedenle en iyi ortalama doğruluk değeri MP kullanılarak yapılan deneyde %66,67 

çıkmasına rağmen, ikinci en iyi ortalama doğruluk değerine sahip olan 3 bulanık grubun 

oluĢturulduğu gerçek yanan alan değerleri üzerinde MP kullanılarak yapılan deneyde 

%65,63 değeriyle (Çizelge 5.49.) elde edilen sonuç en iyi ortalama doğruluk değeri 

olarak alınmıĢ ve Çizelge 6.9.‟da bu sonuca yer verilmiĢtir. 

 

Bulanık mantık kullanılarak yapılan deney sonuçları incelendiğinde iyi bir doğru 

sınıflandırmanın gerçekleĢmemesinin temel nedeni olarak, oluĢturulan gruplar içindeki 

veri sayılarının çoğaltılarak eĢit sayıda temsil yapılması ve böylece adil öğrenmenin 
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sağlanmaya çalıĢılması yöntemi gösterilebilir. Bu yöntem ile aynı veri, ağın eğitiminde 

defalarca kullanılmıĢ ve bu durumda ilgili verinin hatalı olması durumunda ortaya çıkan 

hata da büyümüĢtür, doğru sınıflandırma gerçekleĢememiĢtir. 

 

Bu çalıĢma kapsamında güvenilir bir tahmin modeli oluĢturmak için farklı çıktılar analiz 

edilmiĢ, optimum sonuca ulaĢılmaya çalıĢılmıĢtır. Bazı sonuçların beklenildiği gibi 

çıkmamasının temel nedeni olarak kullanılan veri kümesinin tutarsız bir yapıda olması 

görülmüĢtür. Verilerin bu Ģekilde istikrarsız ve tutarsız olması yapılan bu çalıĢmada 

problemin temel bir veri analizi ve modelleme problemi olmadığını göstermektedir. 

Yapılan bu çalıĢma, orman yangını zararlarının ve buna bağlı olarak yangın sonucunda 

yanabilecek alanın önceden tespiti ile ilgili daha önce yapılmıĢ çalıĢmalarla, kullanılan 

özgün veri kümesi, veri kümesi içerisindeki girdi parametreleri ve yöntem bakımından 

bir benzerlik taĢımasa da, çalıĢma sonucunda, kullanılan girdi parametre sayısının fazla 

olması da göz önüne alındığında orman yangını kayıpları ile ilgili yapılan geçmiĢ 

çalıĢmalar ile karĢılaĢtırılabilir tahmin performansı elde edilmiĢtir.  

 

Bundan sonra yapılacak çalıĢmalarda, kullanılan veri kümesinin iyileĢtirilmesi, veri 

kümesindeki mevcut hataların en aza indirilmesi sağlanarak daha iyi sonuçların elde 

edilmesi düĢünülmektedir. Bu çalıĢmada olduğu gibi, geniĢ bir coğrafi bölgeden manuel 

olarak elde edilen kayıtlar yerine, otomatik gözlem istasyonu verilerine bağlı kalınması 

ve böylece insan faktörünün devre dıĢı bırakılması, sağlıklı verilerin elde edilip 

kullanılmasını sağlayacaktır. Bununla birlikte, koordinat bilgisi gibi farklı girdi 

parametrelerinin yapılacak çalıĢmalara dahil edilmesi, daha fazla girdi parametresinin 

kullanılması, yangın olma durumu ile olmama durumu arasında net bir ayrım 

yapabilecek veri ve parametre kombinasyonlarının oluĢturulması üzerinde çalıĢılması, ya 

da genel bir sınıflandırma yerine sadece belli bölgeler seçilip, seçilen bu bölgeler için 

daha detaylı ve özel çalıĢmalar yapılması sonucu tahmin baĢarımının arttırılması 

düĢünülebilir. Ayrıca farklı yapay sinir ağı modelleri ve yöntemleri kullanılarak baĢarım 

oranı arttırılabilir. 
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