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Yanls, bilgiler, internette inanilmaz bir s,ekilde her giin yayilmaktadir ve toplum-
lar Gzerindeki olumsuz etkileri tehlikeli seviyelere ulas mus tir. Yanhs, bilgilerin en
onemli dismani dogruluk kontrolii yapanlardir. Ancak yanlis bilgilerin yayilma
hiz1 g6z 6niine alindifinda, dogruluk kontrolii yapmak yavas oldugundan tiim id-
dialarin kontrol edilmesi miimkiin olmamaktadir. Bu yilizden, iddialar1 teyit ge-
rekliliklerine gore dnceliklendirerek dogruluk kontroll yapanlara yardimci olacak
sistemlerin gelis tirilmesi ve bu konuda farkindalik olus turulmasi biuyik 6nem tas 1-
maktadir. Bu alandaki bir diger problem ise, gelistirilecek sistemler i¢in kullanila-
bilecek veri kaynaklarinin ¢ogunlukla ingilizce olmak (izere smirli olmasidir. Bu
tez calis,masinda 6ncelikle Tirkce icin ilk teyit gerektiren iddia veri kiimesi olan
TrClaim-19 hazirlanmus tir. TrClaim-19, 2287 tane etiketli tweet igermenin yani
sira, teyit gerektirme 6zelliklerinin daha iyi anlasiimasini saglayacak olan teyit
gerektirme gerekceleri de sunulmus tur. Bu gerekgeler, iddialarin konularinin ve
muhtemel negatif etkilerinin teyit gerektirmeye sebep olan ana etkenler oldugunu
One stirmektedir. Tez ¢alis, masinda ayrica, iddialar1 teyit gerekliliklerine gore 6n-
celiklendirmek igin BERT modelinin ve cesitli dzniteliklerin kullanildigi karma
bir model de 6nerilmis,tir. Kullanilan 6znitelikler, yerel bolgeye 6zgii tartis mali
konular, kelime vektorleri, POS etiketleri ve daha fazlasini icermektedir. Buna ek



olarak, teyit gerektiren verileri artirma, aktif 6grenme ve farkl: dillerde verileri
kullanma gibi veri kiimesi boyutunu artirmanin farkli yollar1 {izerine ¢ahis, malar
yapilmus tir. Kapsamli deneyler sonucunda, modelimizin, CLEF Check That! Lab
2018 and 2019 test koleksiyonlarindaki en iyi modellerden daha basarili oldugu
g6zlemlenmistir. Modelimiz, egitim verilerindeki teyit gerektiren érnekler artiril-
difinda, Check That! Lab 2020’in test koleksiyonu icin de simdiye kadar bildirilen
en iyi MAP puanini elde etmistir. Cok dilli egitimin ise Arapga ve Turkce iddialar
onceliklendirmek icin etkili oldugu, ancak bunun ingilizce icin gecerli olmadifini
gozlemlenmis, tir.

Anahtar Kelimeler: Teyit Gerektiren iddialar, Dogruluk Kontrolil, Yanhs Bilgi.
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The massive amount of misinformation spreading on the Internet on a daily basis
has enormous negative impacts on societies. In order to combat against misin-
formation and its negative outcomes, fact-checking websites detect the veracity of
claims . However, fact-checking is an extremely time-consuming process and
human fact-checkers are not able detect the veracity of all claims spread on the
Internet. Therefore, we need systems to help fact-checkers in the combat against
misinformation and to raise public awareness of this important problem. Anot- her
problem is that available data resources to develop effective systems are li- mited
and the vast majority of them is for English. In this thesis, we introduce TrClaim-
19, which is the very first labeled dataset for Turkish check-worthy cla- ims.
TrClaim-19 consists of labeled 2287 Turkish tweets with annotator rationa- les,
enabling us to better understand the characteristics of check-worthy claims. The
rationales we collected suggest that claims’ topics and their possible negative
impacts are the main factors affecting their check-worthiness. In this thesis, we
also propose a hybrid model which combines BERT model with various featu- res
to prioritize claims based on their check-worthiness. Features we use include
domain-specific controversial topics, word embeddings, POS tags, and others. In
addition, we explore various ways of increasing labeled data size to effectively



train the models such as increasing positive samples, active learning, and utilizing
labeled data in other languages. In our extensive experiments, we show that our
model outperforms all state-of-the-art models in test collections of CLEF Check
That! Lab 2018 and 2019. In addition, when positive samples are increased in the
training set, our model achieves the best MAP score reported so far for the test
collection of Check That! Lab 2020. Furthermore, we show that cross-lingual
training is effective for prioritizing Arabic and Turkish claims, but not for English.

Keywords: Check-Worthy Claims, Fact-Checking, Misinformation.
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TESEKKUR

Yiksek lisans strecim boyunca beni her zaman destekleyen, degerli yardim ve
katkilariyla beni yonlendiren, surekli yaptigimiz caligmalarla bu slrecin en ve-
rimli sekilde ge¢cmesini saglayan ve danismanlifinda ¢alismalarini tamamlayan
ilk 6grencisi olmanin gururunu duydugum hocam Dr. Ogretim Uyesi Miicahid
KUTLU, bu tezi degerlendiren ve kiymetli goruglerini paylasan Prof. Dr. Fazl
CAN ve Prof. Dr. Osman ABUL ve tecriibelerinden faydalandigim TOBB Eko-
nomi ve Teknoloji Universitesi Bilgisayar Miihendisligi Bolimi 6gretim Gyele-
rine ¢ok tes ekkur ederim.

Bu siirecte her zaman yanimda olan ve yardimlarini esirgemeyen bas taes,im Emine
ve kiz kardes,im Sevim olmak (izere aileme tes ekkir etmek isterim. Yaptiklari kat-
kilardan dolay1 Yasin Furkan Aktas,, Nuri Altin, Caner Sicimali, Bis,ra Guvenen,
Nursena Unlii ve Zeynep Memet’e ayr1 ayr1 tes ekkir ederim.
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1.G iRIS

2013 yilinda, Diinya Ekonomik Forumu (DEF) tarafindan hazirlanan rapora gore
dijital yanhs, bilgi, on yilin en biiyiik kiiresel risklerden biri olarak sralanmus - tir.
internette yayilan yanls bilgilerin sebep oldugu bircok olay, WEF’in 6ngo-
risiind desteklemektedir. "Pizzagate" yalan haberleri yiiziinden ortaya ¢ikan ¢a-
tisma?, borsa hisselerindeki kayiplar * ve asilamaya kars: giivensizligin artmasi *,
yanls, bilgilerin yayilmasina 6rnek olarak gosterilebilir. COVID-19 pandemisinin
baslangicindan bu yana da, gercek bilginin degerini ve saglik sorunlar1 hakkinda
yanlig bilginin nasil 6lumcil olabilecegini gdsteren birgok olay gézlemlenmistir.
Buna 6rnek olarak, koronavirls bulagsmasini engellemek icin sagliga zararli kim-
yasallarm kullanilmas1 verilebilir®.

Yanls, bilgi, uluslararasi olarak da yayilmaktadir. Benzer yanlss, bilgi yayiliminin
2019 Avrupa secimlerinde, Avrupa ulkelerinde farkl: dillerde gerceklestigi goz-
lemlenmis tir [13]. Morstatter vd. [29] de 'Ingilizce konus,ulan Twittersphere’deki
bircok hesabin 2017 Almanya Federal secimlerini etkilemeye ¢alistigini belirtmis-
lerdir. Bu nedenle, dijital yanhs, bilgiye etkili bir ¢c6zim icin bircok tlke ve dile
odaklanilmas1 gerekmektedir.

http:/ireports.weforum.org/global-risks-2013
2www.nytimes.com/2016/12/05/business/media/comet-ping-pong-pizza-shooting-fake-news-
consequences.html
Swww.forbes.com/sites/kenrapoza/2017/02/26/can-fake-news-impact-the-stock-market
“www.washingtonpost.com/news/wonk/wp/2014/10/13/the-inevitable-rise-of-ebola-
conspiracy-theories
Shttps://www.reuters.com/article/us-health-coronavirus-disinfectants-idUSKBN23C2P2


http://reports.weforum.org/global-risks-2013
http://www.nytimes.com/2016/12/05/business/media/comet-ping-pong-pizza-shooting-fake-news-
http://www.forbes.com/sites/kenrapoza/2017/02/26/can-fake-news-impact-the-stock-market
http://www.washingtonpost.com/news/wonk/wp/2014/10/13/the-inevitable-rise-of-ebola-
http://www.reuters.com/article/us-health-coronavirus-disinfectants-idUSKBN23C2P2

Yanlis bilgiye ve olumsuz sonuglarina karsi micadele etmek icin, dogruluk kont-
rolii yapan Snopes® ve Teyit’ gibi web siteleri mevcuttur. Bu siteler, internet tize-
rinde yayilan iddialarin dogrulugunu kontrol ederek bulgularini okurlariyla pay-
lagsmaktadirlar [7]. Bununla birlikte, iddia dogruluk kontroll, son derece zaman
alan bir siiregtir ve sadece bir iddianin kontrol edilmesi yaklas ik bir giin sure-
bilmektedir [21]. Gazetecilerin bu 6nemli ¢abalar1 yanls, bilgilerin yayilmasini
azaltmaya yardimci olurken, Vosoughi vd. [37] yanhs, haberlerin gergek haber-
den sekiz kat daha hizli yayildigini belirtmigtir. Bu nedenle, yanlis bilgiyle mica-
delede dogruluk kontrolli yapanlara yardimci olan sistemlere olan ihtiyag blyuk
Onem tas,imaktadir.

Nakov vd. [30], bir dogruluk kontrol sisteminin ilk grevinin, bir ifadenin teyit ge-
rektiren bir iddia icerip icermedigini tespit etmek oldugunu belirtmiglerdir. Sosyal
medya platformlarinda paylasilan iletilerin boyutu dustinildiiginde, insan dogru-
luk kontrolculerinin internette yayilan tim iddialarin dogrulugunu tespit edeme-
diklerinden, degerli zamanlarin1 en énemli iddialarin gercekligini kontrol etmek
i¢in harcamasi 6nemlidir. Bu nedenle, sosyal medya paylas,imlarmni, haber maka-
lelerini ve politikacilari agiklamalarini izleyerek teyit gerektiren iddialar1 dnce-
liklendiren otomatik sistemlere ihtiya¢ vardir. Ayrica, internet kullanicilar1 yanhs,
bilginin olas1 olumsuz sonuglarinin farkinda olmadan ve gérdikleri her seyi dog-
rulugunu sorgulamadan paylasmaya devam ederlerse, mikemmel bir dogruluk
kontrol sistemi bile yanks, bilgiyle miicadelede etkili olmayacaktir. Bu nedenle,
kullanicilar1 sosyal medya platformlarinda dogrulugu teyit gerektiren bir ileti ya-
yinlamadan 6nce uyaran araglarin, kullanicilarin bu iletileri paylas,may1 yeniden
distinmelerinde ve yanlis bilgilerin yayilmasin1 azaltmada etkili olabilecegi di-
s,tnlImektedir.

Teyit gerektiren iddialarin 6nceliklendirilmesi icin gelis tirilen modeller mevcuttur
[21, 22, 31]. Ayrica, Conference and Labs of Evaluation Forum (CLEF), 2018’den
beri bu konuda CheckThat! Lab (CTL) adinda bir paylas imh gorev organize edil-
mektedir [3, 6, 30]. Onceki ¢aligmalarin cogu ingilizce iddialara odaklanirken
[21, 22, 31] Arapca i¢in de galis,malar mevcuttur [4, 5].

®https:/www.snopes.com/
"https://teyit.org/


http://www.snopes.com/

Cizelge 1.0.1: CTL’de Sunulan Veri Kiimesinden Bir Boliim. Teyit gerektiren id-
dia koyu yazilmus tir.

CLINTON: Temiz enerji kullanin.

CLINTON: Bazi iilkeler 21. ylizyilin temiz enerji siiper giicti olacak.
CLINTON: Donald, iklim degisikliginin Cinliler tarafindan yapilan
bir aldatmaca oldugunu distnayor.

CLINTON: Bunun gercek oldugunu dustntiyorum.

Teyit gerektiren iddialar i¢in Cizelge 1.0.1°de 6rnek gosterilmis,tir. CTL veri ki-
mesinden alinan bu 6rnek, Amerika’da se¢im Oncesi yapilan tartis,ma programin-
dan altidir. Ornekte, Hillary Clinton’m Donald Trump hakkinda bir iddia 6ne
siirmistar. iddiada bulunan "iklim degisikliginin Cinliler tarafindan yapilan bir
aldatmaca™ ifadesi ise dogrulugu kontrol etmeye degerdir, bu yizden bu iddia te-
yit gerektirmektedir.

Bu tez c¢alis,masinda, dncelikle teyit gerektiren iddialar Gzerine ilk Turkce veri
kiimesi (TrClaim-19) olus,turularak veri kiimesi tizerinde bu konuda yapilacak ¢a-
lis,malara yardimc1 olacak analizler yapilmus tir. Bunun yani sira, teyit gerektiren
iddialar1 6nceliklendirmek icin BERT tabanli karma bir sistem dnerilerek CTL’18
ve CTL’19 veri setlerinde en bas arili sonuclar elde edilmis tir. Ayrica, ¢es, itli yon-
temler kullanilarak veri kiimesinin genisletmenin performansi nasil etkileyecegi
Uzerine galis,malar yapilmus tir. Bu ¢alis,malar sonucunda, teyit gerektiren iddiala-
rin dnceliklendirilmesi i¢in etiketli veri miktarini rastgele artirmanin performansi
her zaman artirmadi@i, aktif 6grenme kullanilarak veri artirmanim biraz daha ba-
sarili oldugu ve sadece teyit gerektiren iddialarin sayisini artirmanin testlerde kul-
lanilan iKi veri kiimesinde en basarili sonuglara ulastigi gézlemlenmistir. Tezin bir
diger arastirmasinda ise, farkli dillerden veriler kullanarak veri kiimeleri genisle-
tildiginde Ingilizce iddialara diger dillerden veriler eklendiginde daha bagarisiz,
Turkce ve Arapca verilere eklendiginde ise daha basarili sonuglar elde edildigi
g6zlemlenmis tir.



Yapti§imiz ¢aligmalar sonucunda elde etmis oldugumuz ¢ikarimlar ile literattire
katki sagladigimiz konular sunlardir:

Turkge icin ilk etiketli teyit gereklilik veri kiimesi olan TrClaim-19 olus tu-
rulmus, ve paylas ilmis tir,

TrClaim-19, ayn1 zamanda, etiketleme gerekgeleri sunan ilk teyit gereklilik
veri kuimesidir.

«Teyit gereklili ginin 6znelligi, 6zellikle uzman ve uzman olmayan dogruluk

kontrolciilerinin kararlar1 tizerinden incelenmis tir.

Gelecek ¢alis,malara yardime1 olmak i¢in, TrClaim-19 kullanilarak 4 farklh
referans modelin degerlendirmesi yapilmigtir.

«Teyit gereklilik gorevi icin ges,itli 6znitelikler incelenerek etkileri raporlan-

mis tir.

«Teyit gereklilik gorevi icin 6znitelik mihendisli @i ve dénustiricti modeli
kullanan bir model dnerilmis tir.

«DOnds, tdriict modelinin ve 6nerilen modelimizin performansini artirmak
icin veri kiimesinin en iyi nasil artirilmasi gerektigi incelenmistir.

«Cok dilli e gitimin, ingilizce olmayan iddialar1 6nceliklendirmede etkili ol-

dugu gozlemlenmistir.

«Ug¢ CTL koleksiyonu iizerinde yapilan deneylerde, modelimiz CTL’18 ve
CTL’19 i¢in gelis,tirilen en iyi modellerden daha bas,arili olmus tur. Mode-
limiz, egitim veri kiimesi genisletildiginde, CTL’20-ED koleksiyonunda da
en bas,arili sonuglar1 alde etmis tir.

«Modelimiz sonuglar1 ve veri kiimeleri iizerine nitel analizler sunulmus,tur.

8https://github.com/Y SKartal/TrClaim19



Bu tezin organizasyonu sus.ekildedir: Bolim 2 teyit gereklilik Uzerine yapilmus,
literatlr arastirmalarini, Bolum 3 Tirkge igin hazirlandi§imiz ilk teyit gereklilik
veri kiimesinin detaylarmi, Bolum 4 teyit gerektiren iddialarm 6nceliklendirilmesi
icin 6nerdigimiz modelin detaylarini, deneylerini ve nitel analizini, Bélim 5 egi-
tim veri klimesini genis, letmek i¢in kullanilan yontemleri ve deneylerini, Bolim 6
ise tez sonucunda elde edilmis, ¢ikarimlar1 igermektedir.



2.L ITERATUR ARASTIRMASI

2016°da yapilan ABD bagkanlik se¢imleri, dogruluk kontrol ¢alismalarini hizlan-
diran ana etkenlerden biri olarak kabul edilmektedir. Bu nedenle, teyit gerektiren
iddia tespiti Uzerine yapilan 6nceki ¢alismalarda, veri kiimeleri olarak ¢ogunlukla
ABD’li politikacilarin tartis,ma ve konus,ma metinleri kullanmilmus tir [21, 25]. Bu
yiizden, mevcut ¢caligmalarm ¢ogu ingilizce tizerine olmakla beraber, Arapca [22]
gibi farkli diller tizerine yapilan ¢alis malar az da olsa bulunmaktadir.

ClaimBuster [21], bu konuyla ilgili yapilan ilk ¢alis, malardandir. ClaimBuster’da
TF-IDF, adlandirilmus, varliklar, POS etiketleri ve duygu gibi birgok 6znitellik kul-
lanilmus tir. Patwari vd. [31] ise, varliklarin gecmis, i, BoW, konu bas, liklar1 ve POS
etiketleri gibi ces,itli 6znitellikler Gzerinde ¢ahs,ma yapmus lardir. Konu bas likla-
rin1 tespit etmek igin, 1976’dan 2016’ya kadar tiim bas kanlik tartis malarinin yazil
metinleri Gzerinde egitilen bir LDA modelini kullanmiglardir.

Gencheva vd. [16], konu bashigi, zaman Kipi, cimle uzunlugu, karsit ifade, ad-
landirilmi$ varlik, duygu, POS etiketi ve kelime vektorl gibi cesitli baglamsal ve
cumle seviyesinde oznitellikler kullanarak bir sinir agr modeli gelistirmislerdir.
Jaradat vd. [22] , Gencheva vd. tarafindan geis tirilen modeli, neredeyse ayni 6z-
nitellikleri kullanarak Arapga igin uygulams lardir. Bununla birlikte, kullandiklar1
Arapca veriler, sadece ABD sec¢im tartis, malarimin ¢evirisidir. Vasileva vd. [35],
dogruluk kontrolii yapan dokuz saygin kurulusu belirleyip verilen bir iddianin bu
kuruluslardan herhangi biri tarafindan dogruluk kontrolu yapilip yapilmadigini
tahmin eden cok-gorevli bir 6grenme modeli gelistirmiglerdir.



Check That! Labs (CTL) 2018’den beri CLEF tarafindan organize edilmektedir.
CTL’18’in teyit gerektiren iddialarin 6nceliklendirilmesi gérevine yedi takim ka-
tilmus tir [30]. Katilimeilar, SVM [41], KNN [17], MLP [42], RF [1] ve RNN [18]
gibi cesitli 6grenme modellerini kullanmiglardir. Kullandiklar1 6znitelikler ara-
sinda kelime torbast (BOW) [42], karakter n-gram [17], olumsuz ifadeler [42],
adlandirilmi$ varliklar [41, 42], POS etiketleri [18, 41, 42], sozdizimsel bagim-
liliklar [18, 42], sozli ifadeler [42] ve kelime vektorleri [18, 41, 42] yer al-
maktadir. Ingilizce veri setinde, Prize de Fer ekibi [42], ces,itli sozdizimsel ve
anlamsal 6zelliklerle SVM-MLP kullanarak ve tartis,malarin etkiles,imli sdylem
yapisini dikkate alarak en iyt MAP puanini elde etmis tir.

Lespagnol vd. [25], POS etiketleri, varliklar, kelime vektorleri ve s6zdizimsel ba-
gimlilik etiketleri ile guvenilirligi, karsithg:, gercekligi, duygular1 ve ifadelerin
teknik ozelliklerini temsil eden "bilgi besini" olarak adlandirilan ges.itli 6znitel-
likler kullanan lojistik regresyon, SVM ve RF gibi 6grenme modellerini incele-
mis, lerdir. Kelime vektorleri ve bilgi besini 6zniteliklerine sahip lojistik regresyon
modelleri ile CTL’18 katilimcilarindan daha bas,arili sonuclar elde etmis, lerdir.

2019°da 11 ekip, CTL’19’un teyit gereklilik gorevine katilmus tir [3]. Katilimcilar,
LSTM [10, 19], FFNN [11], SVM [34], naive bayes [8] ve lojistik regresyon [2]
gibi ces.itli modeller kullannus lardir. Oznitelik olarak ise POS etiketleri [2, 15],
adlandirilmus, varliklar [2, 15], konu bas, liklar1 [2], okunabilirlik [11], duygu ifa-
deleri [11, 15], ve kelime vektorleri [10, 15] basta olmak Uzere ces,itlioznitelikler
kullanmus lardir. Kopenhag ekibi [19], her kelimenin bir kelime vektori ve s6z-
dizimsel bagimliliklar1 ile temsil edildigi zayif denetimli (weak supervision) bir
LSTM modelini kullanarak birinci olmay1 bas armus tir. Zayif denetim yapmak igin
ClaimBuster’1 kullanarak 6nceki tartis, ma metinlerini etiketlemis, lerdir.

2020 y1ilinda, siyasi tartis,ma ve konus,ma metinlerine (5. Gorev) ek olarak tweetler
(1. Gérev) de CTL’e dahil edilmis tir. 1. Gorev, hem Arapca hem de Tngilizce’yi
kapsarken, 5. Gorev yalmzca Ingilizce’yi kapsayacak s, ekilde diizenlenmis tir. 1.
Gorevde ‘Ingilizce tweetler icin 12 takim model gelis tirmis, olup bunlardan sekizi
BERT veya RoBERTa kullanmus tir. Gorevin katilimcilar: fastText, adlandiriimis,
varliklar ve POS etiketleri gibi ces. itli 6znitelikleri kullanarak RF, SVM, Bi-LSTM



ve CNN modellerini de incelemis, lerdir. En bas arili ekip olan Accenture [38], mo-
dellerinin as,irm uyumunu 6nlemek igin ortalama havuzlama ve birakma katmani
ile RoBERTa’y1 kullanmus tir. Ayn1 gérevde, Arapga tweetler i¢in 8 takim model
gelis tirmis, ve yine en iist siradaki ii¢ takimim AraBERT veya MBERT kullan- dig:
g6zlemlenmisgtir. Birinci siradaki Accenture [38] yine RoBERTa’y1 kullan- ms,
olup veriyi artirmak i¢in Arapca tweet’leri otomatik olarak Ingilizce’ye ve
ardindan tekrar Arapga’ya gevirmigtir. 5. Goreve ise 3 takim katilmigtir. Diger go-
revlerin aksine, bu veri kiimesinde, BERT tabanli sistemlerin digerlerinden daha
kot performans gosterdigi gorilmustir. NLPIR@UNED [26], glove kelime vek-
torleri ile Bi-LSTM modelini kullanarak birinci sirada yer almus tir. Ayrica veri
kiimesini genisletmeye calistiklarin1 ancak bunun performansi disurdiging bil-
dirmis_lerdir. UAICS ekibi [27], ¢ok smifli Naive Bayes ile TF-IDF vektorlerini
kullanarak ikinci olurken, TOBB ETU ekibi [23] de MBERT tabanli karma mo-

delle tiglincii sirada yer almus tir.

Bu tez cahs ,masini mevcut c¢alis,malardan suyonleriyle ayrilmaktadir. 1) Tiirkce
icin ilk teyit gereklilik veri kiimesi olan TrClaim-19 hazirlanmus tir. TrClaim-19
ayn1 zamanda etiketleyicilerin gerekgelerini bildirdikleri ilk teyit gereklilik veri
kiimesidir. Bu gdérevin 6znelligini incelemek icin her tweet ¢ Kisi tarafindan eti-

ketlenmis, ve bagimsiz olarak gerekgelerini bildirmislerdir. 2) ince ayarlanmig

BERT modeli ve diger 6znitelikleri kullanan bir model 6nerilmistir. 3) iddianin
konusu teyit gerekliligi etkileyebilecek bir unsur oldugundan bircok ¢alismada
farkli s,ekillerde kullanilmus tir [25, 31, 41]. Ancak, bu ¢alis, mada bdlgesel ve giin-
demdeki tartismali konularin teyit gerekliligi etkileyebilecegi dustnulmustir. Bu
yiizden, ABD giindemindeki konularla ilgili bir liste hazirlanarak 6znitelik ola-
rak kullanilmus tir. Bunun yani sira, 6zel kelime listesi ve Kars, ilas tirma ifadelerini
kullanan 6znitelikler de kullanilmustir. 4) Onceki calismalarda, egitim veri kiime-
sini artirmak i¢in zayif denetimleme [19], fazla 6rneklendirme (over sampling)
[26] ve makine gevirisi (machine translition) [38] gibi yontemler kullanilmis tir.
Bu ¢alismada ise, hassas ayarlanmig BERT modelleri igin egitim verisinin etkileri
incelenmis ve en iyi yontemi bulmaya caligilmistir. Ayrica, ¢ok dilli egitim kiime-
lerinin etkisi de incelenmistir. Bilindigi kadariyla, teyit gereklilik konusunda daha
onceden yapilms, ¢ok dilli ¢calis;ma bulunmamaktadir.
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3 TRCLAIM-19: TURKCE I'CI'N TEYI'T GEREKLI'LI'K I'DDI'A VERI" KU-
MESI

Arastirmacilar dogruluk kontrolline blyuk ilgi gosterirken, bu konudaki mevcut
kaynaklar hala smirlidir ve ¢aligmalarin bilytik cogunlugu ingilizce tizerine odak-
lanmus tir. Teyit gerektiren iddialar1 6nceliklendirme gorevi ile ilgili olarak, var
olan etiketli veri kiimeleri yalnizca Ingilizce ve Arapca icin mevcuttur [3, 30].
Bununla birlikte, DEF’in 6nceden belirtilen raporunda ifade edildigi gibi, yanlis
bilgiler tim ulkeleri etkileyen kiresel bir sorundur.

Tezin bu boluminde, teyit gerektiren iddialarin 6nceliklendirilmesi icin ilk Tirkce
veri kiimesi hazirlannus tir. Fletcher vd. [13], Tiirkiye’deki Internet kullanicilari-
nin % 49’unun haftada en az bir sahte haberle karsilastigi belirtmislerdir. Diger
ulkelerle kiyaslandiginda bu oranin en yiksek Tirkiye’de olmasi, Tiirk¢e’yi dog-
ruluk kontroli ¢alis,malar1 icin 6nemli hale getirmektedir. Ayrica Altay dil aile-
sinin bir Uyesi olan Turkce, sondan eklemeli ve esnek s6zdizimi gibi 6zelliklere
sahip olmasi1 nedeniyle dogruluk kontroli ¢alismalar1 yapilan diger dillerden ay-
rilmaktadir. Bu veri kiimesinin hazirlanmasiyla, aras twrma ¢alis,malari i¢in yararh
bir kaynak gelistirmenin yani sira, asagidaki arastirma sorularinin yanitlarini da

aranmaktadir.

«AS-1: Uzman olmayan do gruluk denetgilerinin iddialarin teyit gerekliligi
konusunda anlas,ma diizeyi nedir?

«AS-2: Uzman olmayanlarin iddialarm teyit gereklili i konusunda uzman-

lardan farkl: fikirleri var mi?



«AS-3: Iddialar1 teyit gerektiren olarak etiketlemenin ana gerekgeleri neler-
dir?

TrClaim-19 veri kiimesinin olus turulmasi sirastyla sus ekildedir: Bolim 3.1 twe-
etlerin toplanmasini, Boliim 3.2 etiketlenecek tweetlerin sec¢ilmesini, Boliim 3.3
etiketleme strecini, Bolim 3.4 veri kiimesi tizerinde yapilan analizi ve B6lum 3.5
bu veri kiimesi kullanan referans modelleri anlatmaktadir.

3.1. Tweetlerin Toplanmasi

Yanlss, bilgilerin yayilmasinda sosyal medya platformlari Gnemli bir rol oynamak-
tadir. Bu nedenle, Twitter {izerinden yayilan iddialara odaklanilmus tir. 1 Ocak
2019 - 31 Aralik 2019 tarihleri arasinda Twitter API kullanilarak teyit gerekti- ren
iddialarin oldugu tweetleri edinmek igin Tirkce tweetler toplanmistir. Onemli
konulardaki tweetleri toplamak icin anahtar kelime izleme yaklas, mukullanilmis -
tir. 2019°da Tiirkiye’de yerel segimler, Istanbul’da deprem, Suriye’de askeri ope-
rasyon ve digerleri gibi bircok blylk olay yasanmistir. Bu nedenle, bu 6nemli
olaylarla ilgili olarak "secim", "teror", "ekonomi”, "multeci”, "Suriye", siyasetci
isimleri ( 6rnegin, "Erdogan™) ve digerleri gibi anahtar kelimeler kullanilmistir.
Sabit bir anahtar kelime listesi yerine degisken bir anahtar kelime listesi kullani-
larak yeni bir énemli olay oldugunda liste giincellenebilmistir. Ornegin, 26 Eylul
2019 ‘Istanbul depremi sonrasinda anahtar kelime listesine "deprem" kelimesi ek-

lenmis tir.

Tweet toplama surecinin sonunda 225 milyon civarinda Tlrkce tweet edinilmis tir.
Her ay toplanan tweetlerin dagilim1 Sekil 3.1.1°de gosterilmektedir. Yerel se¢cim-
ler, 31 Mart ve 24 Haziran’da yapildig: (istanbul icin tekrarlanan secimler) ve
Twitter siyasi tartismalarin ana platformlarindan biri oldugu igin Ocak ve Hazi-
ran aylari arasinda toplanan tweet sayisi diger aylara gore cok daha fazla oldugu
gorulmektedir.
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Sekil 3.1.1: 2019 Yilinin Her Ayinda Toplanan Tweet Sayisi.

3.2. Tweetlerin Secilmesi

Toplanan ¢ok fazla tweet arasindan etiketlenebilecek sayida tweet segilmesi ge-
rekmektedir. Rastgele tweetlerin secilmesi, veri kiimesinde dogrulugu teyit ge-
rektirmeyen tweet oraninin ¢ok yiiksek olmasina neden olabilir. Bilgi eris,im ala-
nindaki test olusturma metodolojisinden [36] esinlenerek, ilk énce dogruluk kont-
roli yapan web siteleri tarafindan dogrulugu kontrol edilen iddialar toplanmistir
(Boliim 3.2.1) ve ardindan her bir iddia, kendine benzer tweetleri bulmak igin bir
arama sorgusu olarak kullamlmus tir (Boliim 3.2.1). 'Iddialara benzer tweetler
kullanmak, ayn1 zamanda aras, tirma sorusu AS-2 igin cevap aramamiza da olanak

tanimaktadir.

3.2.1 I'ddialarmn Toplanmasi

Koleksiyonumuzun nitelikli olmasi igin, dogruluk kontrol metodolojisinin seffaf-
lig1 ve tarafsizli§i gibi cesitli konularda dogruluk kontrol web sitelerini denetle-
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Algorithm 1 Tweetlerin Segilmesi
Girdi: Tweetler T, 'Iddialar |

Gkt HeGHERKE R 805 (index)

2: ST ]

3: for each iddia in C do

4: ranked  BM25(index,iddia)
(_

5: ST < ST mranked[O]
6:  btouk 0O
8:  while i'< ranked.size()do

: “—LDF(ranked[j],ranked[i ~ 1
18: |stcore <(trﬁpes%dJIIA’{ﬁgned[l )
11: ST ST _ranked[i]
12: count  count +1
«—
13: if count == 3 then
14: break
15: i—i+l

16: return ST 4
yen International Fact Checking Network (TFCN)* tarafindan onaylanan dogruluk

kontroll yapan web siteleri dikkate alinmus tir. Bu yiizden, IFCN tarafindan onay-
lanmig Turkiye’deki tek dogruluk kontrol siteleri olan Teyit? ve Dogruluk Pay:®
(DP) tarafindan dogrulugu kontrol edilen iddialar toplanmastir. Teyit, genellikle
sosyal medya platformlarinda yayilan iddialara odaklanirken, DP ise politikaci-
lar tarafindan ortaya atilan iddialarin dogrulugunu arastirmaktadir. Subat 2015 ile
Ocak 2020 arasinda Teyit ve DP tarafindan dogrulugu kontrol edilen tim iddialar
toplanmus tir. Toplanan tweetler 2019°da yaymlanmus, olsa da, iddialar tarihlerine

gore filtrelenmemis tir. Bunun nedeni, insanlarin ayni iddiay1 birden ¢ok kez 6ne
sirebilmeleridir. Ornegin, birgok insan 1969°daki Ay’a ayak basmanmn sahte ol-
duguna inanmaktadir ve bu iddia onlarca yildir ortalikta dolasmasidir.

Lwww.poynter.org/ifcn/
2www.teyit.org
Swww.dogrulukpayi.com
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Sozel olarak analiz edilebilecek iddialara odaklanildigi igin resim veya video ige-
ren iddialar dikkate alinmamus tir. Toplamda, 573’i DP’den ve 192’si Teyit’ten
olmak (izere 765 iddia edinilmis tir.

3.2.2Etiketlenecek Tweetlerin Secilmesi

Etiketlenecek tweetlerin segiminde (i¢ ana hedef bulunmaktadir: 1) etiket dagitimi
acisindan dengeli bir test koleksiyonu olus,turmak, 2) konu ve dilbilim dzellikleri
acisindan ¢es, itli tweetlere sahip olmak ve 3) bazi tweetlerin, aras tirma sorusu AS-
2 icin uzmanlar tarafindan dogrulugu kontrol edilen iddialar icerdiginden emin
olmak.

Tweet seciminde kullanilan algoritma, Algoritma 1°de sunulmus,tur. Oncelikle,
Lucene arama motoru kiitiiphanesi [Satir 1] kullanilarak tim tweetler kelimeleri
kodklerine ayrilmadan indekslenmis,tir. Bu is lem sayesinde indekslemenin yani sira
retweetler nedeniyle tweet koleksiyonlarinda ¢ok fazla sayida bulunan aynitweet
de ortadan kaldrilmus tir.

Her iddia i¢in iddianin kendisini bir arama sorgusu olarak kullanilmus tir ve edini-
len tweetler, BM25 siralama algoritmasi ile benzerlik puanlarina gore siralanmus -
tir [Satir 4]. Bununla birlikte, en Ust siralarda yer alan tweetleri almak yerine, edi-
nilen iddialarla ilgili ancak birbirinden farkli tweetleri bulmak igin ikias,amah bir
slire¢ uygulanmistir. Bunun nedeni, bircok tweetin tam olarak ayni olmadiinin
ancak cok benzer oldugunun gozlemlenmesidir. Ornegin, iki tweet ayn1 mesaja
sahip olabilir, ancak bunlardan birinin ek bir URL’si, hashtag’i ve/veya emojisi
bulunabilmesidir.

Ikolarak etiketlenecek en iist siradaki tweet segilmis tir [Satir 5]. Ardindan, en iist
siradaki tweet’lerden bas layarak, arka arkaya siralanmis, tweetlerin metinsel
benzerlikleri hesaplanmaktadir [Satir 9]. Tweetlerin benzerligi 6nceden tanimlan-
mi$ bir esik degerinden dusukse, ilgili tweet, daha dusiuk bir siraya sahip tweet,
secilen tweetler listesine eklenmektedir.
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iki tweet arasindaki metinsel benzerligi hesaplamak igin, 6nce kullanict adlari,
URL’ler ve alfaniimerik olmayan karakterler kaldirilir ve ardindan Levenshtein
Mesafesine gore yaklas ik benzerlik hesaplanmaktadir. Deneysel olarak, benzerlik
puani esigi 0,80 olarak belirlenmistir. Bu yontem kullanilarak her bir iddia i¢in tg¢
tweet secgilmis,tir [12-14. Satirlar].

Yukarida agiklanan algoritmay1 kullanarak DP’den edinilen iddialar i¢in 1714, Te-
yit’ten edinilen iddialar igin 573 tweet lizere toplamda 2287 tweet elde edilmis tir*.

3.3. Etiketleme Sireci

Etiketleme slirecine tez yazari ve danis,mani ile 7 gonillu dahil olmus tur. Etiketle-
yicilerin timinun anadili Tlrkgedir ve yas araligi 22 ile 35 arasindadir. Etiketle-
yiciler, bilgisayar bilimi, dis hekimligi, tarih, hukuk ve isletme dahil olmak tzere
ces,itlidisiplinlerde derecelere sahiptir. Farkli gegcmis, lere sahip etiketleyicilerin ol-
masi, dogrulugu teyit gerektiren iddialarla ilgili farkli distinceler ve bakis agilari
edinilmesine olanak tanimaktadir.

Etiketleme slrecine bas, lamadan 6nce, her bir gondlliye veri kiimesi ve etiketleme
gorevi agiklanmus tir. Etiketleme araytiziinde, katilimcilar, etiketlenecek tweetleri
ve bunlar1 edinmek i¢in kullanilan ilgili iddialar1 gormektedir. Etiketleme gore-
vinde asagidaki (¢ soru sorulmaktadir.

«Tweet, iddiayla alakali m1?
«Tweetin do grulugu teyit gerektiren bir iddia icerdigini diisiiniyor musunuz?

- Tweetin teyit gerektiren bir iddias1 oldu gunu diisiiniiyorsaniz gerekceniz ne-
dir?

“arama uygulamas, bazi iddialar igin iicten daha az tweet dénmiis tiir
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Cizelge 3.3.1: TrClaim-19 Hakkinda Genel Istatistikler

Toplanan Tweet Sayisi 225M
Etiketlenen Tweet Sayisi 2287
Teyit gerektiren TIddia Sayisi 875
Gerekge Kategorilerinin Sayisi | 26

Etiketleyiciler, teyit gerekliligine iliskin yargilariin arkasina gerekgelerini yaz-
mak igin serbest bir metin formu kullanmus lardir. Yalniz, daha sonrasinda veri
kiimesindeki gerekceleri daha iyi analiz etmek icin etiketleyicilerden gerekge ta-
nimlarinda tutarl olmalari i¢in ellerinden geleni yapmalarmi ve ayni gerekge igin

ayni metin ifadesini kullanmalarin1 talep edilmis tir.

Her bir tweet, {i¢ ayr1 etiketleyici tarafindan etiketlenmis tir. Katilimeilar, 3 gruba
ayrilmus tir. Sonrasinda, her bir etiketleme grubu ayr1 bir tweet kiimesini etiketle-
mis tir. Tweet kiimelerinin boyutlari, bu etiketleme gorevini gonilli olarak yap-
tiklar i¢in her bir etiketleme grubunun musaitlik durumuna goére belirlenmis tir.
Gruplara atanan tweet sayis1 384, 427 ve 1476’dir. Etiketleme stirecinde 6nyargiy1
onlemek igin, katilimcilar etiketleme is lemi bitene kadar bas kalarinin etiketlerini
gérmemis, lerdir. Toplamda 2287x3 = 6861 ilgililik karar1 ve teyit gereklilik karar1

toplanmus tir.

Cizelge 3.3.2: Etiket Dagilimu. ilgililik Kararlar1 Cogunlugun Kararina Gore Be-
lirlenmis, tir. Teyit gereklilik (TG) orani, her bir tweet i¢in yapilan
etiketlemedeki "teyit gerektiren™ etiketi oranini belirtmektedir.

S Tweet Sayisi
Haililik | TG Oram Teyit | Dogruluk Payr | Toplam
0/3 32 46 78
gili 1/3 85 182 267
213 141 246 387
3/3 142 100 242
0/3 84 594 678
ilgili Degil 1/3 52 337 389
213 29 182 211
3/3 8 27 35
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Cizelge 3.3.3: Uzman Tarafindan Dogrulamas: Yapilan iddilarla ilgili Farkli Teyit
Gereklilik Oranlarma Sahip Ornek Tweetler

Tweet TM Orani

Yiiksek teknolojili lirtinlerin imalattaki pay1 ylizde 3’e geriledi 0/3

Bugune kadar Suriyeli siginmacilar igin harcanan para 40 milyar

Dolar 3
Trafik kazalarinda son on yilda 52 bin 95 kis,i yas,amimi yitirdi 2/3
Avrupa’da geng igsizligi yukselen iki Glkeden biri Turkiye 3/3

3.4. Analiz

Cizelge 3.3.1, TrClaim-19 ile ilgili genel istatistikleri gostermektedir. Cogunluk
oylamasina dayali olarak her bir tweetin ilgililik ve teyit gereklilik yargilart bir
araya getirildiginde, tweetlerin 974’1 (= 78 + 267 + 387 + 242) ilgili (koleksiyo-
nun % 42’si) ve 875’1 (= 387 + 242 + 211 + 35) teyit gerektiren (koleksiyonun %
38’1) bulunmus tur.

AS-1: Uzman olmayanlar arasinda iddialarin teyit gerekliligi konusunda an-
las,ma diizeyi nedir?

Topladigimiz etiketler, uzman olmayan bilgi denetcilerinin, ¢alismamizdaki eti-
ketleyicilerin, iddialarin teyit gerekliligi konusunda biyuk 6l¢tide ayni fikirde ol-
madigini goéstermektedir. Cizelge 3.3.2°de, etiketleyicilerin 1033 (= 78 + 242 +
678 + 35) tweetin (tim koleksiyonun % 45°1) teyit gerekliligi konusunda tama-
men hemfikir oldugunu, ancak kalan 1254 tweet i¢in (tim koleksiyonun % 55°1)
birbirine tamamen katilmadi: gozlemlenmektedir. Teyit gereklilik degerlendir-
meleri i¢in Fleiss kappa puani 0,23°tiir ve Fleiss vd.[12] gore bu durum "adil uz-
lasma" anlamina gelmektedir. Referans noktasi olarak, ilgililik degerlendirmeleri
i¢in Fleiss’in kappa puani 0,61 ile "belirgin bir uzlas,ma" anlamina gelmektedir.
Bu, iddialarin teyit gerekliligine karar vermenin, ilgililigine karar vermekten daha
dznel bir gorev oldugunu gostermektedir.
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Cizelge 3.4.1: TrClaim-19 'Iginde En Yaygm Belirtilen Gerekge Gruplar1 ve Her

Grup ‘Igin Ornek Ctimle. Her grupun veri kiimesinde kag kere be-
lirtildigi parantez iginde verilmisgtir.

Gerekee Etiketleyiciler Tarafindan Verilen Ornek Tweet

Grubu Gerekgeler

Ekonomi "ekonomi", "ekonomik durumun tes- Tirkiye’de her 10 kis,iden 7’si borglu,

(508) piti", "hiikiimet kararlarmin ekonomiye | en yoksul kesimin toplam gelirden al-

etkisi" dif1 pay ise sadece yiizde 6,1
Politika "secim guvenligi”, "secim sonrasi top- | CHP’nin Kiligdaroglu saldirisiyla ilgili
(376) lumsal etkileri”, "secim sireci ve et- | verdigi Meclis aragtirma Onergesi red-

kileri", "siyaset ve topluma etkileri", | dedildi...

"siyasi”, "Kurumlara/kis,ilere dair al-

giy1 kotii etkileyebilir", "siyasi propa-

ganda", "Insanlarm politik goris linii

etkileyebilir”, "partiye yonelik", "bele-

diye hizmetleri"

Toplumsal "toplumsal sorunlar", "toplumsal cinsi- | Kadin is, giictine katilim oranini yiizde

(287) yet esitsizligi", "Toplumun 6nem ver- | 34,1’e ¢ikardik

digi bir konu ile alakali", "insanlarin
psikososyal durumunun tespiti®, "sos-
yal", "toplumsal ulusal"

Genel (187) | "gercekles, mis, durumun tespiti" 82 milyon niifus ile diinyanin en kala-
balik 18. {ilkesi olan Tiirkiye ayn1 za-
manda diinyanin 19. bityiikkekonomisi.

Uluslararast | "uluslararasi politika", "dis, glindem", | ABD Dus,is,leri Bakan1t Mike Pompeo:

(58) "evrensel", "tiirkiyedeki olaylarin | "Trump gerekirse Tiirkiye’ye kars,1 as-

farkli olaylara etkisi", "uluslararasi | keri gii¢ kullanmaya hazir."
kiyaslama"
llging (41) | “iddia ilging", "tuhaf" Avrupa Merkez Bankasi iizerinde Ata-
tiirk portresi olan banknotlar bastirdi.

Guvenlik "emniyet", "askeri", "teror" Daha dun milli tankini, tdfegini,

(35) helikopterini, denizaltisin;, THA ve
S THA’simu Ureten Tirkiye hayaldi, Er-
dogan ile gercek oldu? Yerli savunma
sanayi (silah) yiizde 15’lerden ylzde
75’lere gikt1.

Supheli Iddi- | "s,ipheli”, "eksik bilginin tamamlan- | Cumhurbaskan Erdogan, 2019°un ilk

alar (33) mast, kontroli" 5 ayinda ortiilii 6denekten tam 1 milyar
6 milyon 621 bin lira harcamus,.

Egitim (33) | "Egitim" Universite mezunu is,siz1 milyonu as i

Saglik (28) "saglik", "kaza", "is guvenligi" Dikkat artt1, is, kazalarinda azalma var
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Daha dnce de bahsedildigi gibi, etiketleyiciler (i¢c gruba ayrilmistir. Gruplar ara-
sinda etiketleme anlasmasi dlizeylerinde herhangi bir fark olup olmadiini gérmek
icin, her grup icin ayr1 ayr1 Fleiss kappa puani da hesaplanmus tir. Fleiss kappa pu-
anlari, her grubun teyit gereklilik yargilari i¢in 0.17 ile 0.32 arasindadir ve bu da
gruplar arasinda kayda deger bir fark olmadigini géstermektedir.

Sonuglar, aras tirma sorusuyla (AS-5) ilgili olarak uzman olmayan Kkis, ilerin iddi-
alarin teyit gerekliligi konusunda fikir ayrihigma dustliguni gostermektedir. Bu
nedenle, mevcut veri kimelerinde oldugu gibi ikili etiketler kullanmak yerine, de-
recelendirilmis etiketlerin bu gorev icin daha uygun olabilecegi ¢ikarimi yapilabi-
lir. TrClaim-19°daki etiketlerin, her tweet icin teyit gereklilik oranlar1 kullanilarak
kolayca derecelendirilmig etiketlere donusttrilebilecegini belirtilmektedir.

AS-2: Uzman olmayanlarin iddialarin teyit gerekliligi konusunda uzmanlar-

dan farkh fikirleri var mi?

TrClaim-19°daki ilgili tweetler, bu aras tirma sorusuna cevap aramak i¢in faydal
olabilir. Teyit ve DP’den topladigimiz iddialarin uzmanlar tarafindan dogrulugu
kontrol edilmis tir. Bu nedenle, uzmanlarin bu iddialar1 teyit gerektiren bulduklar1
rahatlikla varsayilabilir. Cizelge 3.3.2°de, 78 ilgili tweetin teyit gereklilik oraninin
0/3 oldugu gorulmektedir, yani tlim etiketleyiciler uzmanlarla ayni fikirde degildir.
Dahasi, 267 tweet icin etiketleyicilerin Ugcte ikisi, tweetleri uzmanlarmn aksine teyit
gerektiren bulmamus tir. Genel olarak, % 36 (= 78 + 267 + 387 + 242 78 + 267)
oraninda, etiketleyicilerin uzman dogruluk denetleyicileriyle ayni fikirde olmadig
g6zlemlenmis tir.

Uzmanlar ve uzman olmayanlar arasindaki bu anlagsmazliga daha iyi anlamak icin,
Cizelge 3.3.3, farkl teyit gereklilik oranlarina sahip ilgili 6rnek tweetlerini gos-
termektedir. Tum etiketleyicilerin karsihifindaki iddiayla alakali olduguna karar
verdigi tweetler secilmistir. Cizelgede, etiketleyicilerin hicbirinin yuksek teknolo-
jili Urdinlerin Gretimdeki payina iligkin iddiay1 dikkate almadigini goriulmektedir.
Bunun nedeni, endustri hakkindaki bu iddianin yagamlarini dogrudan etkileme-
mesi olabilir. Ote yandan, tim katilimcilar, geng issizligi iddiasini teyit gerekliligi
olarak degerlendirmistir. Bunun nedeni, etiketleme yapanlarin geng olmasi ve bu
nedenle geng issizligiyle ilgilenmesi olabilir.
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Etiketleme slrecimiz sirasinda etiketleyiciler, ilgili iddialarin uzmanlar tarafindan
dogrulugunun kontrol edildigini bilmektedir. Bu, potansiyel olarak kararlarini et-
kileyebilmektedir. Bu potansiyel 6nyargimin analizini gelecek galis,ma olarak in-
celenebilir. Bununla birlikte, AS-2 ile ilgili olarak, uzmanlarin bu iddialar1 kont-
rol ettigini bilmelerine ragmen, etiketleyicilerin ¢ogu durumda uzmanlarla ayni
fikirde olmamas1 dikkat gekicidir.

AS-3: Bir iddiay teyit gerektiren olarak etiketlemenin ana nedenleri neler-
dir?

Etiketleyiciler, tweetleri 2683 kez teyit gerektiren olarak degerlendirmistir (go-
gunlugun karar1 uygulanmadan) ve bu Kkararlar igin gerekgeler saglanmistir. Ge-
rekceleri nasil tanimlamalar1 gerektigi hususunda herhangi bir sinirlama koyul-
madi1 icin toplamda 71 farkli metin gerekge olarak belirtilmistir. Etiketleyicile-
rin ayni veya benzer gerekgeler igin farkli metinler kullandigin1 g6zlemlenmigtir
(6rnegin, "milteci haklar1", "mlteciler” ve "milteci sorunlar1"). Bu nedenle, tim

gerekeeler elle incelenerek 26 kategori altinda gruplandirilmas tir.

Baz1 gerekcelerin sadece birkag kelime oldugunun (6rnegin, "insan haklar1", "sag-
lik") g6zlemlenmis olmasi iddianin 6nemli bir konuyla ilgili oldugu igin teyit ge-
rekliligi oldugunu 6ne siirmektedir. Ote yandan bazi etiketleyiciler, "iddia ilging",
"Bu iddia nedeniyle insanlar hayatlar1 hakkinda 6nemli bir karar verebilir", "kis,
veya kurumlara yonelik algiy1 olumsuz etkileyebilir" gibi acik gerekge ifadeleri

sunmus , lardir.

Cizelge 3.4.1, en sik belirtilen 10 gerekce grubunu, etiketleyiciler tarafindan sag-
lanan gercek gerekce metinlerini ve her grup icin érnek bir tweeti gostermektedir.
Geriye kalan gerekge gruplari su s.ekildedir: ekoloji (23), miilteciler (21), tarim
(17), ulusal degerler (16), skandallar (13), tarihi olaylar (12), inkarlar (12), in-
san haklar1 ( 11), bilim (10), turizm (8), medya (7), altyap1 (7), siyasi olmayan
konularda etkisi(6), s,iddet (2) ve kiltar (1).
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Gerekgeler, teyit gerektiren iddialar igin yararli bilgiler saglamaktadir. Baslica
gozlemler, asagidaki gibidir.

Ik olarak, bir iddianin konusu, onu teyit gerektiren kilmak i¢in énemli bir fak-
tordur. Ozellikle, iktisat, siyaset ve sosyal konular, teyit gerektiren iddialarda en
yaygin konulardir.

ikinci olarak, insanlarin bir iddiay: teyit gerektiren olarak degerlendirmesi icin
farkli gerekceleri olabilmektedir. Ornegin, Uc etiketleyici asagidaki tweeti teyit
gerekliligi olarak degerlendirmis ancak farkli gruplarda (saglik, politika ve sos- yal
konular) gerekceler saglamislardir: "Pazartesi glinli tibbi muayene ve ilag icin katk1
paylari sirasiyla % 60 ve % 70 artacak”. iddia agikca saglikla ilgili olsa da, diger
etiketleyiciler onu siyaset ve sosyal yasam Uzerindeki etkisi agisindan teyit

gerektiren bulmaktadir.

Uclincs, etiketleyiciler, gerekcelerinde sik stk olumsuz sonuglari veya sorunlari

ifade etmigslerdir (6rnegin, "ekolojik sorunlar®, "6nemli bir konudaki kurallarin
ihlali”, "yasadis,1 eylem", "miiltecilerin sorunlar1" ve "adaletsizlik"). Bu, olumsuz
konularla ilgili iddialarm, olumlu konularla ilgili iddialardan daha fazla teyit ge-

rektiren oldugunu gostermektedir.

Dordiinciisii, toplanan birgok gerekge, "insanlarm siyasi durus,unu etkileyebilir™,
"tarihte etkili bir kisiye yonelik algiyr degistirebilir”, "insanlar bu iddiaya daya-
narak onemli bir karar verebilir" gibi iddialarin olasi etkileri hakkindadir. Bu ne-
denle, teyit gerektiren iddialar1 6nceliklendirirken iddialarin etkisi de dikkate alin-

masi1 gerekmektedir.

Son olarak, "ulusal degerler" ve "toplum i¢in énemli bir konu hakkinda" gibi ge-
rekceler, baz1 iddialarin teyit gerekliliginin evrensel olmadiini, ancak belirli bir
ulus / tlke icin kontrol degerinde oldugunu gostermektedir. Bu nedenle, teyit ge-
rektiren iddia 6nceliklendirme modellerinde, her iilkenin ulusal sorunlar1 da dik-

kate almalidir.
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3.5. Referans Sonuglar

Bu bolimde, gelecekteki galis,malara yardimc1 olmak amaciyla dort farkli referans
modelin performans sonug¢larmi sunulmus,tur. Teyit ve DP’den toplanan 765 iddia
icinden 635 iddia secilmis ve bu iddialarlar ilgili 1900 tweet egitim igin kullanil-
mus tir. Kalan 387 tweet ise test icin kullanilmus tir. Kullanilan referans modeller
asagidaki gibidir.

« MBERT: CTL20-ED’de en iyi performans gdsteren modeller, BERT mo-
delinin [9] tdrevlerinin kullanmigtir [6]. EGitim verilerini kullanarak BERT in
cok dilli versiyonuna ( MBERT) hassas ayar yapilmus tir.

« BERTurk: Pires vd. [32], MBERT in performansinin ciimle i¢inde farklh
kelime siralarina sahip diller igin dugsebilecegini belirtmiglerdir. Turkge de
Ingilizce’den farkli kelime siralamasina sahiptir. Bu nedenle, sadece Tiirkce
metinler kullanilarak 6nceden egitilmis tek dilli bir BERT modeli olan BER-
Turk’e [33] hassas ayar yapilmus tir.

* LR-BOW: Kelime torbasini 6znitelik olarak kullanan bir lojistik regres-
yon modeli egitilmistir. Oncesinde baz1 6n isleme tekniklerini uygulanmis-
tir: kiiciik harfe ¢evirme, alfabetik olmayan karakterleri kaldirma, NLTK®
ile sik kullanilan kelimeleri ¢ikarma ve kelimeleri koklerine ayirma®. Yine
NLTK kullanarak tweetler kelimelere ayrilmis, ve 6znitelik olarak kullani-
lacak 6157 kelimeden olus,an kelime torbasi olus turulmus tur.

« SVM-BOW: Ayni s ekilde kelime torbasi 6znitelik olarak kullanilarak SVM
modeli egitilmistir.

LR-BOW ve SVM-BOW modelleri, Scikit” kiitiiphanesi kullanilarak varsayilan
parametrelerle egitilmistir. Tam modeller, ikili ve ¢oklu siniflandirma olarak iki

sekilde egitilmistir. ikili simiflandirmada, tweetlerin teyit gerekliligi cogunlugun

S www.nltk.org/
®https://snowballstem.org
"https://scikit-learn.org
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Cizelge 3.5.1: Referans Modellerin TrClaim-19 Veri Kiimesinde Degerlendirme
Sonuglar1. En iyi sonuglar koyu gosterilmis,tir.

Model AP P@1 | P@5 | P@10 | P@30 | R-P | nDCG
M-BERT .5508 | 0.0000 | .6000 | .6000 | .6667 | .5548 | .8643
BERTurk .5810 | 1.0000 | .6000 | .6000 | .7000 | .5685 | .8756
LR-BOW .3609 | 1.0000 | .2000 | .2000 | .2667 | .3245 | .8815
SVM-BOW | .3716 | 1.0000 | .2000 | .2000 | .3333 | .3444 | .8372

karar1 uygulanarak "teyit gerektiren" ve "teyit gerektirmeyen" etiketleri kullanil-
mus tir. Coklu siniflandirmada ise, her tweet icin toplam teyit gerektiren etiket sayi-
sin1 belirten dortlu bir etiket 6lcegi (0, 1, 2 ve 3) kullanilmistir. Referans modeller
kullanilarak iddialar teyit gerekliliklerine gére onceliklendirilmis tir. ‘Ikilismiflan-
dirma sonuglari, AP, RP ve P@k olcutleriyle degerlendirilirken, ¢oklu siniflan-
dirma sonuglarmin degerlendirilmesinde nDCG puanlar1 kullanilmistir.

Cizelge 3.5.1, referans modeller icin degerlendirme sonuglarini géstermektedir.
ikili siniflandirmada tiim degerlendirme 6lciitlerine gore, en bagarili model BER-
Turk’tlr. Beklendigi gibi, BERT tabanli modeller ¢ogu durumda LR-BOW ve
SVM-BOW modellerinden daha bagarilidir. Coklu siniflandirmanin degerlendiril-
digi nDCG olgltiine gore, tim modellerin sonuglart genel olarak birbirine yakin
olsa da en bas aril model LR-BOW’dur.
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4 TEY ITGEREKTI REN I'DDI'ALARIN ONCELI'KLENDI RI'LMESI®

Tezin bu bélimiinde, AS-4: Iddialar teyit gerekliliklerine gére ey iyi nasil oncelik-
lendirilebilir? sorusuna cevap aranmaktadir. Bunun i¢in, BERT modeline hassas
ayar yapilmis, ve bu modelin tahmin sonuglar1 ve farkli 6znitelikler kullanilarak
bir lojistik regresyon modeli 6nerilmis,tir. Kullanilan 6znitelikler arasinda kelime
vektorleri, karsilastirma ifadelerinin varligi, yerel bolgeye 6zgu tartismali konu-
lar ve digerleri bulunmaktadir. Modelimiz, CTL’18 ve CTL’19 veri kiimelerinde
sirasiyla 0,255 ve 0,176 MAP puanlarina ulas,arak, ilgili veri kimelerini kulla- nan
CTL katilimeilar1, Claim-Buster [21], BERT, XLNET [40] ve Lespagnol vd. [25]
’in modelleri de dahil olmak iizere tiim en bas arih modellerden daha iyi
performans gostermis.tir.

4.1. Onerilen Yoéntem

Teyit gerektiren iddialarin 6nceliklendirilmesi igin yapilan ¢alis,malarin bir kismu,
etkili 6znitelikleri arastirirken, digerleri de donastlricl (transformer) modellerin
en iyi nasil hassas ayar yapilacagina odaklanmaktadir. Bizim yaklagimimiz ise bu
iki farkl aras tirma yonini birles tirmeyi amaglamaktadir.

Onerilen yontemin agamalar1, Sekil 4.1.1°de gosterilmistir. Onerilen yontem, has-
sas ayarli bir dontstirici modelinin tahminini asagida agiklanan diger 6znitelik-
lerle birlikte kullanan karma bir yaklasimdir. CTL tarafindan saglanan veri kiime-
leri tartis,ma dokiimanlarini icermektedir. Tartis,malarin interaktif sdylem yapisi
nedeniyle, birgok kesilmis, veya eksik ciimle bulunmaktadir. Bu nedenle ilk dnce,
bir veya iki kelimeli ifadeler filtrelenmis,tir. Ardindan ifadeleri siralamak igin de-
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BERT Modeli

. 2
Egitim Veri Kiimesi 2 >| Oznitelikler
4
Test Veri Kiimesi > Ogrenm¥ Modeli Teyit Gerektirme "Ihtimali

>

Sekil 4.1.1: Iddialarin Teyit Gerektirmelerine Gére Onceliklendirilmesi igin One-
rilen Yontem. 1) Oncelikle, BERT modeli egitim veri kimesi kulla-
nilarak hassas ayarlanir ve 2) tahmin sonuglarindan 6znitelik olus tu-
rulur. 3) Diger oznitelikler gikartilir. 4) Oznitelikler kullanilarak 6g-
renme modeli egitilir. 5) Egitilen 6grenme modelinden test veri kii-
mesi igin teyit gerektirme ihtimalleri elde edilir.

netimli modelimiz uygulanmis tir. LR, SVM, RF, MART [14] ve LambdaMART
[39] dahil olmak tizere gesitli 6grenme modelleri incelenmistir. Kullanilan 6znite-
likler sus,ekildedir.

« MBERT: ilgili egitim veri kiimeleri kullanilarak MBERT modeline hassas
ayar yapilmistir. Ardindan, bu modelin tahmin degeri 6zniteliklerden biri
olarak kullanilmus tir.

« Kelime Vektorleri (KV): Anlamsal ve s6zdizimsel olarak benzer olan ke-
limeler vektor alaninda yakin olma egilimindedir ve iddialar arasindaki ben-
zerliklerin bulunmasina yardime1 olmaktadirlar. Her bir ciimle, vektori mev-
cut olan kelimelerinin vektorlerinin ortalamasi olarak temsil edilmektedir.
Kelime vektorleri, 300 boyutlu vektdrlere sahip 6nceden egitilmis word2vec
[28] modelinden edinilmis tir.

 Tartis, mah Konular (TK): Tartis,mali konular hakkindaki ciimleler, teyit
gerektiren iddialar1 icerebilmektedir. Lespagnol vd. [25], Wikipedia maka-
lesi olan "Wikipedia: Tartis, mali konularin listesi" nden derlenen tartis,mal

konularm bir listesini ¢alis, malarinda kullanmus lardir. Ancak kullandiklar:
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liste, "Lubnan”, "Cernobil” ve "Ispanya I¢Savas 1" gibi mevcut ABD med-
yasinda ¢ok smirl1 yer alan birgok tartis, mali konuyu kapsarken, mevcut veri
kiimeleri gtincel ABD siyaseti hakkidadir.

Bir konudaki tartigmanin topluma bagli oldugunu distinilmektedir. Orne-
gin, ABD’li politikacilar gdgmenler igin farkli politikalar 6nermektedirler
ve bu politikalar, gogmenler ile destekgileri arasinda tartis,malara yol ac-
maktadir. Ote yandan, ABD i¢ siyaseti, Akdeniz’deki miilteci kriziyle Av-
rupa lilkelerine gore ¢ok daha az ilgilenmektedir. Bu nedenle, Meksikali
gogmenlerle ilgili bir iddia, ABD’de yagayan insanlar i¢in dogrulugu teyit
gerektiren olabilirken, miltecilerin Avrupa’ya ulas,mak icin tehlikeli bir yol
izlediklerine dair iddialar1 6nemsiz bulabilmektedirler. Buna kars ilik, Av-
rupa’da yas ayan insanlar ikinci vakay1 teyit gerektiren, ilk vakayi ise teyit
gerektirmeyen olarak degerlendirebilir.

Bir konudaki tartigmalar zamanla degisebilmektedir. Ornegin, Wikipedia
listesinde de olan "Soguk Savas"”, 1991°’de Sovyetler Birligi’nin dagilma-
sindan 6nce ABD siyasetinde en ¢ok tartis,ilan konulardan biridir. Ancak
giinimiizde ABD medyasinda nadiren yer almaktadir. Bu nedenle, diinya
capmda ve tarihte tartis,mali herhangi bir konu yerine, kullanilan verilerle
ilgili tartis,mali konularin kullanmas1 6ngorulmektedir.

ilk olarak, mevcut ABD siyasetinden gdg, silah politikasi, rke¢ilik, egitim,
islam, iklim degisikligi, saglik politikas, kiirtaj, LGBT, terér ve Afganistan
ve Irak’taki savas lar dahil 11 ana konu belirlenmis tir. Her konu icin, ilgili
kelimeleri belirlenmis, ve kelime vektorlerini kullanarak bu kelimelerin vek-
tor ortalamalar1 hesaplanmistir. Ornegin, gé¢menlik konusunda "gécmen-
ler", "yasadis 1", "sinirlar", "Meksikali", "Latin" ve "Hispanik" kelimeleri
kullanilmus tir.

Bu 11 boyutlu 6znitelik grubunda, kelime vektorleri kullanilarak climleler
ve her konu arasindaki kosints benzerligini hesaplanmigtir. NLTK ile sik
kullanilan kelimeleri (stop words) haric tutularak ctimleler icin kelime vek-

torlerinin ortalamalar1 kullanilmus tir.
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« Kars las,tirma | fadeleri (KI): Politikacilar sik sik kendilerini bas kalariyla
kars 1las tiran ctimleler kullanirlar. Ciinki, halki rakiplerinden daha iyi ol-
duklarma ikna etmeye calis,irlar. Bu nedenle, siyasi konus,malardaki kars 1-
lastirmalar, insanlarin oy verme kararlarini etkileyebilir ve bu ylzden, dog-
rulugunu kontrol etmek 6nemli olabilmektedir. Bu nedenle, bu 6znitelik
icin, cimlelerde kars,ilas trma sifatlarinin ve zarflarinin sayisi kullanilmak-
tadir.

« Ozel Kelime Listesi (KL): Belirli kelimeler,teyit gereklilik hakkinda onemli
bilgiler verebilmektedir, ¢tinkii 1) 6nemli bir konuyla ilgili olabilir (6rnegin,
"issizlik™), 2) sayisal bir degeri temsil edebilir ve cimlenin gercekligini arti-
rabilir ( 6rnegin, "ylzde™) ve 3) semantik, iki durum arasindaki bir karsilas-
tirmay1 belirtebilirler (6rnegin, "artis" ve "azalma™). Bu nedenle, ilk olarak
CTL’ 18 ve CTL’19 egitim veri kiimeleri analiz edilerek 66 kelime belirlen-
mis tir. Bu 6znitelikte, secilen kelimelerin bas sozcikleri (lemma) ile ilgili
cumledeki kelimelerin bagsozciikleri arasinda bir értisme olup olmadigini
kontrol edilmektedir.

« Yuklem Zaman Kipleri (YZ): Gelecekle ilgili iddialarm teyit edilemez,
ancak s.imdiki zaman veya gecmis, le ilgili iddialar1 teyit edilebilir. Bu ne-
denle, ctimlelerin ylklem zamani, iddialarmn teyit gerekliligi icin etkili bir
gosterge olabilir. Bu 6znitelik vektord, cimlelerin yiuklemindeki ces.itli za-
man ¢ekimlerinin varligina gore belirlenmistir.

« POS Etiketleri (POS): Bir cimle herhangi bir bilgilendirici kelime icermi-
yorsa, 0 zaman teyit gerektirme olasihigi daha distktir. Bir iddianin bilgi

yiikiinii belirtmek i¢in, isim, fiil, zarf ve sifatlarn sayilar1 6znitelik olarak
kullanilmus tir.
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4.2. Deneyler

Bu boliimde, deney diizenegi (Bolum 4.2.1), sonuglar1 (Bolum 4.2.2) ve gelistiri-

len modelin ¢iktilar1 iizerine yapilan nitel analiz (Boliim 4.3) anlatilmaktadir.

2  Deney Duzene gi

Gergekles tirme ayrintilari, deneylerde kullanilan veri kiimeleri, gelis tirilen mo-
delin karsilastirildi§i referans modeller ve degerlendirme Olgtleri bu bdlimde
aciklanmaktadir.

4.2.1.1 Gergekles, tirilme

BERT modeline, veri kiimeleri kullanilarak 2e-5 ve bir dongu ile hassas ayar yap-
mak icin ktrain® kitiiphanesi kullamlmistir. Varsayilan olarak, asir1 ogrenmeyi
onlemek i¢in bir birakma (dropout) katmani kullanilmus tir. Tlm s6zdizimsel ve
anlamsal ifadelerin ¢ikarimlari icin SpaCy? kullanilmus tir. SVM, RF ve LR uy-
gulamalar icin Scikit kiitiphanesi kullanilmistir. Ogrenme algoritmalarmnin para-
metre ayarlar1 asagidaki gibidir. SVM i¢in varsayilan parametreler kullanilmak-
tadir. RF icin agac sayis1 50, maksimum derinligi 5 olarak ayarlanmistir. LR igin
cok terimli ve lbfgs ayarlar1 kullanilmus tir. MART ve LambdaMART modelleri
icin RankLib® kitiiphanesi kullanilmistir ve agac ve yaprak sayisini sirastyla 50
ve 2 olarak belirlenmistir. iddialar1 dnceliklendirmek icin 6grenme modellerinin

aktivasyon fonksiyonu ¢iktilar1 kullanilmus tir.

https://pypi.org/project/ktrain/
%https://spacy.io/
3https://sourceforge.net/p/lemur/wiki/RankLib/
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Cizelge 4.2.1: Kullanilan Veri Kiimeleri Detaylar1. Teyit gerektiren iddia oranlar1

parantez iginde verilmis,tir.

CTL18 | CTL19 | CTL20- | CTL20- | CTL20- | TrClaim-
ED ET AR 19
Dil Ingilizce| Ingilizce| Ingilizce| Ingilizce| Arapca | Tirkce
Dokiiman| 3 19 50 1 1 1
g Cumle 4,064 16,421 | 42,776 | 822 1500 1900
o> | TG 90 433 487 290 458 729
“'| I'ddia (%2.2) | (%2.6) | (%1.1) | (%35.3) | (%30.5) | (%38.4)
Dokuman| 7 7 20 1 1 1
+ | Cumle 4,882 7,079 21,514 | 140 6000 387
E | TG 192 110 136 60 1604 146
I ddia (%3.9) | (%1.6) | (%0.6) | (%42.9) | (%26.7) | (%37.7)

4.2.1.2 Veri Kiimeleri

Bu tez calismasinda, CTL’18, CTL’19 ve CTL’20 tarafindan saglanan ingilizce ve
Arapca veri kiimeleri ve Turkce veri kiimesi TrClaim-19 dahil olmak (zere alt1
farkli veri kiimesi kullanilmuis tir. Bunlarla ilgili ayrintilar Cizelge 4.2.1°de veril-
mis tir. CTL’18 ve CTL’20-ED, tartis,ma programlarmin ve konus,malarin dokim-
lerinden olus,urken, CTL’19 ayrica basin konferanslar1 ve gonderileri igermekte-
dir. CTL20-AT, "Arap Diinyasinda Covid-19" ve "Sudan ve normalles,me" gibi
ces,itli konularda Arapga tweet’lerden olus,urken, CTL20-ET, Covid-19 hakkinda
‘Ingilizce tweet’lerden olus, maktadir. TrClaim-19, Tstanbul’da yas anan deprem ve
belediye se¢imleri gibi Tiirkiye’de yas.anan dnemli olaylar1 takip eden 2019’da
toplanan Turkgce tweetleri kapsamaktadir. Tek 6znitelikli deneylerde ve CTL kati-
limcilar ile Kars 1las tirmalarda, adil bir karsilas tirma yapmak i¢in CTL ile ayn1 ku-
rulum kullanilmaktadir. Ancak farkli egitim kiimelerinin etkisini arastirmak icin
yapilan bir sonraki bélimdeki ( Bolim 5.1) deneylerde egitim kiimesini degistiri-
lip test kiimesi ayn1 tutulmaktadir. Ornegin, CTL’18 ile ilgili deneyler yapilirken,
CTL’18 egitim kiuimesi ve diger veri kiimeleri kullanilarak BERT modeline hassas
ayar yapilmis, ve ardindan CTL’18 test kimesinde sonuglar alimmus tir.
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Referans Yontemler

Geligtirilen modelimiz asagidaki modellerle karsilagtirilmigtr.

+ Lespagnol vd. [25]: Lespagnol vd., CTL’18’de s,imdiye kadarki en iyi so-
nuglar1 elde etmis, lerdir. Bu nedenle, onlarin galis, masini referanslardan biri
olarak kullanilmaktadir. CTL’19 sonuglarini1 almak igin, kendi kodlarmi al-
mak Uzere yazarlarla iletis,ime gecilmis tir. Yazarlardan "bilgi beslenme™ 6z-
niteliklerinin degerleri ve kelime vektdrlerinin nasil olusturulacagma dair
talimatlar edinilmistir. Paylastiklar1 degerler kullanilarak ve verdikleri tali-
matlar takip edilerek deneyler yapilmus tir. CTL20-ED igin ise, "bilgi bes-
lenme" 6zniteliklerini olus turmak igin kendi uygulamamiz kullanilmus tir.

+ ClaimBuster: CTL’18 ve CTL’19°da mevcut olmayan tartis,ma programlari
doktmlerini kapsayan bir veri kiimesi Gizerinde 6nceden egitilmis olan Cla-
imBuster API [21] kullanilmus tir. Kullandiklar1 veri seti, gelis,tirdikleri bir
veri toplama platformu ile kitle kaynakli olarak etiketlenmis tir.

« BERT: BERT tabanli modellerin ¢es.itli NLP gorevlerinde en gelis,mis, mo-
dellerden daha iyi performans gosterdigi belirtildigi icin, modelimiz sadece
BERT kullanimma gore Karsilastirilmaktadir. ilgili egitim veri setini kulla-
narak BERT modeline hassas ayar yapilmis, ve hassas ayarli model kulla-
nilarak iddialarin teyit gerekliligi tahmin edilmistir. Hem M-BERT hem de
Temel BERT modeli (sadece 'Ingilizce) igin sonugclar belirtilmis tir.

« XLNET: XLNet’in ¢esitli NLP gérevlerinde BERT den tstin oldugu bildi-
rilmektedir [40]. Bu nedenle, ilgili egitim veri setiyle hassas ayar yapilarak
¢iktilar: almmus, ve modelimiz ilekars, ilas tirilmus tir.

« CTL’18, CTL’19 ve CTL’20-ED’nin En I'yileri: Her veri kiimesi icin,
paylasildigr gorevlerdeki en Ust siradaki katilimcilar olan sirasiyla Prize de
Fer [42], Kopenhag [20] ve NLPIR@UNE [26] sonuglar1 da kars ilas tir1l-

s tir.
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4.2.1.3 De gerlendirme Olgutleri

CTL gorevlerinde kullanilan ayni degerlendirme yontemi takip edilmektedir. Her
dosya (tartisma veya konusma dokiimani) i¢in AP, RP ve P@10 degerleri hesap-
lanmis ve ortalamalar1 alinarak degerlendirmede kullanilmigtir.

2 Deney Sonuclarn

Bu bélimde, aras tirma sorusu i¢in deneysel sonuglar sunulmaktadir. 1k olarak,
onerilen modelimizi gesitli makine égrenimi algoritmalar ile degerlendirilmistir
(Boliim 4.2.2.1). Ardindan, en iyi performans gosteren algoritmay1 secilerek ve
her bir 6zniteligin etkisini analiz etmek icin 6zniteliklerin degerlendirilmesi ¢alis-
masi yapilmus tir (B6lim 4.2.2.2). Son olarak, yontemlerimiz referans modeller ile
kars, 1las tirilmus tir (B6IUm 4.2.2.3).

4.2.2.1 O grenme Algoritmalarimin Karsilastiriimasi

Ik deney kurulumunda, Boliim 4.1°te tanimlanan tiim 6znitelikler kullanilarak lo-
jistik regresyon (LR), SVM, rastgele orman (RF), MART ve LambdaMART mo-
dellerini degerlendirilmistir. Cizelge 4.2.2, her modelin MAP puanlarin1 goster-
mektedir. LR, tm veri kiimelerinde diger tim modellerden daha bagsarili sonuclar
vermektedir. Lespagnol vd. [13] CTL’18 iizerinde yaptiklar1 benzer bir deneyde
de, LR’1 kullandiklarinda diger modellerden daha yiiksek sonuclar elde ettiklerini
bildirmis, lerdir. Bu yuzden, sonraki deneylerde LR kullanilmaktadir.
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Cizelge 4.2.2: Tiim Oznitelikleri Kullanan Farkli Modellerin MAP Puanlar:

Ogrenme Modeli | CTL18 | CTL19 | CTL20-ED
LR 2275 1813 .0668
RF 1730 1538 0464
SVM 1317 1341 0211
MART 1781 1753 .0246
Lambda MART | .0682 0572 .0139

4.2.2.2 Ozniteliklerin De gerlendirilmesi

Kullanilan 6zniteliklerin etkinligini analiz etmek igin iki teknik uygulanmaktadir:
1) Bir tir 6znitelik grubunu hari¢ tuttugumuz ve modelin performansini onsuz
hesapladigimiz "bir 6znitelik olmadan” metodolojisi ve 2) yalnizca tek bir 6zni-
telik grubunun kullanildig1 "tek 6znitelik™ metodolojisi. Sonuclar Cizelge 4.2.3’te
gosterilmektedir.

Cizelge 4.2.3: Farkli Oznitelik Gruplar1 icin MAP Puanlari

Bir Oznitelik Olmadan Tek Oznitelik
Oznitelik CTL |CTL |CTL Oznitelik | CTL | CTL | CTL
18 19 20- 18 19 20-
ED ED
Hepsi 2275 | .1813 | .0668
Hepsi-MBERT | .2173 | .1605 | .0989 MBERT | .1850 | .1710 | .0231
Hepsi-KV 1741 | 1797 | .0563 | KV 2111 | 1428 | .0726
Hepsi-TK 2165 | 1793 | .0627 | TK 1361 | .1050 | .0610
Hepsi-POS 2276 | 1777 | .0653 | POS 1047 | .0635 | .0673
Hepsi-KI ) 2249 | 1774 | .0667 KI’ 0796 | .0675 | .0290
Hepsi-KL 2129 | 1744 | .0680 | KL 1538 | .1098 | .0314
Hepsi-YZ 2557 | 1771 | .0654 | YZ .1007 | .0593 | .0338

Cizelge 4.2.3teki sonuglar, 6zniteliklerin her veri seti tizerinde farkl etkileri ol-
dugu gostermektedir. MBERT, CTL’19°daki en etkili d6zniteliktir. Ancak, beklenti-
lerimizin aksine KV, CTL’18’de MBERT *ten daha etkili bir 6znitelik gibi sonuglar
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vermis tir. Ayrica MBERT, CTL’20-ED’de en kétii sonuglar1 vermektedir. KV ha-
ri¢ tutuldugunda, tim test koleksiyonlarinda daha dugslik performans elde edilmis-
tir. Ayrica, yalnizca tek 6znitelik kullanilan deneylerde CTL’18 ve CTL’20-ED’de
KV ile en yiiksek MAP puanina ulas ilmus tir. CTL’19°da, yalnizca KV kullana- rak
0,1428 MAP puam elde edilmis ve bu, o koleksiyonda MBERT hari¢ diger
Ozniteliklerden daha etkili oldugunu gostermektedir.

Sonuclarda, tartismali konularin (TK) da etkili 6zniteliklerden oldugu goriulmek-
tedir. Bunlar hari¢ tutuldugunda ise, tim koleksiyonlarda modelin performansi
biraz dis,erken, yalnizca TK 6zniteliklerini kullanmak CTL’18 ve CTL’20-ED’de
yuksek puanlar vermektedir ve CTL’18’deki en iyi performans gosteren katilim-
cidan biraz daha iyi performans gostermektedir (Cizelge 4.2.3’te 0.1361°¢ kars 1
0.1332).

POS 06zniteliginin hari¢ tutulmasi, CTL 19 ve CTL’20-ED’de modelin performan-
sin1 biraz dusiiriirken, CTL’18’de neredeyse degistirmemistir. Ayrica, Ki’yi harig
tutmak, tiim koleksiyonlardaki performansi biraz dus,lirmektedir. Benzer s ekilde,
ozel kelime listesi (KL) Ozniteliklerinin hari¢ tutulmasi, CTL’18 ve CTL’19’da
performans dus,Us,Une neden olmaktadir. Yalnizca KL 6zelliklerini kullanmak ise,
CTL’18’in tim katilimcilarindan daha iyi sonuglar vermektedir (Cizelge 4.2.3’te
0.1538’¢ kars,;10.1332).

Elde edilen bas,arili sonuclar, bu listeyi genis letmenin daha fazla performans ar-
tisina yol acabilecegini gostermektedir. Yiklem zaman 6znitelikleri ile ilgili ola-
rak, sonuglar ise karigiktir. Yizlem zaman kipleri 6zniteliginin hari¢ tutulmasi,
CTL’19 ve CTL’20-ED’de hafif bir performans dis,s,ine neden olurken, CTL’19’da
yalnizca YZ kullanilmasi, diger "yalniz bir kullanim" deneylerinden daha diisiik
sonuglar vermektedir. Ayrica, YZ hari¢ tutuldugunda CTL’18°de en iyi sonug elde
edilmektedir. Genel olarak, sonuclar, YZ disinda tanimladi§inda tiim 6znitelikle-
rin, teyit gereklilik gorevi icin etkili oldugunu géstermektedir.
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Cizelge 4.2.4: Rakip Modeller ile Kars,las trma. Rakip modeli kendimiz uygula-
yarak aldigimiz sonuglar, * igareti ile belirtilmigtir. En iyi sonuglar
koyu gosterilmis_tir.

CTL’18 CTL’19 CTL’20-ED
Model MAP| RP P@10 MAP| RP | P@10| MAP| RP P@10
ClaimBuster| .200 | .216 | .243 | .133 | .156 | .200 | .064 | .039 | .055
Lespagnol 230 | .254 | .286* | .129*| .135*| .200* | .029* | .029*| .025*
et al. [25]
Prise de Fer | .133 | .135 | .143 | - - - - - -
Team
Copenhagen | - - - 166 | .418 | .229 | - - -
Team
NLP&IR - - - - - - .087 | .093 | .095
@UNE [26]
XLNET 197 | .239 | 257 | .093 | .077 | .114 | .028 | .007 | .015
M-BERT 185 | 222 | .286 | .170 | .195 | .243 | .022 | .021 | .015
BERT A79 | 219 | 229 | .145 | .211 | .214 | .061 | .062 | .065
Modelimiz | .256 | .266 | .357 | .177 | .208 | .229 | .065 | .080 | .080

4.2.2.3 Referans Modeller ile Kiyaslama

Ortalama olarak en yiksek MAP puanimi elde ettigi i¢in YZ digsindaki tlim 6zni-
telikleri iceren model birincil model olarak segilmis tir. likolarak, birincil modeli,
egitim icin kullanilan koleksiyonlar ile ilgili referans modellerle karsilastirma ya-
pilmistir (ClaimBuster farkli bir egitim kiimesinde énceden egitilmistir). Sonuclar
Cizelge 4.2.4’te sunulmus tur.

Onerilen modelimiz, CTL’18 koleksionunda diger tim modellerden tim deger-
lendirme OlgUtlerinde daha iyi performans gostermektedir. CTL’19°da ise CTL’de
kullanilan resmi metrik olan MAP puaninda en yiksek degere ulasiimistir. MBERT
modeli, CTL’19’da P@10 puani1 bakimindan diger modellerden daha iyi perfor-
mans gostermektedir. RP degerlendirmesinde ise, Kopenhag Takimi en yiksek
puani almistir. CTL’20-ED’de, tim modellerin performanslar1 diger koleksiyon-
lara kiyasla daha azdir, hatta en iyi model yalnizca 0,087 MAP puanina ulas,ns tir.
Bunun nedeni, CTL’20-ED’nin egitim ve test kiimelerindeki son derece dustk te-
yit gerektiren veri orani olabilir (Bkz. Cizelge 4.2.1). Bununla birlikte, MBERT,
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Lespagnol vd. ve XLNET, bu koleksiyonda dus,ik performans gosterirken, NL-
PIR@QUNE digerlerinden belirgin bir sekilde daha iyi performansa sahiptir. Mo-
delimiz ise, en iyi ikinci sonucu elde etmistir. Cizelge 4.2.3’te g0sterildigi gibi, bu
koleksiyonda MBERT kullaniminin modelimizin performansi iizerinde olumsuz
etkisi vardir. MBERT dis,indaki tiim 6znitelikleri kullanan modelimiz 0,0989’a
ulas,arak NLPIR@UNE’den daha bas,arili olmus tur.

4.3. Nitel Analiz

Bu boliimde, ilgili koleksiyonun yalnizca egitim verileriyle egitilmis modelimizin
¢iktilar1 (yuklem zaman 6zniteligi hari¢ tim 6znitelikleri kullanan lojistik regres-
yon) uizerine nitel analiz sunulmaktadir. Her girdi dosyasi igin, iddialar teyit gerek-
liliklerine gore siralanmus, ve ardindan en yiiksek puana sahip, teyit gerektirmeyen
iddialar tespit edilmis tir. Cizelge 4.3.1 ve 4.3.2, CTL’18, CTL’19 ve CTL’20-ED
test kiimelerindeki tim dosyalar icin bu teyit gerektirmeyen ifadeleri gostermek-
tedir. Nitel analizde asagidaki konular1 belirlenmistir.

« Gelecekle ilgili iddialar: 1. ve 34. satirlardaki ifadeler, gelecege yonelik
iddialardir. Yiklem zamani 6zniteligini iceren modelimiz, bu ifadeleri daha
dus, Uk siralarda siralayabilir, ancak birincil modelimiz, ortalama olarak daha
disuk performans sagladigi icin bu 6zniteligi kullanmamaktadir.

« Karmas ik Cimle Yapasi: 2. ve 33. satirlardaki ifadelerin uzun ve karmas, ik
olmasi, belki de BERT modelinin ve ifadeleri temsil eden kelime vektoru

Ozniteliklerinin performansini azaltmaktadir.

« Veri Kimelerinin Etkilesimli S6ylem Yapisi: Kullandiimiz veri kiime-
leri, siyasi tartis,malar1 ve konus,malar1 kapsamaktadir. Bu nedenle, bir¢ok
ifade duzgln yapida cimleler degildir veya konugsma sirasinda kullanilan
bircok eksik cumleler ve Unlem ifadeleri icerebilmektedir. Modelimizin, bu
ifadeleri siralamada yetersiz kaldigin1 gérilmektedir. 3. ve 24-27 arasi Sa-
tirlardaki ifadelere bakildiginda, modelimizin bariz bir hata yapti§1 ve eksik
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cumlelere ¢ok yiksek puanlar verdigi gortlmektedir. Belki de bunun ne-
deni, bu ifadelerin 6nemli konular veya sayisal degerler hakkinda kelimeler
icermeleridir. Ornegin "jobs" kelimesi iclincl satirdaki ifadenin, tanimladi-
gimiz tartismali konulardan biri olan igsizlikle ilgili oldugunu gostermekte-
dir.

Ayrica, belirli bir konuyla ilgili sayisal degerler, 6znel agiklamalardan daha
kolay dogrulugu kontrol edilebildiginden, sayisal ifadeler sik sik teyit ge-
rektiren iddialarda kullanilmaktadir. 28. ve 29. satirlardaki ctimleler, daha
once ilgili tartis,mada bas ka bir kis,itarafindan kesilen ciimlelerin devami
gibi goérinmektedir. Yine bu eksik ciimleler, El Kaide ve uyus,turucu gibi bir-
cok onemli kelimeyi icermektedir. 17. satirdaki climleyi ¢oziimlemek zor-
dur ¢linki bu cimle gramer agisindan diizglin degildir. 30. siradaki ifadede
ise, konus,maci konus,urken kendini diizeltmektedir.

Kelimeleri siralamasi, modelin tahminlerini etkilediginden, bu tir ctimlele-
rin donus,tarticti modellerinin performansini dis,trmesi de muhtemeldir. Fa-
kat MBERT, genellikle gramer agisindan dogru ve dizenli cimlelere sahip
Wikipedia makaleleri tzerinde dnceden egitilmistir. Bu nedenle MBERT,

Satir 17 ve 30°daki gibi ciimleler i¢in iyi performans géstermeyebilmekte-
dir.

Teyit Gerekliliginin Oznelligi: Vasileva vd. [35], dogruluk kontrolii yapan
kurulus larin, se¢ilen iddialar arasindan ¢ok azi ile farkli iddialar1 aras tir-
diklarmi belirtmis, lerdir. Ayrica TrClaim-19 analizlerinde (B6lim 3.4 ) be-
lirtildigi gibi, etiketleyicilerin iddialarin teyit gerekliligi konusunda siklikla
fikir ayrih@ma distagi de bildirilmigtir. Bu ¢alismanin bulgularint dogru-
layacak sekilde, 4-19. satirlardaki ifadelerin etiketlerinin 6znelligi gézlem-
lenebilmektedir. Cilinkii bunlar ashinda ger¢eklere dayali iddialardir ve teyit
gerektiren olarak kabul edilebilirler. Ornegin, 8., 11., 13., 15-19. satirlardaki
ifadeler insanlarin oy verme kararini etkileyebilir. Bu nedenle, dogruluklari
teyit gerektiren olabilir.

Genel Iddialar: 20. satirdaki iddianin dogrulugunu teyit etmek zordur ciinkii
iddia ¢cok geneldir. Yoksullugun artip artmadiginin kontrol edilebilmesi icin,
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referans zaman noktasina da ihtiya¢ vardir. Bu nedenle, etiketleyicilerbunu
teyit gerektirmeyen olarak degerlendirmis olabilirler.

Zamirler: 21-23. satirlardaki iddialar, ilgili tartis,;mada dnceki ifadelerde
belirtilen belirli bir konuya veya kis,iye atifta bulunan zamirleri kullanmak-
tadirlar. Bu durum, modellerimizde baglamin dikkate alinmasinin perfor-
manst lyilestirebilecegini gostermektedir.

Kos,ullu Clmleler: 31. satirdaki ifade, eksik bir kos,ullu cimledir. Kosul
cumlesindeki ifade ("Rusya hacklendi) teyit gerektiren olabilir. Bununla
birlikte, kosul climlesi nedeniyle gercekte dogrulanmasi gereken bir iddia
bulunmamaktadir. GOriinus,e gore, modelimiz bunu yakalayamamaktadir.
32. satirdaki ifade, tam bir kos,ullu cimle icermektedir. Cimlenin karmas, k-
g1 nedeniyle, kelime vektorleri ve MBERT oznitelikleri, iddianin gergekte
bir iddia olmadigin1 anlayamayabilir.

Sorunlu Etiketler: Veri kiimesindeki etiketler i¢inde tutarsizliklar oldugu
da gorillmektedir. Ornegin, 9. satirdaki ("400.000 is ¢ikardik") ifadesi farkli
bir dokiimanda (20160311 12 gop) da mevcuttur ve o dokimanda "teyit
gerektiren” olarak eklenmis tir. Ek olarak, farkli etiketlere sahip anlamsal
olarak cok benzer ifadeler de mevcuttur. Ornegin, 20160926 1 pres do-
kiimaninin 1079. satirindaki Donald Trump’in "Irak’taki savas,1 destekle-
medim" ifadesi "teyit gerektirmeyen" olarak etiketlenirken, ayni dosyanin
1086. satirdaki "Irak’taki savas,a kars, iydim" ifadesi, “teyit gerektiren "ola-
rak etiketlenmistir. Her iki ifade de benzer anlamlara sahiptir ve ayni1 bag-
lamda bulunmaktadir (dosyadaki konumlar1 ¢ok yakindir). Bu nedenle, her
ikisi de ayn1 etiketlere sahip olabilir.

Kars 1argiiman olarak ise, "kars 10lmak"in bir eylemi belirtmesi, "destekle-
memek"in herhangi bir eylemi belirtmemesi séylenebilir. Bu nedenle, ben-
zer ifadeler icin farkli etiketler, yine teyit gereklilik kararlarinin 6znelligin-
den kaynaklaniyor olabilir.
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Etiketine kesinlikle katilmadigimiz ifadeler de mevcuttur. Ornegin, dokii-
manlardan birinde (20170315 _nashville) Donald Trump’in "Otomobil en-
dustrimizi tekrar ise koyacagiz" ifadesi teyit gerektiren olarak etiketlenmig-
tir. Ancak ifade gelecekle ilgilidir ve dogrulanmast mimkin degildir.

Yapilan nitel analizler, iddialarin teyit gerekliligine dair etiketlemenin 6znel ol-
dugunu ve etiketlerin bazen yanlis olabilecegini gostermektedir. Kutlu vd. [24],
belgelerdeki metin alintilarin gerekgeler olarak kullanilmasinin, ilgililik deger-
lendirmesindeki anlagmazliklar1 anlamaya yardime1 oldugunu gostermiglerdir. Bu
fikri ile, TrClaim-19 olus turulurken teyit gerektiren etiketleri igin gerekgeler de
toplanmus tir. Teyit gerektiren etiketlerinin arkasindaki gerekgeler, etiketin bir in-
san yargilama hatasindan mi yoksa etiketleme gorevinin 6znelliginden mi kaynak-
landi§inin anlasilmasina yardimci olmaktadir. Ayrica, bu etiketlerin arkasindaki
gerekgeler, bu zorlu sorun igin etkili ¢ozimler gelistirilmesine katki saglamakta-
dir.
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Cizelge 4.3.1: CTL 18 ve CTL’19 Test Dokiimanlarinda En Ustte Siralanan Teyit

Gerektirmeyen Ifadeler. Ifadelerin orijinali  Ingilizce olup
Tiirkce’ye gevrilmis tir.

Satir | | fade

1 CLINIION: Sahip oldugu plan bize mal olacak ve muhtemelen baska bir Blylk Buhran’a yol
acacak.

2 CLINTON: Sonra, New York Daily News roportajinda, Sandy Hook ailesinin genclere sa-
ves, silahi, savas, alaninda 6ldiirme reklamlari yapilan AR-15’in reklamini dizginlemek igin bir
seyler yapmaya calismasi icin dava agip desteklemeyecegi soruldugunda, bunu iki katina
¢ikardi.

—~ 3 TRUMP: s ler, is ler, is ler.
[:1 4 TRUMP: Bundan dnce Demokrat Bas kan John F. Kennedy, ekonomiyi canlandiran ve is siz-
Q ligi buyuk 6lciide azaltan vergi indirimlerini savundu.

5 TRUMP: Diinyanin en biiyiik s,irketi Apple, Amerika’ya yurtdis,indan 245 milyar dolar kar
getirmeyi planladigini duyurdu.

6 TRUMP: Amerika, Bill ve Hillary Clinton tarafindan desteklenen feci ticaret anlas, malarinin
yurirluge girmesinin ardindan 1997°den beri imalat islerinin neredeyse Ugcte birini kaybetti.

7 TRUMP: Gegen yil dlnya ile ticaret agigimiz yaklasik 800 milyar dolardi.

8 O’MALLEY: Egitim finansmanim yizde 37 artirdik.

9 KASICH: 400.000 is, kazandik.

10 TAPPER: Eles tirmenler, bu anlas,malarin kurumsal Amerika’nin kar hanesi igin harika oldu-

=) gunu, ancak ABD’ye en az 1 milyon ise mal oldugunu séyliyor.
E 11 TRUMP: s sizlik bas,vurulari 45 yilin en diis,iik seviyesine ulas,t1.
Ol 12 TRUMP: Eger dustnirseniz, su ana kadar celik dékiimine % 25, aliminyum dampingine %
10 gumrik vergisi koydum.
13 TRUMP: Engelli Amerikalilar i¢in is sizlik de tiim zamanlarin en diis,iik seviyesine ulas t1.
14 TRUMP: Tarihlerinde gordiikleri en fazla sayida cinayete sahipler - yaklas ik 40.000 cinayet.
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Cizelge 4.3.2: CTL’20-ED Test Dokiimanlarinda En Ustte Siralanan Teyit Gerek-

tirmeyen Ifadeler. Tweetlerin orijinali ‘Ingilizce olup Tiirk¢e’ye Gev-
rilmis tir.

CTL’20-ED

15 CRUZ: Ama bunlarin hepsi, 20 y1l 6nce Kuzey Kore ile yaptirimlar: kaldiran, milyarlarca
dolarin akmasina izin veren ve bu paray ilk etapta niikleer silah gelis,tirmek i¢in kullanan
Clinton yonetiminin bas arisizliklarinin sonucudur.

16 CRUZ: Yakin zamanda yapilan bir arastirma, Bernie’nin az 6nce sdyledigi Obamacare yetki-
lerinin arttiin1 buldu - en pahali U¢ geng insan i¢in yetki primleri yiizde 44 oraninda artt1.

17 TRUMP: Ama daha iyisini yapmaliyiz ¢unki Cin ile olan ticari agigimiz, bildiginiz gibi 504
milyar dolar.

18 TRUMP: Demokratlarin saglik hizmetlerini yok etme plani, yasadist go¢menlerin yardimla-
rin1 finanse etmek icin Medicare’e baskin yapmay1 da igeriyor.

19 TRUMP: Gegen yil yaratilan yeni islerin % 60’m1 kadinlar doldurdu ve kadin igsizligi su
anda 74 yilin en diis iik seviyesinde ..

20 SANDERS: Yoksulluk artiyor.

21 TRUMP: Ozel bir e-postasi vardi.

22 TRUMP: Rusya’y1 temsil ediyor.

23 TRUMP: Dus,Unllemez - 1,8 milyar dolar.

24 TRUMP: Kirk dort milyar.

25 TRUMP: Yiizde yirmi bes,.

26 TRUMP: Rusya, Rusya, Rusya, Rusya.

27 BIDEN: Anneler - 6rgt - s,iddete kars,1 anneler - silahli s iddet.

28 CLINTON: ... Afganistan-Pakistan tiyatrosunda El Kaide ile micadelede.

29 BUTTIGIEG: ... veya regeteli ilaglarin maliyeti.

30 TRUMP: Kanada ile buyUk bir ticaret acigimiz var, okudum, oh, aslinda bu fazlalik.

31 TRUMP: Rusya hacklenirse, Rusya bizim secimimizle bir ilgisi varsa,

32 TRUMP: Ama bir ticaret anlas,masinda bize Kuzey Kore konusunda yardim etselerdi, yardim
etmemelerinden kesinlikle ¢cok daha kolay olurdu.

33 RON DESANTIS: Pinellas County’de kérfezin hemen karsisinda biylyup saatligi alti dolar-
dan calis,maya bas, layan biri olarak burada bulunmak, Amerika Birles,ik Devletleri Bas kani
tarafindan onaylanmus, olmak gercek bir onurdur.

34 DE BLASIO: Ben baskan oldugumda, skoru esitleyecegiz ve burayi daha adil bir ilke yap-

mak ve ¢aligan insanlari ilk siraya koyan bir (ilke olmasimi saglamak igin zenginlerden vergi
alacagiz.
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5.E gitim Veri Kimesinin Etkisi

Onceki boliimde (Bolim 4) 6nerilen modelimizde, MBERT ile farkli 6znitelikler
kullanilmaktadir. Ancak, onceki ¢alis,malar sadece donus,tiriici modellerini has-
sas ayarlamanin bile teyit gereklilik ve diger NLP gorevlerinde ¢ok basarili sonug-
lar ortaya cikarabilecegini gostermistir. Bu nedenle, AS-5: ince ayarlanmis BERT
modelinin teyit gereklilik gorevi i¢in daha fazla etiketli veri kullanmasi perfor-
mansi artitir m1? ve AS-6: Egitim verisi nasil artirilabilir ? arastirma sorularina
odaklanilmus tir.

5.1.E gitim Veri Kiimesi Artirma Yontemleri

Bu bélumde, BERT modellerine hassas ayar yapmak icin elle etiketlenen veri bo-

yutunu artirilabilecek dort farkli yontem agiklanmaktadir.

5.1.1 Rastgele Artirma (RastArt)
Bu yontemde "Herhangi bir ek etiketli veri donus, tirticti modellerinin performan-

st artirir m1?" sorusuna cevap aramak icin, etiketli veriler rastgele secilip egitim
verilerine eklenmis tir.
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5.1.2 Teyit Gerektiren | ddia Sayisim Artirma (TGArt)

Mevcut veri kiimelerinin cogunda teyit gerektiren iddialarin sayis1 ¢ok azdir (BKz.
Cizelge 4.2.1). Bu nedenle, donus,turticti modelleri, teyit gerektiren iddialarmn ger-
cek ozelliklerini tam olarak 6grenemeyebilir. Ayrica, negatif drnekler, teyit gerek-
tirmeyen iddialar, eklemek, etiket dagilim dengesizligini artirarak potansiyel ola-
rak modellerin performansimi dus, tirebilmektedir. Bu nedenle, bu yontemde, etiket
dengesizligini azaltmak i¢in pozitif 6rnekler, teyit gerektiren iddialar, eklenmistir.

5.1.3 Aktif O grenme ile Artirma (AOATrt)

Rastgele secilen veriler, modeli etkili bir sekilde egitmek igin yararli olmayabi-
lir. Bu nedenle, bu bélimde etiketlenecek verileri segmek icin aktif bir 6grenme
yontemi uygulanmaktadir. Model éncelikle temel veri kiimesinde egitilir ve egitil-
mis model kullanilarak diger veriler siralanir. Daha sonra, en st siradaki N iddia
secilerek dnceki egitim kiimesine eklenir. En (st siradaki iddialar1 segmek, teyit
gerektirebilecek iddialarin secilmesine olanak saglamaktadir. Bu ylzden, etiket
dagiliminindaki dengesizlik de azaltilabilir.

5.1.4 Cok Dilli E gitme

Yanls, bilgi kiiresel bir sorun olsa da, her dil i¢in ayr1 bir model olus,turmak

son derece zordur. Cok dilli modeller bu sorun igin etkili bir ¢6ziim olabilir. Ayni
zamanda, her dil i¢in iddialar1 etiketlemek hala maliyetli bir siiregtir. Bu nedenle,
bu ydntemde, diller arasi egitimin teyit gereklilik goérevi icin ne kadar etkili
oldugunu aragtirilmistir. Ozellikle, cesitli dillerdeki etiketli veriler kullanila- rak
MBERT modeline hassas ayar yapilmis ve belirli bir dilde degerlendirilmistir.
Ornegin, CTL ingilizce veri kiimeleri kullanilarak MBERT modeline hassas ayar
yapilarak, Tiirkge igin teyit gereklilik veri kiimesi olan TrClaim-19 Uzerinde test
edilmistir. Mevcut veri kiimeleri ingilizce, Arapca ve Tiirkce oldugu icin, bu diller
Uzerinde galis,ma yapilmus tir.
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5.2. Deneyler

5.2.1 Deney Sonuclan

Bu bolumde, egitim verisi boyutunun BERT modellerinin(AS-5) performans Uze-
rindeki etkisini analiz etmek, egitim veri boyutunu (AS-6) artirmak igin en iyi
yontemi bulmak ve cok dilli egitimin performans Uzerindeki etkisini gozlemle-
mek icin deneyler yapilnus tir. Ozellikle BERT kullamilnus tir ¢linkii CTL’20 gé-
revlerinin birgok katilimeist ¢es,itli donis,tirtici modelleriyle etkileyici sonuclar
alinabilecegini gostermigtir. Ayrica, MBERT modelini kullanarak ¢ok dilli egitim
gergeklestirilebilirken, daha 6nce belirtilen 6znitelikler bu deneylerde dogrudan

uygulanamamaktadir.

5.2.1.1 Tek Dilli E gitim

Ik olarak Boliim 5.1°te agiklanan RastArt, TGArt ve AOArt tekniklerini kulla-
narak CTL’18, CTL’19 ve CTL’20-ED egitim verileri artirilarak elde edilen veri
kiimeleriyle Temel BERT modeli hassas ayar yapilmus tir. Ardindan, her bir ko-
leksiyonun test verileri iizerindeki hassas ayarli BERT modellerinin performansi
degerlendirilmistir. Belirli bir koleksiyonla yapilan deneylerde, egitim veri boyu-
tunu artirmak icin diger tim ingilizce verileri kullanilmistir. Ornegin, yontemleri
degerlendirmek icin CTL’18 kullanildiinda, CTL’19, CTL’20-ED ve CTL’20-
ET’deki tim verileri kullanilmistir. Egitim veri boyutu, her koleksiyonun egitim

veri boyutunun % 25’ine kadar artirilmaktadir.
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Sekil 5.2.1: Egitim \erisinin Artirmanm Etkisi. "BS", artirilan veri boyutunu
(batch size) ifade etmektedir.
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Her koleksiyonun farkli bir boyutu vardir (Bkz. Cizelge 4.2.1) ve bu yilizden de-
neyler icin gereken veri miktar1 degiskendir. Bu nedenle, CTL’19 ve CTL’20-ED
ile yapilan deneylerde, yetersiz sayidaki teyit gerektiren iddia nedeniyle egitim veri
boyutu TGArt ile % 25’c¢ kadar artirilamamaktadir. Bu nedenle, CTL’19 ve
CTL’20-ED’de TGArt yontemi kullanilarak egitim veri boyutu sirasiyla % 4,9 ve
% 1,9 artiriimus tir. AOArt yonteminin performans: iki farkli eklenen veri grubu
boyutu icin olctlmiis,tir. Ozellikle, AOArt yonteminin eklenen veri grubu boyutu,
ilgili koleksiyonun egitim veri boyutunun % 2,5’i ve % 5’i olarak ayarlanmigtir.
TGArt ve RastArt igin, verilerin rastgele secilmesi nedeniyle deneyler ig¢ kez tek-
rarlanarak sonuglarin ortalamasi alinmigtir. Sonuclar Sekil 5.2.1°de gosterilmek-
tedir.

Rastgele iddia segerek egitim veri boyutu artirildiinda, BERT modellerinin per-
formansi dogrusal olarak artmamaktadir. Aslinda, CTL’19 ve CTL’20-ED veri kii-
melerinde egitim verileri RastArt yéntemi kullanilarak % 25 artirildijinda BERT
modelinin performans1 dismektedir. Bu nedenle, sonuclara bakildiginda, daha
fazla etiketlenmis, verinin, teyit gereklilik gérevi i¢in hassas ayarlanmis, BERT

modellerini kullanirken her zaman daha yiksek performans saglamadigi goril-
mektedir.

TGArt, yalnizca teyit gerektiren iddialarin eklenmesi, tiim CTL’18 deneylerine
digerlerinden daha basarili sonuglar vermektedir. Ozellikle, TGArt kullanilarak
egitim veri boyutu % 10 artirildiinda, CTL’18 icin su ana kadar bildirilen en yik-
sek MAP puani olan 0,3127 elde edilmis tir. Ayrica, TGArt kullanilarak CTL’20-
ED veri kiimesinde veri kiimesi boyutu yalnizca % 1,9 artirildifinda, neredeyse
diger tim denemelerden daha yiksek sonuclar elde edilmistir. Ancak TGArt,
CTL’19°da BERT modelinin performansini iyiles tirmemis tir. TGArt icinsonuglar
umit verici olmasina ragmen eslesmeyen artis oranlar1 nedeniyle TGArt ¢alisma-
sim digerleriyle tam olarak karsilastirmak mimkin degildir. Ancak, daha fazla
etiketli veriye sahip olundugunda, TGArt yontemi daha uygulanabilir olacaktir.
Ayrica, teyit gerektirmeyen verilerin etiketleme maliyeti nedeniyle TGArt’1 uygu-
lamanin maliyeti de ¢ok daha yiiksek olacaktur.
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AOAt ile ilgili gézlemler ise burada belirtilmis tir. Oncelikle, farkl1 eklenen veri
grubu buyukliklerine sahip AOArt yontemleri arasinda biiyiik bir performans
fark1 vardir. Bu nedenle, eklenen veri grubu boyutunu optimize etmek igin daha
fazla deney gereklidir. Bu aras tirmay1 gelecekteki bir ¢alis,ma olarak yapilabilir.
‘Ikinci olarak, CTL’19’da her iki AOArt ydnteminin performansinda bir salmim
gozlemlenmektedir. Bunun nedeni, MAP puanimni hesaplamak igin yalnizca yedi
tartis,ma metni kullanilmasi olabilir. Tek bir metin i¢in AP puanindaki herhangi bir
degisikligin MAP puan1 iizerinde biiyik etkisi olabilmektedir. Ugiinciisii, TGArt
ve AOArt’y1 karsilagtiran sonuclar da karigiktir. CTL’ 18 ve CTL’20-ED’deki cogu
durumda, AOArt, RastArt’tan daha yiiksek MAP puanlar1 vermektedir. Ancak
TGArt, CTL’ 19 denemelerinin cogunda AOArt’den daha basarilidir. AOArt, orta-
lama olarak RastArt ile veri artirmadan biraz daha iyi performans gostermektedir.

0.6

10 Eng
0.5 Ar
04 (In Tr - — T -
L 03 Eng+Ar
< Eng+Tr
= 0.2 Ar+Tr
00 Eng+Ar+Tr

0.1

0
=19 CTL20-ED
L.

Sekil 5.2.2: (;ok D|II| Egitim Ver| Kimelerinin Etkisi. ingilizce (Eng), Arapc;a
(Ar) ve Turkge (Tr) iddialar kullanilarak hassas ayar yapilan MBERT
modelinin performansi gosterilmis,tir. "Eng™ ifadesi, CTL’18,CTL’19
ve CTL’20-ED ile yapilan deneylerde, kendi egitim kiimelerini ifade
ederken; CTL’20-AT ve TrClaim-19 deneylerinde CTL’20-ET egitim
kimesi icin kullanilmus tir.
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5.2.1.2 Cok Dilli E gitim

Bir sonraki deney diizeneginde, farkl: dillerdeki verileri kullanarak MBERT mo-
dellerine hassas ayar yapilms, ve Ingilizce (CTL’18, CTL’19, CTL’20-ED), Arapca
(CTL’20-AT) ve Turkge (TrClaim-19) koleksiyonlar iizerindeki performanslari
degerlendirilmistir. ingilizce koleksiyonlar ile ilgili deneylerde, TrClaim-19, CTL’
20-AT ve ilgili ingilizce koleksiyonunun egitim verilerinin gesitli kombinasyon-
lar1 kullamlmus tir. Benzer s.ekilde, Arapca ve Turkce koleksiyonlarla deneyler ya-
pilirken, farkli TrClaim-19, CTL’20-AT ve CTL’20-ET kombinasyonlar1 kullanil-
mus tir. Arapca ve Tirkce veri kiimeleri izerinde deneyler yaparken, 'Ingilizce id-
dialar icin diger ingilizce koleksiyonlar yerine CTL’20-ET kullanilmigtir. Clinkii
CTL’20- ET, CTL’20-AT ve TrClaim-19, tweetlerden olusurken digerleri politik
tartismalar ve konusmalar icermektedir. Sonuglar Sekil 5.2.2°de gosterilmektedir.

‘Ingilizce olmayan verilerin kullanilmasinm CTL’18 ve CTL’19 koleksiyonlarinda
modelin performansini disurdigund gézlemlenmistir. Ayrica, tim dilleri kullan-
mak, tim Ingilizce koleksiyonlarmnda en diis ik performansa neden olmaktadir.
CTL’18 ve CTL’19 koleksiyonlarmnda en iyi performans yalnizca Ingilizce veriler
kullanildiginda elde edilmektedir. ilging bir sekilde, TrClaim-19 ile hassas ayar
yapilan model CTL’20-ED’de en iyi sonuglar1 vermektedir. Yalnizca Arapga ve-
rilerin kullanilmas1 da CTL’20-ED’de yalnizca Ingilizce veriler kullaniimasindan
daha bas arili sonuclar vermektedir.

CTL’20-AT ile yapilan deneylerde, Ingilizce verilerle hassas ayar yapilan mode-
lin, Arapga verilerle yapilan hassas ayarli modelden biraz daha iyi performans
g6stermektedir. ingilizce ve Arapca verileri birlikte kullanildiginda en iyi sonug-
lar1 elde edilmektedir. Ayrica, Turkce ve Arapca verileri kullanmak ikinci en iyi
sonuglar1 verirken g dilin birden kullanildig: durumdan daha iyi performans gos-
termektedir.

Tirkge veri kiimesi (izerinde yapilan deneylerde tek dil kullanildiginda en iyi per-
formans1 Tlrkce ile egitilen model gostermektedir. Yalnizca Arapca veriler ile
hassas ayar yapildiinda Turkce igin en koti sonuclar elde edilmigtir. Tlrkge egi-
tim kiimesi, Arapca ya da ingilizce veri kiimesi ile genisletildiginde modelin ba-
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sar1s1 az da olsa artmaktadir. En iyi sonuglar ise ingilizce veri ile genisletildiginde
elde edilmektedir. Ancak, ¢ dili de kullanarak elde edilen performans, MBERT
modellerinde hassas ayar yapmak icin yalnizca Ingilizce veya Ingilizce ve Arapca
verileri kullanildiginda elde edilen performansa benzemektedir.

Genel olarak, ingilizce olmayan verilerin kullanilmasinin ¢ogu durumda ingilizce
iddialar i¢in performans: diisirdiigtinii gozlemlenmektedir. Ote yandan Arapca ve
Tiirkge iddialarda, iddialarin orijinal diline ek olarak baska bir dilde veri kulla-
nilmasi1 modellerin performansini artirmaktadir. Bununla birlikte, her ti¢ dil de
kullanildi§inda, diller aras1 egitimin olumlu etkisinin azaldig: goralmastr.

5.2.1.3 Modelimiz ve BERT’in Artirilmug E §itim Verileri ile Karsilastirilmasi

Bolim 5.1°te agiklanan yontemler kullanilarak ek egitim verilerinin kullanildig
onerilen modelimiz, BERT modeliyle karsilastirilmistir. Sekil 5.2.1°de gdsterilen
onceki deneylerde kullanilan en biyik egitim veri kiimelerinde 6nerilen model
egitilmis ve BERT hassas ayar yapilmistir. AOArt ve RastArt icin ilgili koleksi-
yonun % 25°i kadar egitim verileri artirilmistir. Ancak, TGArt icin, smirh sayi-
daki teyit gerektiren iddianin olmasi nedeniyle egitim verileri CTL 18, CTL’19 ve
CTL’20-ED i¢in sirasiyla % 25, % 4.9 ve % 1.9 artirilmus tir. RastArt ve TGArt
yontemleri U¢ kez tekrarlanmis ve dnceki deneylerde oldugu gibi ortalama perfor-
mansi belirtilmis tir. Sonuglar Cizelge 5.2.1°te gosterilmektedir.

RastArt yontemi kullanildiginda, modelimiz her durumda BERT den daha iyi per-
formans gostermektedir. Egitim verileri, TGArt tarafindan artirildiinda, modeli-
miz CTL’18 ve CTL’20-ED’de BERT den daha iyi performans gosterirken; BERT,
CTL’19’da daha yiksek MAP ve RP puanlarini elde etmistir. Egitim verilerini ar-
tirmak icin AOArt kullanildiinda ise, modelimiz CTL’20-ED’de BERT den daha
basarili olmasina ragmen BERT, diger koleksiyonlardaki denemelerin ¢ogunda
daha yuksek sonuclara ulas,mus tir.
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Egitim veri kiimesi artirma yontemleri karsilastirildiginda, cogu durumda TGArt
en iyi sonuglar1 vermektedir. TGArt’1 kullanarak, CTL’20-ED ic¢in su ana ka-
dar bildirilen en yiiksek MAP puanma (0.117) ulas ilms tir. Sonuglar, genel ola-
rak, MBERT modelini gesitli 6zniteliklerle birlestiren modelimizin ¢ogu durumda
BERT modelinden daha basarili oldugunu gostermektedir.

Cizelge 5.2.1: Farkli Yontemlerle Artirilan Egitim Verisinin BERT(B) ve Modeli-
mizin(M) Kars 1las tiriimast. AOArt ve RastArt yontemlerinde, ilgili
egitim kiimeleri, boyutlarinin %25°1 kadar artirtlmigtir. TGArt yon-
teminde ise, kisith teyit gerektiren iddia sayisindan dolay1 CTL’18,
CTL’19 ve CTL’20-ED egitim kiimeleri sirasiyla %25, %4.9 ve
%1.9 artirilmus tir. En iyi sonuglar koyu gosterilmis tir.

Yontem CTL’18 CTL’19 CTL’20-ED
MAP| RP | P@10, MAP| RP | P@10 MAP| RP | P@1(
RastArt | B | .205 | .220 | .224 | .120 | .141| .138 | .060 | .039 | .045
M| .234 | .263 | .324 | .148 | .1/8 | .195 | .099 | .081 | .077
TGArt | B | .264 | .261 | .338 | .145 | .155 | .186 | .086 | .081 | .085
M |.282 | .303 | .390 | .141 | .145| .214 | .117 | .125| .110
AOArt | B |.254 | .263|.329 | .153 | .166 | .243 | .067 | .045 | .050
M | .236 | .252 | .286 | .143 | .182 | .200 | .098 | .072 | .075
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6.SONUC VE ONER I'LER

Bu tez ¢alis, masinda, Turkce icin ilk etiketli teyit gerektiren iddia veri kiimesi olan
TrClaim-19 sunulmus,, teyit gerektiren iddialarin 6nceliklendirilmesi igin hassas
ayarlanmig BERT ve farkli 0znitelikler kullanan gudimlt bir 6grenme modeli
onerilmis ve egitim veri kiimesini artirmanin BERT ve 6nerilen model Gzerindeki
etkileri incelenmis tir.

TrClaim-19’un olus turulmasi i¢in 6ncelikle Tiirkiye’deki dnemli olaylarla ilgili
225 milyon Tirkce tweet toplanmus tir. Toplanan tweetlerden, etiketlenecek olan-
lar1 se¢mek icin iki Turkce dogruluk kontrolii yapan web sitelerinden dogrulugu
kontrol edilmis, 765 iddia edinilmis,tir. Her bir iddia icin 3 tweet olmak tzere top-
lamda 2287 adet tweet etiketlenmek icin secilmis tir. Teyit gereklilik etiketlerine
ek olarak, teyit gerektiren etiketlerinin ardindaki gerekgeler de toplanmus tir. Bu
gerekceler Uzerine yapilan analizler sonucu, iddialarin teyit gerekliligi kararinda
etiketleyicilerin birbirine fazla katilmadii, uzmanlar ve uzman olmayanlarin ¢ogu
kararda hemfikir olmadifi, iddialarin teyit gerektiren olabilmesi icin ¢ok farkli
gerekceler olabilecegi, iddianin konusunun teyit gerekliligini etkileyen en énemli
etken oldugu ve olumsuz olaylarin teyit gerekliligini olumlu olaylardan daha fazla
etkiledigi gozlemlenmistir.
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Teyit gerektiren iddialarin Onceliklendirilmesi i¢in 6nerdigimiz model, hassas ayar
yapilmis, BERT ve yerel tartis, mali konular, kelime vektorleri, 6zel kelime listesi,
kars, ilas tirma ifadeleri, POS etiketleri ile yiklem zaman kiplerini 6znitelik olarak
kullanmaktadir. Yiiklem zaman kipleri hari¢, kullanilan tiim 6zniteliklerin teyit
gereklilik gorevinde etkili oldugu gozlemlenmigtir. Ancak, ozniteliklerin etkililigi
veri kiimesine gore degismektedir. Ornegin, MBERT iki veri kiimesinde en baga-
ril1 6znitelik iken, digerinde en basarisiz olamdir. Onerilen modelimiz, CTL 18 ve
CTL’19 koleksiyonlarinda en iyi modellerden daha bas arili olmus tur.

Egitim veri kiimesini artirmak igin rastgele veri artirma, teyit gerektiren veri sayi-
sin1 artirma, aktif 6grenme ile veri artirma ve gok dilli veri kiimeleri olusturulmasi
yontemleri kullanilmigtir. Egitim veri boyutunu artirmanin her zaman performansi
artirmadii gozlemlenmistir. Hem BERT’in hem de Onerilen yontemimizin basa-
rist en etkili artiran yontem egitim veri kiimesini sadece teyit gerektiren etiketli
verilerle genis letmektir. Bunun sebebi teyit gerektiren etiketli verilerin veri k-
melerinde ¢ok az bulunmasi olabilir. Cok dilli egitim ise Arapca ve Tlrkge veri
kiimelerinde performans: artirirken ingilizce icin etkili olmamistir. Egitim veri
kiimesi artirilarak modelimiz uygulandiinda CTL’20-ED koleksiyonunda en ba-
s,arth sonuclar elde edilmis tir.

Gelecekte, zayif denetim teknikleri ve makine terclimesi ile bas ka sozcuklerle
ifade etme gibi otomatik veri artirma yontemleri Gizerinde ¢alis, malar yapmak plan-
lanmaktadir. Yapilan nitel analize gore, teyit gerektiren verilerin gerekcelerinin
belirtilmesi faydali olacaktir. Gerekgelerin yararli olarak kullanilmasi da ¢als,1l-
mas1 gereken alandir. Calisma yapilacak bir diger alan ise, teyit gerektiren iddiala-
ri Onceliklendirilmesinde ac¢iklamali yapay zeka yontemlerinin kullanilmasidir.
Bu sayede, bir iddianin neden teyit gerektiren oldugu daha iyi anlasilabilir. Boyle
bir modele sahip olmak, gercek hayatta daha uygulanabilir olup kullanicilar: uya-
rarak yanls, bilginin yayilmasini azaltacaktir.
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