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Tibbi goriintiilemede tiroid tiimorleri sik rastlanan bulgulardan biridir. Bu tiimérlerin
biyolojik  davraniglarini  6ngérmek i¢in  bircok teknik veya  yOnteme
bagvurulmaktadir. Medikal goriintiileme yontemlerinden ultrasonografi, ince igne
biyopsisi ve belirli araliklarla uygulanan kontroller ile hastalarda gozlemlenen tiroid
tiimorlerinin iyi veya kotli huylu oldugu belirlenir. Bu islemlerin uzman hekimlere
ilave 1§ yiikii getirmesinin yani sira, hastalarin ve hekimlerin fazladan zamanim
almaktadir. Onceki c¢alismalarda tiroid tiimérlerinin yiiksek oranda iyi huylu
ciktiginin gozlemlenmesi sonucunda, is ylkiiniin hafifletilmesi ve hekimler arasi
iletisimin arttirilmasi1 amaciyla tiroid tiimorlerinin karakterizasyonu igin birkag risk
siniflandirma sistemi yaratilmistir. Cesitli tipleri olan bu risk siniflandirma
sistemlerinden ACR-TIRADS hem uzman hekimler arasinda goriis farkliliklarina
sebep olabilmekte, hem de fazla parametre incelendigi i¢in zaman kaybina yol
acabilmektedir. Bu nedenle, hem hekimlerin goriis farkliliklarini hem de zaman
kayb1 ile is yiikiinii azaltabilecek bir sistem iizerinde calisilmistir. Bu g¢alisma
strasinda tiroid tiimorleri desen analizi yontemleri ve siiflandirma algoritmalar: ile
TIRADS basliklarina gore siniflandirilmaya ¢alisilmistir. Tez ¢alismasinda, dogruluk
orant %94.7’e, duyarlilik oran1 %94.5’e, 6zgilliik oran1 %95.4’e ve kesinlik orani
%96.8’¢ varan sonuglar elde edilmistir.

Anahtar Kelimeler: Tiroid goriintiileme ve raporlama veri sistemi, Desen analizi,
Siniflandirma, Ultrasonografik tiroid goriintiileri
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ABSTRACT

Master of Science
CLASSIFICATION OF ULTRASONOGRAPHIC THYROID TUMOR IMAGES
TO TIRADS CATEGORIES VIA TEXTURE ANALYSIS METHODS
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Thyroid tumors are constanly encountered with using medical imaging techniques or
processes. Ultrasonography, fine needle aspiration and routine controls on patients
are most used methods to determine, thyroid tumor is benign or malign. Three
techinques which are mentoined increments doctors work load and consumes time of
doctors and patients. From previous research, majority of thyroid tumors are benign
and to reduce work load, there is a risk stratification system which is called TIRADS.
There are many types of TIRADS risk system and American College of Radiology
Thyroid Imaging and Reporting Data System (ACR-TIRADS) is one of them.
However, drawback of this risk strafication system is being subjective which creates
subjective judgement about tumor and while doctors classifying tumors, they need to
examine multiple features to obtain TIRADS class so that is time wasting. In this
study, we worked on thyroid tumors with texture anaylsis and classification
algorithms to take off doctors work load and help them to achieve more relevant
clinical diagnosis. As the results of this study we achieved accuracy up to %94.7,
sensitivity up to %94.5, specificity up to %95.4 and precision up to %96.8
respectively.

Keywords: Thyroid imaging and reporting data system, Texture analysis,
Classification, Ultrasonographic thyroid images
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1. GIRIS

Amerikan Tiroid Dernegi tarafindan tiroid tiimorleri, tiroid bezindeki hiicrelerin
anormal bir sekilde ¢ogalmasi veya biiyiimesi sonucu olusan bir kitle veya Kitleler
seklinde tanimlanmustir [1]. Tumor ise, hiicrelerin kontrolsiiz veya diizensiz bir
sekilde ¢cogalmas1 seklinde tanimlanabilir. Tiroid tiimdrleri, zararsiz veya iyi huylu
olduklar1 gibi nadir de olsa malign degisim gostererek tiroid bezinin ve viicudun
diger bolgelerinde saglik igin olumsuz etkiler yaratabilmektedir [1,2]. Cogu nodiil
hastalarda bir rahatsizliga yol agmasa da bazilar1 hastalarda ciddi semptomlar
olusturabilir. Bu semptomlar su sekilde siralanabilir; tiroid bezinin fazla veya az
hormon iretmesi, boyunda yumru hissedilmesi, yutkunma da zorlanma, seste
degisim [1-3]. Tiroid bezinin asir1 hormon iiretmesi sonucu olusan belirtiler ise, kilo
kaybi, kaslarda giicsiizliik, sicaga dayananamama, anksiyete, diizensiz kalp atis1 ve
zayif kemikler iken az hormon iiretimi sonucu ise halsizlik, soguga karsi hassasiyet,

kilo artig1, kuru deri ve yiiksek kolestrol seklinde agiklanabilir [3].

Tiroid kanserinin goriilme orani son yillarda artmaya baglamistir. Bu durumun
nedenlerinin yasam siiresinin uzamig olmasi ve goriintiileme teknolojilerinin
gelismesi ile eskiden gorlinmeyen veya tespit edilemeyen tiimorlerin tespit
edilmesinden kaynakli olabilecegini diisiiniilmektedir [2]. Tiroid timdrlerinin tespiti
icin uygulanan islemler su sekilde siralanabilir, fiziksel muayene, kan testi ile
hormon kontroli, ultrason ile inceleme ve ince uglu igne aspirasyonu ile biyopsidir
[3-4]. Bu tiimoérleri goriintiilemek igin basvurulan yontem genellikle ultrasondur.
Ultrason, viicudun igindeki bolgeleri goriintilemek i¢in yiliksek frekans ses
dalgalarmi kullanan bir tibbi goriintiilleme teknigidir [5]. Bu teknikte, uzman
hekimler tarafindan hasta iizerinde incelenecek bolge jel ile hazirlanir ve sonra
yiiksek frekansli ses dalgalar1 viicuda gonderilir, gonderilen ses dalgalarinin
yansimasi kaydedilerek goriintii olusturulur [5]. Bu sayede elde edilen goriintii veya
goriintiiler ile timorlii bolgenin durumu hakkinda bilgi elde edilmis olur. Bu teknik,
biyopsi zamaninda, biyopsi yapilacak bdlgenin ger¢cek zamanli goriintiillenmesinde de

kullanilir ve biyopsinin basarili gegmesi i¢in 6nemli rol alir.



Onceki paragrafta bahsedildigi iizere, yasama siiresinin uzamasi, teknolojinin
gelismesi ile tiroid timori tespit edilen hasta sayisinin artmasi ve tliimorlerin
cogunun iyi huylu olmasi, hekimler i¢in bazi sorunlar yaratmaktadir. Olasi
hastaliklar i¢in incelenmesi gereken hasta sayisinin zamanla yiikselmesi, hekimler
tizerinde is ylkil artisina ve zaman kaybina neden olmaktadir. Tiroid nodiiliiniin
karakterize edilmesi, benign ve malign ayriminin yapilmasi ve tedavinin yonteminde
metnin tipi iletiminde bilgi alisverisini kisitlayabilir. Bu nedenle hekimler, tiroid
tiimorleri icin bir risk siniflandirma sistemi olusturmuslardir. Bu risk siniflandirma
sistemine ‘Thyroid Imaging Reporting and Data System’ ya da kisaca TIRADS adin1
vermislerdir [6]. Bu risk smiflandirma sistemi sayesinde biyopsi oranini azaltip,
ultrasonografik goriintiilerden tiroid tlimoérlerinin iyi veya koti huylu olup
olmadigmma dair tedaviyi yonlendiren uzman hekimlere bir fikir verilmeye
calistlmistir [6]. Bu risk siniflandirma sistemi ile hekimlerin {izerindeki is yiikii ve
zaman kayb1 azaltilmaya ¢alisilmistir [7,8]. Her sistemde olabildigi gibi bu sistemin
de bazi problemleri vardir. Bu problemler, risk simiflamasinin hekimler arasinda
farklilik gosterebilmesi, ¢ok sayida goriintii ve parametre incelenmesi ve hekimlerin
bu islemler i¢in uzun zaman harcamasina neden olabilmesidir [7]. Bahsedilen
problemler, hekimlerin hata yapma ihtimalini artirabilmektedir. Gelisen teknoloji ve
elde edilmekte olan veriler sayesinde bu siireci daha etkili yapabilecek sistemler
hayata gecirilmektedir. Bu sistemlerden biri de yapay zekadir ve saglik alani igin
yapay zeka (artificial intelligence) sOyle tanimlanabilir; algoritmalar ve yazilimlar
yardimi ile medikal veriyi analiz edip, uzman hekimlerin bilgisine ve verecekleri

sonuclara ulagsmaktir [9].

Yapay zekd yazilimlarmin egitimi i¢in gerekli olanlar, egitimi i¢in gerekli olan
makine Ogrenmesi yOntemi veya yontemleri ve kullanilacak Ozniteliklerin
belirlenmesidir. Bu ikili sayesinde olusturulan veya egitilen yapay zeka, goriintii

veya goriintlilerin siniflandirilmasinda basarili bir sekilde ¢caligmaktadir.

1.1 Tezin Amaci

Bu tezin amaci, yukarida bahsedilen zorluklarin veya olumsuzluklarin en aza
indirilebilmesi i¢in makine 6grenmesi yontemleri kullanilarak ve goriintiiler iizerinde
desen analizi yapilarak elde edilen 6znitelikler ile hekimlere karar verme siirecinde

yardimer olabilecek bir sistem olusturmaktir. Ultrasonografi cihazi ile elde edilen
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goriintiilerdeki tiimorlerin, hangi TIRADS sinifina ait oldugu ve hekimler arasinda
goriis farklarmi ve is yiikiinii azaltmak i¢in goriinti desen analizi ve makine
o0grenmesi kullanilarak bir sistem sunmak veya temelini atmak amaglanmistir. Bu tez
caligmasinda simiflandirma icin dort farkli makine O6grenmesi ve desen analizi
yontemi kullanilmistir. Siniflandirma i¢in Yapay Sinir Aglari (YSA), K En Yakin
Komsuluk (KNN), Rastgele Orman (RO) ve Destek Vektor Makineleri (DVM)
kullanilmistir. Desen analizi i¢in Histogram Analizi, Gri Seviye Es Olusum Matrisi
(GSEOM), Gri Seviye Dizi Uzunlugu Matrisi (GSDUM) ve Law’in Desen Enerji
Olgiileri kullamlmigtir. Olusturulan sistemin, yiiksek dogruluk, duyarlilik, 6zgiilliik

ve kesinlik oranina sahip olmasina da 6nemle dikkat edilmistir.

1.2 Literatiir Arastirmasi

Bu tez konusu hakkinda literatiir incelendiginde, desen analizi ve makine 6grenmesi
yontemlerinden ve tibbi goriintiilerin degerlendirilmesinden sik¢a yararlanildigi
goriildii. Bu yontemler hem tiroid bolgesi i¢cin hem de viicudun diger bolgeleri i¢inde
kullanilarak, belirli sistem veya sistemler icerisinde yer almistir. Ik olarak, Goreke
ve arkadaglarinin yaptig1 ¢calismada, desen analizi yontemlerinin medikal goriintiiler
tizerinde uygulanabilecegi ve basarili sonug¢ alinabildigi goriilmiistiir. Calisma
incelendiginde, desen analizi yontemlerinden olan gri seviye es olusum matrisi
kullanilarak ¢ikarilan Oznitelikler ile kitle tespiti yapilip yapilamayacagi
arastirilmistir  [10].  Sollini  ve arkadaslarinin ortaya ¢ikardiklari inceleme
makalesinde ise, desen analizi ve makine 6grenmesi yontemleri kullanilarak tiroid
kanseri ve nodiillerinin tespiti, smiflandirmasi hakkinda hangi ydntemlerin
kullanilabilecegi hakkinda genel bir bilgi sunmaktadir. Bu ¢caligma incelendigi zaman
genellikle, kullanilan desen analizi teknikleri ve smiflandirma yontemlerini
gorebiliyoruz, ayrica incelenen calismalarin sonucglarint da gorebiliyoruz [11].
Sonrasinda, Kwon ve arkadaslarinin yaptigi ¢alisma da ise gri seviye ultrasonografik
goriintiilerde, tiroid kanseri i¢in yapilan histogram analizi arastirilmistir. Calisma
incelendiginde, tiroid timoriiniin tiplerini birbirinden ayristirmak igin histogram
analizinin kullanilabilecegini ancak daha kapsamli bir calismanin yapilmasi
gerektigini ortaya koymustur [12]. Chang yaptig1 calismada ise destek vektor
makinesi temelli bir yontem kullanarak 06znitelik secimi ve siniflandirmasi

gerceklestirilmeye calisilmis ve sonuglari incelenmistir. Bu ¢alismaya bakildiginda,



GSEOM, GSDUM ve Law’mn Desen Enerji Olgiilerinin kullanildigin1 gorebiliyoruz
ve bu yontemlerden belirli 6znitelikler ¢ikarilmig ve siiflandirma i¢in faydalanilmig
olup basar1 saglamistir [13]. Selvathi ve arkadasinin yaptiklari ¢alismada ise makine
O0grenmesi yontemlerinin ultrasonografik tiroid timdrleri i¢in siniflandirma ve
segmentasyon operasyonlart i¢in fayda saglayacagi oOngoriilerek bir arastirma
yapilmigtir. Bu ¢alismanin sonuglari incelendigi zaman, makine Ogrenmesi
yontemlerinden olan destek vektor makineleri ve asir1 makine 6grenmesi yontemleri
ile ¢alisilmis olup, basarili sonuglar elde edilmistir [14]. Smutek ve arkadaslarinin
yaptig1 calismada Haralick’in es olusum matrisinin ve Muzzolini’nin uzaysal
Oznitelikleri kullanilarak, tiroid bezindeki kronik iltihaplanmalar1 incelemislerdir
[15]. Calismanin sonuglarina bakildiginda da basari saglanmis oldugu goriilmektedir.
Jin ve ekibinin yaptiklar arastirmada iyi ve kotii huylu tiimérlerin belirlenmesi igin
evrisimsel sinir aglari tabanli bir yazilim kullanilmis olup, ¢esitli seviyedeki uzman
hekimlerle sonuglar1 karsilastirilmistir [16]. Bu ¢alismanin sonucunda %80.35
dogruluk, %80.64 duyarlilik ve %80.13 0Ozgiillik orani ile iyi seviyede basari
yakalanmis olup, basar1 oraninin ve yontemin gelisime agik oldugu belirtilmistir. Bu
tez konusu hakkinda yapilan baska bir ¢alisma ise, TIRADS 6zelliklerini kullanarak
yapilan, tiroid nodiil smiflandirma sistemidir. Bu sistemde TIRADS 06znitelikleri
kullanilip, yar1 gozetimli bulanik c¢ ortalama kiimeleme algorimasi ile siniflandirma
calismasi yapilmistir [17]. Bu arastirmanin sonuglart %70.77 dogruluk degeri ile
yeteri kadar basarili olamasa da TIRADS ve tiroid tiimorleri i¢in neler yapilabilecegi
ve gelistirilebilecegi iizerine iyi bir ¢alisma ortaya koymustur. Ataide ve ekibinin
yaptig1 arastirmada, bu tez caligmasinda da kullanilan veri setinden elde edilen
ultrasonografik goriintiilerden tiroid tiimdrlerinin geometrik ve bigimsel dznitelikler
incelenmis olup, makine 6grenmesi tekniklerinden olan rastgele orman (random
forest) ile simiflandirma yapilmistir [18]. Bu c¢alismada %99.33 dogruluk, %99.39
duyarhilik ve %99.25 6zgiilliik oranlar ile basarili sonuglar elde edilmis mevcut bu
tez ¢aligmasinin gelismesi ve neler eklenebilecegi hakkinda fikir sunmustur. Yin ve
arkadaslarinin yaptiklar1 calismada ise mevcut tez calismasinda kullanilan ayni veri
seti kullanilmis olup, derin 6grenme teknikleri ile tiroid tiimdrleri ve TIRADS
sistemi smniflmasi i¢in basarili bir yontem olabilecegi gosterilmis olup, sonuglari
paylasilmistir [19]. Buda ve arkadaslarinin yaptiklar ¢alismada, yine derin 6grenme
yontemleri ile TIRADS i¢in basarili bir sistem olusturulabilecegi ortaya koyulmustur

[20]. Son olarak, Yu ve ekibinin yaptiklar1 ¢alismada ultrasonografik tiroid timor
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goriintiilerinin GSEOM, GSDUM, Law’m Desen Enerji Olgiitleri ve daha birgok
yontemi kullanarak iyi veya kotli huylu olarak siniflandirip, %92.00 dogruluk, %100

duyarlilik ve %87.88 Ozgiilliik oranlarina ulasan basarili sonuglar elde etmislerdir
[21].






2. ULTRASONOGRAFI

20Hz ile 20kHz araliginda bulunan sesler insanlar tarafindan isitebilir [22]. Bu
araliginda Ustiinde bulunan akustik dalgalara ultrasonik dalgalar denir [22]. Bu
ultrasonik ses dalgalar1 sayesinde medikal goriintiileme alaninda ultrasonografi
seklinde kullanilmaktadir. Ultrasonografi yontimi iyonlastirict radyasyon igermez.
Uygulamada bilinen biyolojik bir riski olmayan bu yontem sayesinde, viicuttaki
belirli bolgeler ile tlimor, kist gibi anormal yapilar goriilebilir [22]. Resim 2.1°de

ultrasonografi cihazi 6rnegi verilmistir [Url-1].

Resim 2.1: Ultrasonografi cihazi [Url-1].

2.1 Ultrasonografi Cihazinin Calisma Prensibi

Ultrasonografinin temeli incelendiginde bir alana, viicuda gonderilen ultrason

sinyalinin doku ara yiizlerinden geri yansiyan sinyallerinin kaydedilmesi ile goriintii



olusturulur. Baska bir deyisle, ultrasonografi darbe-yansima prensibi iizerine
kuruludur [22]. Ultrasonografi sistemleri, en basit haliyle, géndermeg (transmitter),
transdiiser (doniistiirgeg), almag (receiver), sinyal isleyici (signal processing unit),
goriintiileme tinitesi ve kayit {initelerinden (imaging and recording unit) olusur [22].
Gondermeg adli kisimda, genligi yiiksek, siiresi kisa ve vurum hizinin uygun bir
sekilde tekrarlanmasi ile vurumlari gonderir. Bu gonderilen vurumlar, doniistiirgec
kismini titrestirebilecek biiyiikliikte olmalidir. Ayrica tekrarlama hizininda uygun
olmasi sayesinde vurumlarin birbiri {izerine binmemesi saglanmaktadir. Ayrica
tekrarlanma hizindaki bir diger problem ulagsilabilecek en derin alana ulasip geri
donmesi i¢in gereken zamana gdre ayarlanmamasi olmamasidir. ikinci olarak,
dontistiirgeg ise ultrasonografinin hasta ile temasta bulunan tek parcasidir [22].
Déniistiirgec sayesinde, dalgalarin hastaya iletilmesi ve hastadan yansiyan dalgalarin
geri toplanmasi islevleri yerine getirilir. Donistiirgec igin prob ifadesi de
kullanilmaktadir [22]. Probun iginde bulunan, piezoelektrik kristalleri, elektrik
akiminin ses dalgasma doniistiiriilmesi ve viicudun anatomik yapisindan yansiyan
dalgalarin tekrardan gerilim veya elektrik sinyallerine doniistiiriilmesi islevini
gerceklestirir. Ultrasonografini sisteminin ti¢iincii kisminda ise almag¢ bulunur. Bu
parcanin amaci, dokulardan yansima yapan ultrason dalgalarinin algilanmasi ve
yiikseltilmesidir [22]. Bu islem sirasinda doniistiirgecte bulunan piezoelektrik
kristallerine gelen yansima sinyallerini sikistirir ve gevsetir, olusan gerilimi
yiikseltmek de almacin gorevidir [22]. Sinyal isleme kismina gelindiginde ise prob
tarafindan gelen bilgiler islenir ve goriintii olarak hazir hale getirilir. Bu kisimda, 6n
ve son iglemler, sayisal orneksel doniisiim, goriintii matrislerinin olusturulmasi ve
gortntiiler gri veya renkli tonlarina getirilir [22]. Bu asamalardan sonra gelen
goriintii cihazda bulunan ekrana yansitilir. Son olarak, goriintiiler olusturulup
incelendikten sonra kayit tinitesinde kaydedilir. Kayitlar ise ya resim ya da video

olarak saklanir.

Kisaca 6zetleyecek olursak, ilk olarak goriintiilenmek istenen bdlgeye temas halinde
bulunan bir doniistirgec vardir. Bu probun igindeki piezoelektrik kristalleri
sayesinde, cihazdan verilen gerilim, ultrason dalgalarina dontstiiriiliir ve viicut iginde
gonderilir. Bu gonderilen dalgalar, goriintilenmek istenen bolgeyle temasinin
ardindan geri yansiyarak proba geri doner. Geri donen dalgalar, prob iginde bulunan

piezoelektrik kristalleri tarafindan elektrik sinyallerine geri doniisiir. Bu doniisen



sinyaller islenir ve sonucunda ekrana goriintii yansitilir. Bu sayede hem anatomik

yap1 incelenebilir hem de bir anormal durum varsa bu durum goriilebilir.

2.2 Ultrasonografide Goriintiileme Modlari

Ultrasonografi incelendiginde ii¢ adet goriintiilleme modu vardir [22]. Bu modlar A
(Genlik), B (Parlaklik) ve M (Hareket) seklinde siralanir [22]. Viicut i¢ine gonderilen
sinyallerin farkli yogunluklara sahip dokulardan yansiyarak geri donen sinyallerin
genligine gore goriintiilenmesine A modu denir. A modu giliniimiizde goriintiileme
yontemi olarak kullanilmamaktadir. Resim 2.2°de A mod i¢in 6rnek gosterilmistir.
Uc mod igerisinde en fazla kullanilan mod B modudur. Bu modun ¢alisma temeli

parlaklik tizerine dayalidir.

TV menitdri

Resim 2.2: Ultrasondaki A ve B modu goriintiilenmesi [22].

Resim 2.3’te 6rnegi verilen goriintilleme modu M modudur. Kalp kapag: gibi
hareketli viicut bolimlerinin incelenmesinde kullanilmaktadir. Yatay ve dikey
eksenlerde bilgi bulunmaktadir. Bu bilgiler sirasiyla zaman ve derinlik seklindedir

[22].
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Resim 2.3: Anne karnindaki ceninin kalbinin M-mod goriintiisii [22].






3. TIROID GORUNTULEME VE RAPORLAMA VERI SISTEMI (TIRADS)
3.1 Tiroid Tiimorleri

Tiroid tlimorleri, tiroid dokusu i¢inde bulunan kat1 ve sivi dolu yumrular seklinde
tanimlanabilir [23]. Cogu tiroid timorii ciddi bir klinik tehlile olusturmamakta iken
bazi olgularda semptom da olusturmayabilir. [23]. Semptom goriildiigli durumlarda
ise boyunda sislik, el ile muaynede elde hissedilme, yutkunma sirasinda zorluk veya
nadiren biiyiikk olanlarda sisme sebebi ile nefes darligi goriilebilir [23]. Tiroid
timorlerinin farkli tipleri bulunmaktadir ve bunlarin yaklasik yiizde 5°lik bir kismi
kanser olarak tanimlanmaktadir [24]. Tiroid tiimorleri, kolloid tiimérleri, tiroid
kistleri, enflamatuar nodiilleri, multinodiiler guatr, hiperfonksiyonel tiroid nodiilleri
ve tiroid kanseri seklinde siralanir [24]. Tiroid tiimdrlerinin tanisi i¢in birgok yontem
kullanilmaktadir. Bu yontemler ultrasonografi de tiroid bdlgesinin incelenmesi, ince

uglu igne ile biyopsi ve tiroid taramasi seklinde siralanabilir [Url-2] (Sekil 3.1).

Ultrasound

\\ Probe ,/

‘\‘ \ —— = i
. ‘ ~ Nodule
= -
Thyroid s—" L >
Gland

Sekil 3.1: Ince igne biyopsisi isleminin gorsel hali [Url-2].

Bu tan1 yontemleri bazi durumlarda fazla zaman almakta olup, doktorun is yiikiinii
arttirabilir. TIRADS, incelemeyi yapan ve degerlendiren uzmanlarin iletisimini
arttirmak, karsilagilan patolojinin riskini siniflandirmak ve sonraki adim i¢in bir
mesaj olusturmak amaciyla olusturuldu. TIRADS ile riski belirlenen nodiiliin kanser
tanimin1 operasyon oncesi koyabilmek icin ince igne aspirasyon biyopsisi en sik
kullanilan invaziv tani yontemidir. Biyopsi Oncesi patolojinin siniflanmasi i¢in

TIRADS uygulanir ve raporda belirtilir. Sekil 3.1°de uygulanma teknigi gosterilen
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ince uglu igne aspirasyon biyopsisi islemi hem is yiikiini arttirmakta hem de iletisim

de yetersizlik olusturabilmektedir [Url-2].

3.2 Tiroid Gériintiileme ve Raporlama Veri Sisteminin Tanimi ve Ozellikleri

Onceki boliimiin sonunda bahsedildigi iizere, tiroid tiimérlerinin iyi veya kotii huylu
olmasmin belirlenmesi i¢in uygulanan islemler hekimlerin is yilkiini de
arttirmaktadir. Hem hekimler tizerindeki is yiikiiniin azaltilmasi hem de ¢ogu tiroid
timoriiniin iyi huylu olmasi sebebiyle, risk smiflandirma sistemleri gelistirilip
hastalarda gézlemlenen tiimorlerin ultrasonografi ekrani iizerinde iyi veya kotii huylu
olabilecegini 6ngoren siniflandirma yapilmaktadir. TIRADS risk siniflandirmasinin b
Kore, Avrupa ve Amerikan TIRADS seklinde birgok tipi bulunmaktadir. Bu
caligmada Amerikan Radyoloji Koleji TIRADS (ACR-TIRADS) kullanilmistir. ACR
tarafindan yapilan tanimlamaya gore, ultrasonografik 6zelliklerine gore tiimorler, iyi
huylu, az riskli, orta riskli ve ¢ok riskli tiimor seklinde siniflandirilmaktadir [25]. Bu
sistemde kullanilan ultrason ozellikleri sirasiyla, bilesim (composition), ekojenite
(echogenicity), shape (sekil), siir (margin) ve ekojenik odaklardir (echogenic foci)
[25]. Bahsedilen bagsliklarin altinda belirlenmis maddeler agirliklarina gore
puanlanip, puanlama isleminin sonunda elde edilen toplam sonuca gore TR1-TR5’e
kadar bir smif elde edilir. Resim 3.1°de de goriildiigii tizere, TR1 iyi huylu oldugunu
ongormekte iken, TRS ¢ok riskli tiimor oldugunu belirtmektedir [25].

ACR TI-RADS

COMPOSITION ECHOGENICITY SHAPE MARGIN ECHOGENIC FOCI

(Choose 1) (Choose 1) (Choose 1) (Choose 1) (Choose All That Apply)
Cystic or aimost 0pornts Anechoic 0 points Wider-than-tall 0points Smooth 0 points None or large 0points
Completeoly cysic Hyperechoic or 1 point Taller-than-wide 3 points li-defined 0 points Comck toll aastacts
Spongiform 0ponnts isoechoic e e Macrocalcificatons 1 point
Mixed cystc 1 pont Hypoechoic 2 points irregular Perpheral (rim) 2 points
‘vt S0 Very hypoechoic 3 points Extra-thyroidal 3 points Calcications.

Soiid or almost 2points extasion Punciate echogenic 3 points
compietely solid fod

[ Add Points From Al Categories to Determine TI-RADS Level }

( 0 Points ) C 2 Points ) C 3 Points ) ( 4 to 6 Points ) ( 7 Points or More j

v v v

TR1 TR2 TR3 TR4

Benign Not Suspicious Mildly Suspicious Moderately Suspicious

No FNA No FNA FNAif=25cm FNAif=15cm

Follow if = 1.5 cm Follow if = 1 cm
COMPOSITION ECHOGENICITY SHAPE MARGIN ECHOGENIC FOCI
Spongiform: Composed predomi- | Anechoic: Applies to cystic or almost | Taller-than-wide: Should be assessed | Lobulated: Protrusions into adjacent Large comet-tail artifacts: V-shaped
nantly (>50%) of small cystic completely cystic nodules. on a transverse image with measure- | tissue. >1 mm, in cystic components.
spaces. Do not add further points | ryperechoic/isoechoic/hypoechoic: | Ments parallel to sound beam for Imeguiar: Jagged, spiculated, or sharp | Macrocalcifications: Cause acoustic
for other categories. Compared to adjacent parenchyma, | height and perpendicuiar to sound angles shadowing
Mixed cystic and solid: Assign Very hypoechoic: More hypoechoic | 22 1or Wt Extrathyroidal extension: Obvious PRl Compets o Moyt
points for predominant solid than strap muscles. This can usually be assessed by invasion = malignancy. along margin.
visual inspection = ic

componant Assign 1 point if echogenicity cannot peck Assign 0 points if margin cannot be RmESes achagen ek May I
Assign 2 points if composition be determined determined. U T
cannot be determined because of
calcification.
“Refer’ is i ‘papillary mic ir 9 mm TR5 nodules.

Resim 3.1: ACR-TIRADS Tablosu [25].
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Cizelge 3.1: ACR-TIRADS Tablosunun Tiirk¢e Hali.

ACR-TIRADS
Bilesim (Compostion) Ekojenite (Echogenicity) Sekil (Shape) Margin (Sinir) Ekojenik Odak (Echogenic Foci)
Kistik ve 0 puan Yankisiz 0 puan Genisligi 0 puan Diiz Simir 0 Yapi olmamasi veya 0 puan
cogunlugu Dikey puan | kuyruklu yildiz yapinin
Kistik Boyutundan olmasi
Siingerimsi | 0 puan Esit veya 1 puan Fazla Tyi 0 Makrokalsifikasyonlar | 1 puan
Fazla Belirlenemeyen | puan
Parlak Sinir
Kistik ve 1puan | Az Parlak 2 puan Dikey Boyutu | 3 puan | Diizensiz veya 2 Cevresel 2 puan
Kati Genisliginden Yuvarlak puan kalsifikasyonlar
Karisim Fazla Cikintih
Kati veya 2 puan Cok az 3 puan Tiroid Dis1 3 Noktasal yapilar 3 puan
cogunlugu Parlak Uzanti puan
Kati
Yukarida bulunan bes (5) bagliktan elde edilen puanlarin toplanmasi sonucu elde edilen TIRADS gruplar1 asagida yer almaktadir.
TR1 0 puan TR2 2puan | TR3 (Az 3 puan TR4 4-6 puan | TRS (Yiiksek 7 ve lizeri
(Benign) (Siiphe Riskli) (Orta Riskli)
Duyulmayan) Riskli)
Biyopsiye gerek yok Biyopsiye gerek yok Eger nodiil > 2.5 cm Eger nodiil > 1.5 cm | Eger nodiil > 1 cm ise biyopsi
ise biyopsi ise biyopsi Eger nodiil > 0.5 cm ise
Eger nodiil > 1.5 cm | Eger nodiil > 1 cm ise kontrol
ise kontrol kontrol
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Smiflara gore puanlandirmadan da bahsedilecek olursa, TR1 sifir puan, TR2 iki
puan, TR3 ii¢ puan, TR4 dort-alt1 puan araligi ve TRS ise yedi puan ve iistii
seklindedir. Bu puanlama ve smiflandirmaya goére uzman hekimler hastaya ya ince
igne biyopsisi yapmak ya da ileri bir zamanda ultrason ile kontrol etmek kararini

vermektedir.

3.2.1 Bilesim (Composition)

TIRADS risk simiflandirma sisteminin ilk basamagi olan nodiiliin ‘bilesim’ kendi
icinde alt simiflara ayrilir. Bu alt smiflarinda kendine ait puanlari vardir. Bu alt
bagliklar sirasiyla a) Kistik veya ¢ogunlugu Kistik, b) slingerimsi yapi, bu iki alt
basgligin aldig1 deger sifirdir (0), ) kistik ve kati (solid) yap1 karigimi ise bir (1) puan
degerini almaktadir, son olarak d) kati ve ¢ogunlugu kati olan bir timor ise iki (2)
puan almaktadir. Verilen alt basliklardan ilki olan Kistik ve biiyiik bir boliimii Kistik
olanlara sifir (0) puan verilmesinin sebebi yaygin olarak bu &zelligin iyi huylu
(benign) nodiilde gorildiginiin kabul edilmesidir [25]. Resim 3.2’te artilar ig¢inde
kalan alanda gosterilmis olan siingerimsi yapi belirlendiginde de yiiksek bir olasilikla
iyi huylu timor olasiligi ile uyusmasi sebebiyle sifir puan verilmesi uygun
goriilmiistiir [25]. Uciincii alt baslik olarak, Kistik ve kat: (solid) yap1 karisim1 nodiil
olmasi durumunda nodiiliin ¢ogunlugu kati (solid) veya cogunlugu sivi olmasi
durumlar dikkate alinmaktadir [25]. Kat1 (solid) bir kismin bulunmasi, kat1 boliim-

Kistik orani veya tiimoriin biiyiikliigiine gore daha biiyiik bir 6nem arz etmektedir
[25].

Resim 3.2: Siingerimsi bilesime sahip timor drnegi [6].
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3.2.2 Ekojenite (Echogenicity)

‘Ekonjenite’ olarak isimlenen bu ultrason 6zelliginde tiimor olarak siiphelenen alan
ile bu alana komsu olan tiroid dokusunun, gelen ultrason dalgalarini yansitmasina
gore degerlendirme yapilmasidir [25]. Yansitma bulgulari incelenirken, donanim ve
yazilim parametrelerinin farkliliklart da elde edilen yansitma goriintiisiinde
degisiklikler veya farkliliklar olusturabilir [6]. Ekojenite basligi adi altinda, dort
farkli incelenen ozellik vardir. Bunlar sirasiyla a) yankisiz (anechoic), b) tiroid
dokusuna gore daha fazla parlak goziikken tiimor alan1 (hyperechoic) ya da tiroid
dokusuyla ayn1 parlakliga sahip tiimor alani ikinci alt madde (isoechoic), ¢) sonra
tiroid dokusuna gore daha az parlak géziiken tiimor alani (hypoechoic) ve son olarak
d) ¢ok ¢ok az parlak géziiken tiimor alanidir (very hypoechoic). Uzman hekimler,
Ozelligin tanimina uygun olacak sekilde bu puanlandirmay1 gergeklestirirler. Yapilan
puanlandirma, sirasiyla, yankisiz olan tiimor sifir (0) puan, daha parlak veya esit
parlakliga sahip olan tiimor bolgesi bir (1) puan, daha az parlak olan bolge iki (2)
puan ve ¢ok daha az parlak olan timér bolgesi ti¢ (3) puan almaktadir. Resim 3.3’te
artilar icinde kalan alanda gosterilen ayni parlaklia ve daha fazla parlakliga sahip
olan tiimorlere birer puan verilmesinin sebebi, ayn1 parlakliga (isoechoic) veya daha
fazla parlakliga (hiperechoic) sahip olan tiimérlerin ayrit edilmemesinin ¢ok kritik

olmadig: seklinde belirtilmistir [6].

Resim 3.3: Kistik ve kati (solid) kisimlar1 bulunan tiroid tiimoériinde tiroid dokusu ile

esit parlakliga sahip olan kat1 yapiya verilen 6rnek [6].
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3.2.3 Sekil (Shape)

Ucgiincii olarak incelenen ultrason dzelligi ‘sekil” basliginda 2 adet alt madde vardir.
Bu alt maddeler a) tiimoér genisliginin tiimoriin dikey uzunlugundan fazla olmasi ve
b) timor dikey uzunlugunun timor genisliginden fazla olmasi seklindedir. Alt
maddeler de tanimlanan uzunluk, 6nden arkaya (anteroposterior) dogru uzanan
seklinde tanimlanmig olup, genislik ise enine (mediolateral) olarak tanimlanmigtir
[6]. Uzman hekimler tarafindan incelenen bu 6zellik sonrasi, bulgularda gore puanlar
verilmektedir. Puanlar sirasiyla, timor genisligi, dikey uzunlugundan fazla ise sifir
(0), tam tersi durumda da ii¢ (3) puan olarak yazilmaktadir. ACR-TIRADS igin
yazilan agiklama metninde ve resim 3.4’te dortli ¢izgiler arasinda belirtilmis
timoriin boydan olan uzunlugunun daha fazla olmasinin, tiimoriin kétii huylu olma

ihtimalinin yiiksek oldugunu géstermektedir [6,25].

LT MID TR

Resim 3.4: Timor dikey boyutu, genisliginden fazla olan bir timor 6rnegi [6].

3.2.4 Simir (Margin)

ACR-TIRADS 1 dérdiincii ana bagliginda incelenen 6zellik tiimorlii olan bolgenin
‘stirlar’dir. Sinirlar incelenirken dort alt maddeye dikkat edilir ve bulgulara goére
puanlandirma yapilir. Bahsedilen dért madde su sekilde siralanir; a) diiz sinir, b) iyi
belirlenemeyen sinir, ) yuvarlak ¢ikintili veya diizensiz ve son olarak d) tiroid
dokusu disinda uzantis1 olan nodiiler yap1 [25]. Iyi belirlenemeyen smir (ill-defined)
olan segenek, tiimoriin veya nodiliin dis smirlar1 net bir sekilde tanimlanamadigi
zaman smir tanimlamasini agiklanmak igin belirtilmistir [25]. Resim 3.5’de artilar

icinde gosterilen, diizensiz veya yuvarlak ¢ikintili maddesinde ise; ¢ikintilar: Sivri
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uclu veya piiriizlii kenar gozlemlendigi nodiil varliginda isaretlenir [25]. Son
maddede ise, tiroid dokusunun simirlarini kesintiye ugratan nodiiller, tiroid dokusu
disina uzantili seklinde adlandirilir [25]. Bu uzantinin boyutuna goére minimal ve
fazla genis seklinde diye de iki seklinde detayda belirtilebilir [25]. Resim 3.1’de de
belirtildigi iizere, timor veya tiimdrlerin goézlemlenen simirma gore sirastyla, diiz
smira sifir (0) puan, iyi belirlenemeyen sinira sifir (0) puan, yuvarlak ¢ikintili veya
diizensiz smira iki (2) puan ve tiroid doku smirini asan durumlarda da ii¢ (3) puan

verilir [6].

Resim 3.5: Sinirlar1 diizensiz olan bir tiroid tiimori 6rnegi [6].

3.2.5 Ekojenite odak (Echogenic Foci)

Son olarak, ACR-TIRADS’da incelenen son baslik ise ‘ekojenite odagidir’. Bu
maddede incelenen dort alt madde bulunmaktadir. Resim 3.1°de de gosterildigi gibi
bu alt maddeler, a) ekojenite odagin bir yap1 bulunmamasi veya kuyruklu bir yildiz
seklinde artifakt bulunmasi1 (large comet-tail artifact), b) makrokalsifikasyonun
bulunmasi, ¢) gevresel kalsifikasyonlarin bulunmasi ve d) son olarak noktasal olarak
ekojenik odaklar bulunan nodiillerdir [6]. Kuyruklu yildiz artifakt olan boliimde
ultrason ekraninda v seklinde goziikiirler ve ¢cogunlukla iyi huylu tiimoér oldugunu
isaret etmektedir diye aktarilmistir ACR-TIRADS’in makalesinde [25]. Dokularda
kireglesme veya kalsiyum birikimi gibi olusumlar oldugunda, kalsifikasyon olarak
adlandirilir. Makrokalsifikasyon varligi durumunda akustik olarak isimlendirilen
koyu izler durumu olusur ve nodiiliin k6tii huylu olma durumunu gosterebilir [25].

Benzer bir sekilde ¢evresel kalsifikasyonlar da kotii huylu tiimorii isaret edebilir [25].
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Fakat literature bakildiginda bu iliski karisik bir sekilde goziikmektedir ve hatta
makrokalsifikasyonlara gore daha fazla kotii huylu olma ihtimalini belirtir [25]. Son
olarak, noktasal olarak ekojenik odakta gozlemlendigi durumlarda ise bu yapilar
makrokalsifikasyonlara gore daha kiigiiktiir ve golgesizdir [25]. Bu yapilar daha
riskli bir grubu isaret etmektedir. Bu boliimde puanlandirma su sekildedir; yap1
bulunmamas1 veya kuyruklu yildiz artifakt goézlemlenmesi sifir (0) puan,
makrokalsifikasyonlar bir (1) puan, ¢evresel kalsifikasyonlar iki (2) puan ve noktasal

yapilar ii¢ (3) seklinde islem yapilir.
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4. MATERYAL VE METOT

4.1 Veri Seti ve Verilerin Hazirlanmasi

Bu tez ¢alismasinda Pedraza ve ekibi tarafindan 2015 yilinda yayinlanan erisime agik
tiroid ultrason goriintiileri veri seti kullanilmigtir [26]. Veri setini olusturan uzman
hekimler, resim verilerini TOSHIBA Nemio 30 ve TOSHIBA Nemio MX
ultrasonografi cihazlarin1 kullanarak toplamislardir [26]. Veri setindeki net olmayan
goriintiiler, ayn1 resimde ayni goriintiiden iki adet veya ayni resimde birden fazla
timorli resimler ¢ikarildiktan kalan 371 resim sistemde kullanilmistir. Resim 4.2°de
veri setinden bir 6rnek verilmis olup, bu gortintiiler JPEG formatinda kaydedilmistir.
JPEG formatindaki bu goriintiiler, uzman hekimin timorli  bolgeleri
isaretleyebilmesi, TIRADS smiflandirmas:1 yapabilmesi ve degerlendirme igin

kullanilan ~ ViewDex 2.0 yazilimi gereksinimi olan DICOM formatina

dontistiirilmiistiir (Resim 4.1).

g+ P100 ‘ weny 1 ‘
E 1) Confidence of presence of a nodule?
1216
2) Composition?
3) Echogenicity?
&) Shape?
5) Margin?
6) Echogenic foci?
Next

3 Hyposchaic =
4 Very hypoechoic
(4): Shape?
10 Wider-than-all
2 Tallerthan-wide
(5 Margin?
1 Smooth L
2. lll-defined
3 Lobulated orirregular
4 Exfra-thyroidal extension
(B} Echogenic faci? r
1: Mone of large comet-tail artifacts
20 Macrocaleifications
3 Peripheral (fim) caleifications o
4. Punclate echogenic foci -
Fme-uup
Window/Level
|

Resim 4.1: ViewDex 2.0’da uzmanlarin inceleme yaptig1 ekran [27].
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Veri setindeki goriintiiler bir uzman hekim tarafindan MicroDicom adli program
kullanilarak isaretlenmis olup, biitiin goriintiilerin desen analizi ve siniflandirma
islemleri MATLAB R2019b ortaminda yapilmistir [Url-3]. Goriintiilerin analizi ve
smiflandirma islemi Windows 10, Intel 17-10750H, 2.60 GHz, Nvidia 1650 GTX TI
ve 16 GB RAM parcalarina sahip bir bilgisayarda yapilmistir. Tiimdrlerin siniflarina
ayrilmas1t ViewDex 2.0 adi verilen program yardimu ile iki uzman hekim tarafindan
gerceklestirilmistir  [27]. Uzman hekimler Uzman 1 ve Uzman 2 olarak
isimlendirilimistir. Uzman 1 30 yillik, Uzman 2 ise 15 yillik tecriibeli radyologlardir.
Dicom formatinda hazirlanan nodiil resimleri, TIRADS smiflarina karsilik gelen
Ozelliklerin her defasinda yenilden soruldugu bir diizenleme ile ViewDex 2.0
yaziliminin yiiklendigi bir is istasyonunda degerlendirildi. Goriintiiler medical amaglh
bir olan Barco marka monitor de degerlendirildi. Uzmanlar i¢in elde edilen sonuglar
iki ayr1 tablo seklinde hazirlandi. Uzman hekimler tarafindan isaretlenmis ve siniflar
belirlenmis veri seti Oncellikle ACR-TIRADS’daki gibi bes smifa ayrilmistir,
smiflandirilan her nodiil i¢cin TR1, TR2 veya TR3 ise ‘negatif’ sinif, TR4 ve TRS5 ise
‘pozitif’ smif seklinde isimlendirilmistir. Uzman hekimlerin veri seti iizerinde
yaptiklar1 tespitler ve belirlemeler altin standart olarak kabul edilmis olup, bu

sonugclar tizerinden siiflandirma islemi ve hesaplamalar yapilmistir.

P
Resim 4.2: Veri setinden 6rnek ultrasonografik tiroid goriintiisii [26].

Uzman hekim tarafindan incelenmis ve isaretlenmis goriintiiler, lizerinde g¢alisma
yapilacak resimlerde i¢in veri yetersizliginden etkilenmemek icin bir 6n islem ile
sayilart arttinnlmistir. Bu gergeklestirilen 6n isleme, veri g¢esitlendirmesi (data
augmentation) ad1 verilmektedir. Ataide ve ekibinin de uyguladig1 ve daha fazla veri
cesitlendirmeye yonelik islemler eldeki verilere uygulanmistir [18]. Yapilan veri
cesitlendirme islemleri sayesinde, hem sistemin basarisinin artmasi hedeflenmis, hem
de sistemin egitimi ve testi sirasinda yetersiz veri bulunmasindan veya dengesiz veri

sayisindan dolay1 olusabilecek problemlerin 6niine gecilmesi amaglanmustir.
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Pozitif ve negatif olarak iki adet sinifa indirgenen TIRADS simiflar1 ‘Uzman 1’ i¢in
106 negatif ve 265 pozitif, ‘Uzman 2’ i¢in 108 negatif ve 263 pozitif goriintii
bulunmaktadir. Uzman hekimlerin ayni sonuca ulastigi 261 gorlintiiden 209
tanesinde P, 52 tanesinde ise N sonucuna ulasilmistir. Ayn1 sonuca ulasilmamis 110
gorlintli de ise ‘Uzman [’in’ P dedigi 56 goriintide ‘Uzman 2° N sonucuna
ulagsmigtir, ‘Uzman 1’in> N verdigi 54 gorlintiide ise ‘Uzman 2’ P sonucuna
ulasmistir. Asagida maddeler halinde belirtilen verilere uygulanan islemler negatif
smif i¢in alti kere ve pozitif siif igin li¢ kere tekrarlanarak hem goriintii sayisi
arttirllmistir hem de veri dengesizliginin etkileri azaltilmistir. Tekrar sayilari

deneysel olarak seg¢ilmistir. Son durumda 1431 goriintii elde edilmistir.

e Rotasyon(Dondiirme), [-45 | 45] derece arasinda rastgele secilmis bir agiyla

dondiirme
e Yatay eksene gore goriintiiniin yansimasinin alinmasi
e Dikey eksene gore goriintiiniin yansimasinin alinmasi

e X cksenine gore goriintiiniin [0 | 10] derece arasindaki rastgele bir degere

gore biikiilmesi

e Y cksenine gore goriintiiniin [0 | 10] derece arasindaki rastgele bir degere

gore biikiilmesi

e X ekseni iizerinde [-3 | 3] piksel araliginda rastgele bir deger kaydirma islemi

uygulanmasi

e Y ekseni iizerinde [-3 | 3] piksel araliginda rastgele bir deger ile kaydirma

islemi uygulanmasi

4.2 Makine Ogrenmesi

Makine 6grenmesi adli kavram yapay zekanin bir alt bashig1 olarak yer almaktadir.
Makine Ogrenmesini tam anlamiyla kavramamiz i¢in Oncellikle yapay zekadan

baslay1p, yapay zeka konseptini anlatmamiz gerekmektedir.

Yapay zeka, ‘akilli makine’, 6zellikle ‘akilli bilgisayar programlari’ iretmemizi veya
olusturmamizi1 saglayan bilim ve mihendislik dallarmmin birlesimi seklinde
aciklanabilir [28]. Bu climlede gecen ‘akilli” kismi ise soyle agiklanmis; “diinyadaki

hedefleri bagarmamizi hesaba dayali yontemlerle saglayan yetenek” [28]. Bagka bir
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deyisle, ‘amaclarimiz dogrultusunda calismasini saglayacak ve insan aklina
kompleks gelen islemleri matematiksel yontemlere dayandirarak sonuglar elde

etmemizi saglayacak’ bilgisayar programlaridir.

Yapay zekanin alt dali olan ‘makine 6grenmesi’ ise, var olan veriler arasinda bag
kuran, verilerden 6grenen ve bu islemler sonucunda karar veren bir veri analizi
yontemidir. Makine 6grenmesi, bir bilgisayar programinin otomatik bir sekilde elde

olan verilerden 6grenim yapmasi ve kendini gelistirmesi seklinde agiklanabilir.

Makine 0grenmesi ile yapay zeka arasindaki farka bakildig1 zamanda, yapay zeka
makinelerin insan akilini, davranig ve diisliniis bigimini benzer bir sekilde sergilemek
i¢in olusturulmus iken makine 6grenmesi, makinelerin verilerle baglantisi oldugu
stirece, tekrardan programlanmadan elde olan verileri kullanarak 6grenim

yapabilmesidir.

Sekil 4.1°de belirtildigi gibi makine 6grenmesi detayli bir sekilde incelendigi zaman,
karsimiza iki ana bashk ¢ikmaktadir [Url-4]. Bu iki baslik ‘gdzetimli’ (supervised)
ve ‘gozetimsiz’ (unsupervised) Ogrenme olarak adlandiriimaktadir. Gozetimli
ogrenmede bulunan verilerin siniflar1 veya isimleri, olusturulan sistem tarafindan
biliniyordur. Gozetimli 6grenme igin Ornek verilecek olursa, siniflandirma
(classification) veya bagimli degiskenin bir veya daha fazla bagimsiz degiskenle olan

iliski derecesinin analizi bir diger deyisle, regresyondur (regression).

I|" T
UNSUPERVISED /
LEARNING
Group and interpret ﬁ
data based only L
on input data

CLUSTERING

-

MACHINE LEARNING CLASSIFICATION

) [ SUPERVISED
LEARNING
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input and output date

5, 4

b
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Sekil 4.1: Makine 6grenmesinin alt bagliklar1 [Url-4].
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Gozetimsiz  O6grenme esnasinda ise, belirlenen siniflar egitim sirasinda
kullanilmamakta olup sistemin sinifi belirtilmemis verilerinde smifin1 bulmasi
istenmektedir. Ya da kullanilacak olan verilerin arasinda, iligki, verilerin etiketleri
olmadan bulmasi istemistir. Bu tip 6grenmeye 6rnek olarak, kiimeleme (clustering),

temel bilesen analizi (principal component analysis) verilebilir.

Bu tezde de kullanilan makine o6grenmesi bagligl, smiflandirma yontemidir.
Smiflandirma tanimlanacak olursa, etiketi olan veriler ile model veya modellerin
olusturulmasi ve bu olusturulan model veya modeller sayesinde yeni veya test
verilerinin etiketinin tahmin edilmesidir. Bu siireg i¢in oncellikle, eldeki veri iki veya
tice ayrilir. Bu ayrima islemi sirasinda egitim, dogrulama, test veya yeni veriler
seklinde ii¢ parca olusturulur. Bu pargalardan ilki yani egitim seti ile 6grenme
algoritmasi birlestirilerek model ortaya ¢ikarilir. Daha sonra ortaya ¢ikan model
dogrulama (validasyon) seti ile kontrol edilip asir1 6grenmenin Oniine gegilir veya
etkileri daha aza indirilir. Son olarak, test kisminda, etiketleri bilinmeyen elemanlar,
olusturulan ve dogrulanan modele verilere sonuglar elde edilir ve modelin basarisi

Olciiliir.

Son olarak, siniflandirma algoritmasi olarak bircok yontem bulunmaktadir. Bu tez
caligmasinda, Yapay Sinir Aglar1 (YSA), Destek Vektor Makineleri (DVM), K-en
yakin komsuluk (KNN) ve Rastgele Orman (Random Forest) yontemleri

kullanilmistir.

4.2.1 Yapay sinir aglari

Yapay sinir aglarin1 anlamak i¢in Oncellikle bu sistemin temel dayanagi olan
biyolojik sinir hiicrelerini ve yapilarini incelemek gerekmektedir. Bakildigi zaman
yapay sinir aglari, biyolojik sinir yapilarinin matematik kullanarak belirli islemleri
icin benzer bir sekilde kullanilmasi gibi agiklanabilir. Bagka bir deyisle, yapay sinir
aglar verilen verileri kullanarak d6grenen, bu 6grenimler sayesinde karar verebilen ve
disardan yeni olaylar gézlemlediginde bu olaylara kars1 tepki verebilen programlardir

[29].

Biyolojik sinir aglar1 ve yapay sinir aglar1 birbirlerine benzemektedir. Yapay sinir
aglarindaki kullanilan ndronlar, biyolojik sinir aglarindaki olan bdélgelerin

matematiksel modellenmesi sayesinde olusturulmustur (Cizelge 4.1). Sekil 4.2°de de
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belirtildigi gibi modelleme sonucu olusan yapilar su sekilde siralanir; islemci

elemanlar, toplama ve aktivasyon fonksiyonlari, yapay noron ¢ikisi ve agirliklar [30].

: ' naps A !
Dendst S\ Smapd L~ Akson ugian

(a) Bivolojik sinur hikcres)
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Sekil 4.2: Biyolojik ve Yapay Sinir hiicrelerinin temel 6rnegi [30].

Cizelge 4.1: Biyolojik ve Yapay Sinir Sistemleri Benzerlikleri [30].

Biyolojik Sinir Sistemleri Yapay Sinir Sistemleri
Noron Islemci Eleman
Dentrit Toplama Fonksiyonu
Hiicre Govdesi Aktivasyon Fonksiyonu
Aksonlar Yapay Noron Cikislar
Sinapslar Agirliklar

Yapay sinir aglarinin temel calisma prensibi, 6rnek olarak verilen verilerin, belirli
islemler sonucunda ¢iktilar verecek sekilde sonuca ulastirmasi seklinde anlatilabilir
[29]. Bu islemler sirasinda Onemli olan durum, baglanti agirliklarinin
hesaplanmasinin dikkatli bir sekilde yapilmasidir. En basta, bu agirlik degerleri

rastgele bir sekilde atanir, sisteme verilen her yeni bilgide, sistem kendisini bu veriye
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gore giincelleyerek bu agirlik degerlerinin en uygun olabilecek sekilde hesaplar.
Baglant1 agirliklarinin hesaplamasi ve en uygun hale getirilmesi islemine ‘agin
egitilmesi’ denmektedir [29]. Yapay sinir agina defalarca gosterilen egitim verileri
sayesinde, ag kendi i¢cinde bulunan degerleri olabilecek en uygun hale getirir ve artik
genelleme yapabilecek duruma ulagsmistir. Genelleme yetenegi kazanma islemine
‘agin 6grenmesi’ adi verilmektedir [29]. Bu kadar egitim ve Ogretim hayatinin
iistiine insanlarin karar merkezlerinin neler gelistirdigini gérmek i¢in test ettigimiz
gibi, bu yapay sinir aglar1 da test edilir. Bu test sirasinda, egitim ve 6grenim sirasinda
kullanilmayan veriler kullanilarak, olusturulan modelin veya yapay sinir aginin ne

kadar iyi bir seviyede genelleme yapabilecegi anlagilmaya caligilmaktadir.

Temel calisma prensibini inceledigimiz yapay sinir aglarmi, iki ayr1 gruba

ayirabiliriz. Yapisina ve caligma prensipleri olarak ayri bagliklar altinda incelenebilir.

Yapilarina gore ayrilan yapay sinir aglarini kendi i¢inde ayrica tek katmanli olan
yapay sinir aglart ve ¢ok katmanli olan yapay sinir aglari olarak siniflanabilir. Bu iKi
konudan bahsetmeden once katman terimini anlamak daha dogru olacaktir. Yapay
sinir sistemlerinde, katmanlar farkli islevde noronlarin bulundugu boélgeler diye
tanimlanabilir. Katmanlar genellikle {ige ayrilmakta olup, girdi, gizli ve ¢ikt1 katmani
olarak siralanirlar. Girdi katmani tanimlanacak olursa, dis diinyadan verilen veya
aktarilan verileri, bilgileri ara katmanlara iletmekten sorumludur. Ara katman veya
katmanlar ise girdi katmani ya da kendisinden Once gelen katmandan gelen bilgiyi
isleme gorevinden sorumludur. Son olarak ¢ikti katmani ise, ara katman(lar)dan
gelen bilgileri isleyip diizenleyerek, ¢ikti olarak dis diinyaya sunulmasini saglar [29].
Katmanlarin birlesimi ile ‘tek katmanli” ya da ‘¢ok katmanli’ yapay sinir aglari
bulunmaktadir. Tek katmanli sinir aglarinda sadece girdi ve ¢ikt1 katmani bulunur.
Cok katmanli yapay sinir aglarinda ise girdi ve ¢ikt1 katmanlarinin arasinda bir veya
daha fazla gizli katman bulunur (Sekil 4.3). Gizli katmanlarin sayist eldeki probleme

gore degisiklik gosterebilmektedir.

Ikinci bashk olarak, calisma prensiplerine gore ayrilan yapay sinir aglarindan
bahsedebiliriz. Bu baglik altinda iic adet prensip tipi bulunmaktadir. Bu tipler
sirastyla, a) ileri beslemeli, b) geri beslemeli ve c) kaskat beslemeli seklindedir. Ileri
beslemeli yapay sinir aginda katmanlar sadece bir Onceki katmana bagli sekilde
calisir. Geri beslemeli yapay sinir aglarinda ise katmanlar hem Onceki katmanlara

hem de bir sonraki katmana bagli olarak calisirlar. Son olarak kaskat beslemeli

25



yapilarda ise girdi ve dnceki biitlin katmanlarla baglantili olacak sekilde bir ¢alisma

diizeni bulunmaktadir.

SINIR. DEGER SINIR. DEGER

wi, GIKTI KATMANI

Sekil 4.3: Cok katmanl Yapay Sinir Ag1 model 6rnegi [30].

Elde var olan probleme, katman sayisi ve galisma prensibine gore yapay sinir aglari
diizenlenir ve basarili sonuglar elde edilmeye calisilir. Bu yontemler goriintii ve
sinyal siniflandirmasinda, dil isleme, video analizi, yapay zeka gibi alanlarda

uygulanir.

Bu tez ¢aligmasinda ‘ileri Beslemeli Geri Yayilimli Cok Katmanli® yapay sinir aglari
olusturulup, elde edilen Oznitelikler ile TIRADS gruplariin smiflandirilmasi
gerceklestirilmeye calisilmigtir. Yapay sinir aglarmin egitiminin amaci, modelin
egitim setine gore hata oranini diisiik vermesini saglamak ve bu sayede test edildigi
zaman disardan verilerle yiiksek basar1 elde edilsin [31]. Bu yiiksek basariy1 elde
etmek i¢cin agirliklarin genelleme i¢in, en yiiksek seviyede uygun olmasi
gerekmektedir, geri yayilim yonetime bu uygunlugu arttirmak igin kullanilir [31].
Son olarak bu ¢alismada Bayesian geri yayilim algoritmasi kullanilmistir. Bu geri
besleme yonteminde hatalarin karesinin toplam1 veya ortalama karesel hata olan say1
en aza indirgenmeye caligilir ve bu islemler Levenberg-Marquardt algoritmasi esas
alinarak yapilir [31]. Ayrica bu yontem sirasinda agirliklar ve hata oranlart en aza
indirgenir ve indirgendikten sonra ise dogru kombinasyon ile sinir aginin iyi

performans gostermesi saglanir.

4.2.2 Rastgele orman

Makine Ogrenme yontemlerinden biri olan ‘rastgele orman’, siniflandirma
calismalarinda sikg¢a kullanilan bir yontemdir. Rastgele orman incelendigi zaman, bir

birlesim veya topluluk yoOntemi (ensemble) oldugu anlagilmaktadir. Toplulugu
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olusturanlar ‘karar agaglar’ adi1 verilen baska bir makine 6grenmesi teknigidir. Bu
nedenle rastgele orman yonteminin daha iyi anlasilmasi icin Oncellikle karar

agaclarinin incelenmesi gerekmektedir.

Karar agaglari, elde bulunan verilerin alt kiimelerine stirekli ayrilarak ve bu ayrima
islemleri sonucu elde edilen siiflandirma yontemi olarak tanimlanabilir [32]. Baska
bir deyisle, eldeki verilen belirli aymrma hesaplamalarini kullanilarak, bu
hesaplamalarin sonuglarina gore birbirinden ayirmak ve siniflandirma yapilmak

istenen verileri bu agag gibi yapilar sayesinde dogru siniflara yerlestirmektir.

Karar agaglarinin ¢alisma mantigi, eldeki veriler ayrilarak daha saf diiglimlere
boliitlenmesinin  saglanmast ve bu sayede farkli smiflarin birbirinden ayirt
edilmesidir. Safligin tanimi, ayrilan diigiimlerde verilerinizin siniflar1 ne kadar az ise
o diigiim i¢inde o kadar saf bir veriniz var, eger diigiimde her siniftan esit oranda var
ise diigiimiin saflig1 en az olacak sekilde tanimlanmustir [32]. Ilk olarak biitiin veriler
arasinda arama yapilip kok diigimii secilir. Kok diigiimii segildikten sonra farkli
ayirma yontemleri kullanilarak hata veya saf olmama orani hesaplanir. Bu hesaplama
islemi icin bircok farkli yontem kullanilir. Ornek olarak, Ataide ve ekibinin
calismasinda bu hesaplama yontemi ‘entropi’ olarak se¢ilmis iken, bu tez
calismasinda ‘Gini’nin Farklilik Degeri’ (Gini’s Diversity Index) kullanilmistir. Bu
calismada kullanilan karar agaclari  Gini’nin farklibk degerlerine gore
olusturulmustur (Denklem 4.1). Bu sayede model olusturulur ve elde hazir bir sekilde
tutulur. Daha sonrasinda modelin gérmedigi veriler, modele verilerek ayn
hesaplamalar ve ayrim yollar tizerinden gegirilerek sonuglar elde edilir. Denklem

4.1°deki G hesaplanan saflik degeri, 0 ise segilen 6znitelikte siniflarin olasiligidir.
G=1-Y;0%() (4.1)

Karar agaglarinda tanimlanacak olan bir baslikta diigiimlerdir. Bu diigiimler ve
diiglimlerin arasindaki baglantilar sayesinde karar agaclar1 ve karar agaclarini temel
alan makine dgrenmesi yontemleri ortaya cikar. Bu diigiimler sirasiyla a) kok veya
karar diigimii (root node), b) sans veya baglanti diigiimii (nonterminal node), C)
yaprak (leaf node) seklinde adlandirilir [32]. ilk olarak kok diigiimii, karar agacinin
basladig1 ve eldeki 6zniteliklerden veya verilerden tamami arasinda bir arama yapilir
ve kazang degeri veya saflik degeri en yiiksek olan 0znitelik seklinde secilir. Daha

sonrasinda baglanti diiglimii ise kok diigiimii veya baska baglant1 diiglimlerinden
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yapraklara dogru dallanan ve her seferinde daha saf bir orana sahip olan diigiimdiir.
Bu sayede karar agaci sisteminin saflik amacina ulasmasini saglayan onemli
elemanlardir. Son olarak, yaprak diigiimleri, karar agaci sisteminin sonuna gelen ve
siniflandirma i¢in gerekli olan siniflar1 i¢inde barindiran diiglimlerdir, sistem biitlin
yapraklar1 buldugu zaman durur ya egitimi tamamlamistir ya da test i¢in son noktaya

ulasip kullaniciya ¢ikti sunar (Sekil 4.4).

Sekil 4.4: Ornek karar agaci [32].

Karar agaclarininin fazla veri iceren durumlarda ezberleme veya asir1 68renme
yasamast ve tek aga¢ ilizerinden sonuca ulagsmasi nedeniyle yasanan sikintilar
nedeniyle, ‘rastgele’ veya °‘rassal ormanlar’ seklinde yontemlere basvurulmaya
baslanmistir. Bu yontemde ¢ok fazla sayida karar agaci olusturulur ve elde edilen
sonuclar ¢cogunluk toplami seklinde hesaplanir. Her verilen veri i¢in fazla olan sinif
kabul edilir ve smiflandirma gergeklestirilir. Rastgele ormanlara giris paragrafinda
belirtildigi {izere, bu yontem bir birlesim veya topluluk yontemidir ve bu tez

caligmasinda torbalama (bagging, bootstrap aggregation) kullanilmistir.

Torbalama yontemi, Ozniteliklerin birbirleri ile bir¢ok kombinasyonunu ortaya
¢ikararak, tahmin i¢in kullanilacak 6zniteliklerin fazla bir sekilde kiimelenmis halidir
[33]. Egitim seti lizerinde yapilan bu islem sayesinde, egitim setinden bir¢cok yeni
egitim seti olusturulmasini saglar ve sistemin basarili sonu¢ vermesi i¢in giiglii bir
yontem olusturur. Torbalama yonteminde eldeki veriler ile yeni egitim setleri
olusturulur ve bu olusturulan setlerde tekrarlanma yapmasina izin verilir [33]. Bu
sayede cok fazla sayida egitim seti olusturulup egitim i¢in bir¢cok ihtimal dogmasi

saglanir (Sekil 4.5). Literatiir ve kaynaklar incelendigi zaman elde olan orijinal
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verilerin {ligte biri yeni olusturulan her yeni egitim setinde bulunmaz. Bu sayede
basarmin artmasi saglanir ve modelin egitimi gergeklestirilir. Egitim sirasinda ve test
icin elde edilen tahminler veya smiflar i¢in her agagtan gelecek sonuca gore oylama

yapilir ve oy ¢oklugu elde edilen sinif nihai sonug olarak kabul edilir.

Composite
-------- classification

a Nl

Original

G 2
:aatranlng Ieaml‘ng g Majority
algorithm X voting

Derived
learning
data sets

Sekil 4.5: Torbalama ve Siiflandirma yontemi [34].

Son olarak, karar agaglar1 ve torbalama (bagging) yontemlerinin beraber kullanildig:
karar agaclarin1 aciklayalim. Bu yontemde ilk olarak eldeki veriler torbalama
yontemi kullanilarak yeni egitim setleri olusturulur. Olusturulan setler icin teker
teker yeni kok diiglimler secilerek yeni karar agaclarinin temeli atilmis olur.
Sonrasinda segilen kok diigiimden ayrim icin rassal olacak sekilde 6znitelikler segilir
ve en diisiik Gini Farklilik Degeri’ni veren Oznitelik veya Oznitelikler ayrim igin
secilir (Sekil 4.5). Ayrim yapildiktan sonra ayni islem diger baglanti diiglimleri
icinde devam ederek yaprak diigtimlerine ulasilip egitim tamamlanmis olur. Egitilen
modeller sonrasinda test verileri ile modeller test edilir ve her bir model sonucu
yapilan tahminler cogunluk oylamasina islemine tutulur. Yapilan oylama islemi
sonucuna gore elde edilen siniflar rastgele ormanlarin siiflandirma sonucu seklinde

sistemin ¢iktis1 olarak sunulur.
4.2.3 K-en yakin komsuluk

Bir baska makine 6grenme yontemi olan K-en yakin komsuluk, smiflandirma

problemleri igin kullanilan bir tekniktir. K-en yakin komsuluk siniflandirma i¢in sade
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ama efektif bir yontemidir [35]. Bu yontem temel olarak uzaklik ve veriler arasinda
uzaklik baglami kullanilarak olusturulan komsuluk kavrami ile calismaktadir.
Siiflandirma i¢in sonuglarin elde edilmesi i¢in oy ¢ogunlugu kullanilir. Bagka bir
deyisle, komsuluklar arasinda oy ¢ogunlugu yapilarak siniflandirmak istenen test

verisi, ¢ikan oylama sonucuna gore siniflandirilir [35].

K-en yakin komsuluk yontemi literatiir incelendiginde birgok alanda kullanilmistir ve
kullanilmaktadir. Bu alanlar sirasiyla desen bulma (pattern recognition), metin
kategorize etmek, model kademelendirme, obje bulma (object recognition), hareket
veya etkinlik (event recognition), medikal uygulamalar ve veri madenciligi ile

finansal modellemededir [35-37].

[k paragrafta bahsedildigi gibi, K-en yakin komsuluk ydntemi basit ve efektif bir
yontem olmasma ragmen Onemli avantajlari ve dezavantajlar1 vardir. ik olarak
avantajlarindan bahsedecek olursak, egitim hizinin yiiksek olmasi, basit ve 6grenimi
kolay olmasi, giiriiltiilii veriye kars1 direngli olmasi, egitim verisi biliylik yeteri kadar
biiyiik olmasiyla, efektifligi ve anlasilabilir olmasi seklinde siralanabilir [36-37].
Sonrasinda dezavantajlarini siralayacak olursak, onceden secilmis olan k degeri,
hesaplamalarin karmasasi (computation complexity), hafiza siirlamasi (memory
limitation), tembel Ogrenme algoritmasi olmasi ve alakasiz olan veriler ile
yasanabilecek bozulmalardir [36]. Ayrica biiyiik veri setlerinde tahmin veya test
asamasinin yavas olmasi ile dogru uzaklik modelinin segilmesi ve uygun k degerinin

bulunmasi da bazi dezavantajlari olarak yazilabilir [37].

K-en yakin komsulukta en Onemli parametrelerden biri Onceki paragraflarda
bahsedildigi gibi ‘komsuluktur’ (Sekil 4.6). Bu k degerinin uygun olarak belirlenmesi
calistirilan algoritmanin basarisini etkilemektedir. K degeri siniflandirma igin gerekli
olan smir1 veya sinirlar belirleyecegi i¢in bu degerin uygun ve optimum sekilde
belirlenmesi onemlidir. Bu deger i¢in uygulanan yontemlere bakildiginda, genelde
eldeki veriler lizerinde deneme yapilarak bulunur. Ayrica komsuluk degerinin bir (1)
secilmesi egitim verisi igin hatay1 sifirlarken, asir1 6grenmeye neden olmaktadir [37].
Asirt 6grenme olusturulan sistemde, egitim verisi {izerinde ezber yapmasi sebebiyle
bagar1 oranini diisiirmektedir. K degerininin yiiksek secilmesi sinirlar ve giiriiltiilii

veriler i¢in faydali olabilir ancak bu da kesin degildir [37].
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Bu algoritmanin ¢alisma mantig1 sirastyla asagidaki gibi anlatilabilir (Sekil 4.6):

1. Egitim Asamast: Egitim verisinin sayisal degerleri ve smif isimleri

kaydedilir, eksik veriler ve sayisal olmayan higbir bilgi bulunmaz [38].

2. Smiflandirma Asamasi: Test verileri komsulara olan uzakliklar1 kullanilarak
ve oy ¢ogunluguna bakilarak siniflandirilir [38]. Bu siiflandirma yapilirken

asagida belirtilen yontem izlenir:

a. Onceden belirlenen uzaklik veya benzerlik fonksiyonu yardimi ile
egitilen sisteme verilen test verisi ile 6nceden kaydedilmis olan egitim

verilerine olan uzaklik hesaplanir [38].

b. Smiflandirma asamasindan once belirtilmis K degeri ile test

orneklerini i¢in komsuluk sayilar1 hazirlanmistir [38].

c. Son olarak belirtilen komsuluk sayisi ile sinir belirlenip, bu simir
icerisinde kalan egitim verilerine uygulanan oy ¢ogunlugu yapilarak
sisteme verilen test verisi i¢in sinif belirlenmis olur. Eger K=1 test
verisine en yakin olan egitim degerinin sinifi, test verisinin sinifi

olarak atanir [38].
A
A
A
AN

Sekil 4.6: K-NN algortimasi i¢in yapilan siniflandirmanin 6rnegi

k=5

Sekil 4.6’da verilen O6rnekte komsuluk degerinin 6nemi ortaya konulmustur. Eger
K=3 seklinde bir se¢im yapilirsa yuvarlak olan test verisi, yesil dikdortgen sinifa ait
olacaktir. Eger K=5 seklinde bir se¢im yapilirsa yuvarlak olan test verisi, kirmizi

licgen sinifa ait olacaktir.
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Son olarak, K-en yakin komsuluk yonteminde en dnemli parametrelerden bir digeri
ise uzaklik fonksiyonu veya parametresinin se¢imidir. Uzaklik parametresi basari
icin 6nemli rol oynarken, bu parametrenin ne olacagi konusunda fazlasiyla se¢enek
vardir. Bu seceneklerden yaygin olanlar1 ise Minkowski mesafe oOlgtleridir.
Minkowski mesafe Olcilileri hem Minkowski seklinde kullanilabilirken, 6zel
durumlarn da yaygin olarak kullanilmaktadir [37-38]. Bu 6zel durumlar sirasiyla

Chebyshev, Manhattan ve Oklid (Euclidean) seklinde siralanabilir.

Yaygin olarak kullanilan uzaklik fonksiyonlarinin temelini olusturan Minkowski
uzaklik Olgilisli tanimlanacak olursa, X ve Y vektor seklinde tanimlanan konumlari
veya noktalari arasindaki yakinligi veya uzakligi hesaplamamiza yardimei olur [38].
Bu X ve Y vektorleri sirastyla X= {X1, X2, ..., xn} ve Y= {y1, Y2, ..., yn} seklinde
tanimlanabilir. Bu tanimlamadan sonra asagidaki formiil Minkowski yontemi olarak
tanimlanmistir (Denklem 4.2). p uzakligin kuvvet degeridir, D ise kullanilan formiil

ile hesaplanan uzaklik degeridir.

D(x,y) = YTl — yilP (4.2)

Denklem 4.2°de verilen p degeri vektorler arasinda hesaplanacak olan uzakligin
kuvveti seklinde aktarilmistir. p degerinin bazi1 aldigi degerlerde ise onceki

paragraflarda bahsedilmis olan 6zel uzunluk 6l¢gme yontemleri ortaya ¢ikmaktadir.

[k olarak Chebyshev uzaklik dl¢iisiine bakildig1 zaman, p=c oldugu zaman ortaya
¢ikmaktadir. Diger bir adi ile ‘maksimum deger uzakligi’ ya da ‘satrang tahtasr’
seklinde adlandirilmaktadir [38]. Denklem 4.3’te de goriildiigii iizere iki nokta
arasindaki mutlak deger icersindeki farkin maksimum degerini almig halidir. Baska
bir deyisle bu Olciitte yukarida tanimlanan iki vektor arasindaki maksimum uzaklik

bulunur, biitiin koordinat boyutlarinda [38].
D(x,y) = max;|x; — y;l (4.3)

Ikinci olarak ise Manhattan uzaklik 6lgiisii ele alindiginda, Minkowski uzaklik 6l¢ii
formiiliinde p=1 degeri koyularak elde edilmistir [38]. Denklem 4.4’te belirtildigi
gibi bu uzaklik 6l¢ii biriminde, yukarida tanimlanan iki vektdr arasindaki zit

degerlerin mutlak farkinin toplamlarini ifade etmektedir [38].

D(x,y) = Xiz4lx: — il (4.4)
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Son olarak genellikle karsimiza ¢ikan ve sikca kullandigimiz Oklid uzaklik 6lgii
yontemidir. Bu 0Olgli yontemi, p=2 oldugu zaman Minkowski denkleminden
cikarilabilir. Denklem 4.5’te belirtilen denklemin yardimi ile elde edilen sonug,

yukarida tanimlanan vektorlerin zit degerleri arasindaki farkin karesinin toplaminin

karekokii olarak ifade edilebilir [38].

D(x,y) = Xizilxi = yil? (4.5)

Bu tez calismasindaki KNN ¢alismalarinda Oklid ve Manhattan uzaklik ydntemleri

ve degerleri kullanilmistir.

4.2.4 Destek vektor makineleri

Makine Ogrenmesi basligi altindaki yontemlerden biri de ‘Destek Vektor
Makineleridir’. Ilk etapta, iki smifli problemleri simiflandirma igin kullanilmak igin
dizayn edilmistir [39]. Bu siniflandirma sisteminde girdi vektorlerinin ¢ok boyutlu
0zellik uzayinda dogrusal olmayacak sekilde haritalanmasi ve bu ¢ok boyutlu 6zellik
uzayinda dogrusal bir karar diizlemi bulunarak sonuglar elde edilmesi amaglanmistir
[39].

Bu smiflandirma yonteminin de her bir yontemde oldugu gibi avantajlart ve
dezavantajlar1 bulunmaktadir. Avantajlari, yiiksek seviyede genellestirme, yliksek
dereceli boyutlarda uzaylarda efektif olmasi, ayrica kompleks ve giiriiltiilii girdilerde
kuvvetli bir yontem olmasidir [40]. Dezavantajlari1 ise, biiyiikk verilerde harcanan

slire, coklu siniflar igin siniflandirma yaparken yasanan problemlerdir [40].

DVM yoénteminin temeli incelendiginde iki adet problem one ¢ikmaktadir. Bu iki
problemlerden ilki, smiflar1 genelleyecek ve aywracak hiperdiizlemin nasil

bulunacagidir [39].

Ikinci problem ise ¢ok boyutlu uzaylarin nasil hesaplanacag ve nasil kullanilacagidir
[39]. Ik problemin ¢dziimii, dogrusal karar fonksiyonunu iki smif arasindaki
maksimum uzakligin veya smirin hesaplanmasi seklinde uygulanmasi ve
tanimlanmast sonucu optimal hiperdiizlem elde edilmesidir [39]. Tanimlanan
optimum diizlem veya diizlemler olusturulurken az miktardaki egitim verisi
kullanilmaktadir ve siniflar arasindaki maksimum simir1 belirleyen veriler ‘Destek

Vektorleri’ olarak adlandiriimaktadir (Sekil 4.7) [39].
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Ikinci problem ise elde edilen optimal hiperdiizlemin yiiksek boyutlu &zellik
uzayinda nasil davranacagidir [39]. Bunun ¢6ziimii ise karar fonksiyonunu
olusturmak icin yapilan islemlerin siras1 degistirilip, girdi vektorlerinin dogrusal
olmayan degisimi degistirilip, karar diizlemlerinin daha genis icerikli olmasin

saglamistir [39].

Sekil 4.7: 2 boyutlu uzayda ayrilan bilen bir DVM problem 6rnegi [39].

Sekil 4.7°de gosterilen destek vektorleri ve optimum smirin ve hiperdiizlemin
hesaplanmasi igin kullanilan matematiksel yontem su sekilde agiklanabilir (Denklem
4.6-4.8). Girdi vektorleri s = {s1, S, ..., si} ve Ci= [-1,1] ve w agirlik vektoriinii, b ise

egilim (bias) degeri olarak tanimlanirsa:

wxs;+b>1egerc; =1 (4.6)
wxs;+b < —1egerc; =-1 4.7)
wxs;+b=0 (4.8)
w*s;+b= +£1 (4.9)

Denklem 4.6 ve 4.7 egitim setindeki biitiin elemanlar i¢in gegerli olan hiperdiizlem
i¢in kullanilan esitsizlikler, denklem 4.8 ve 4.9°da bu maksimum sinirin bulundugu
optimum hiper diizlemi ve bu maksimum sinirin hesaplandigi destek vektorlerini

temsil etmektedir [39].
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Destek Vektor Makinelerinde incelenecek bir diger 6nemli baslik ise girdi verilerinin
dogrusal ve dogrusal olarak ayrilamama seklinde ikiye ayrilmasidir. Gergek
hayattaki verilerin ¢ogu dogrusal olarak ayrilamayan veriler oldugu i¢in, Destek
Vektér Makinelerinin efektif olmasi i¢in bazi yontemler bulunup uygulanmistir. Bu
yontemlerden biri ¢ekirdek (Kernel) fonksiyonlaridir. Cekirdek fonksiyonlari
sayesinde verilerin bulundugu ¢oklu uzayda dogrusal olarak ayrilamayan girdiler,
cekirdek fonksiyonlar1 kullanilarak ¢oklu uzayin boyutu arttirilir ve optimal

hiperdiizlemin bulunmasi kolaylastirilir [40-41].
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Sekil 4.8: Cekirdek fonksiyonu ile yapilan doniisiimiin gosterimi [Url-5].

Literatiir incelendiginde DVM’de bircok c¢ekirdek fonksiyonu kullanilmistir ve
kullanilmaktadir. Genellikle kullanilan ¢ekirdek fonksiyonlar: sirast ile dogrusal,
polinom ve radyal tabanli seklinde siralanabilir. Bu ¢ekirdek fonksiyonlart denklem

4.10-4.12’de yukarida verilen sirayla bahsedilmistir.

K(x,x;) = x.xT (4.10)
K(x,x;)) =1+ x*x)9 (4.12)
K(x,x;) = e Yle—xil® (4.12)

Ik olarak dogrusal (linear) cekirdek fonksiyonu, kullanilan vektorlerin i¢ ¢arpimi
seklinde ifade edilebilir [40]. Polinom ¢ekirdek fonksiyonu ise normalize edilmis
egitim verileri i¢in kullanilan ve duragan olmayan bir ¢ekirdek fonksiyonudur [40].

Bu tez calismasinda da kullanilan radyal tabanli fonksiyon ise eldeki verilerin
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arasindaki iki nokta arasindaki benzerlerligi veya birbirine ne kadar yakin oldugunu

hesaplar ve ona gore doniisiim yapar [41-42].

4.3 Oznitelik Cikarimi

Oznitelik, uygulanan bir islemin sonucunda ortaya cikan dlgiilebilen bireysel dzellik
olarak tanimlanabilir [43]. Onceki yillarda yapilan ¢aligmalara bakildiginda, makine
Ogrenmesi, Orlintli tanima gibi konularda bircok Oznitelik ¢ikarimi yontemi
kullanilmis olup, kullanilmaya da devam etmektedir [43]. Yapay zeka, makine
O0grenmesi veya derin 6grenme gibi konularda siklikla kullanilan 6znitelik kavrami
bu tez calismasinda da kullanilmustir. Oznitelik kiimesi veya gruplari, kullanilan her
makine 6grenmesi algoritmasi ile siniflandirma yapabilmektedir [43]. Bir onceki
boliimde anlatilan makine 6grenmesi teknikleri i¢in bir¢cok 6znitelik ¢ikarilmis olup,
siniflandirma yapilmak i¢in kullanilmustir. Is akisimi siralayacak olursak, ilk olarak
goriintiilerin hazir hale getirilmesi, daha sonrasinda arastirilmak istenen 6zniteliklerin
¢ikarimi isleminin uygulanmasi, elde edilen Oznitelikler ile siniflandirma yapacak
modellerin egitimi, son olarak ise egitilen modelin test i¢in ayrilan dznitelikler ile

test edilip sonuclarin elde edilmesi seklinde siralanabilir.

Literatiir incelendiginde tiroid tiimorleri ve desen analizi i¢in belirli 6znitelik
cikarimi yontemleri kullanilmistir. Sollini ve ekibinin yaptiklar1 ¢alismada, tiroid
tiimorleri i¢in desen analizi yapmak istendiginde, literatlirde kullanilan yontemlerden
bahsedilmistir. Bahsedilen ¢alismada ve bu tez calismasinda kullanilan 6znitelik
cikarim yoOntemleri sirasiyla, ‘histogram analizi’, ‘gri seviye es olusum matrisi
(GSEOM)’, ‘gri seviye dizi uzunlugu matrisi (GSDUM)’ ve ‘Law’in Desen Enerji
Olgtimleridir’ [11].

4.3.1 Histogram analizi

Histogram, bir dijital goriintiiniin [0, L-1] araligindaki yogunluk degerleri olarak
tanimlanabilir [44]. Denklem 4.13 histogram ayrik bir fonksiyon olarak
tanimlanmistir ve bu fonksiyon tanimi; rk k degerinin belirtigi yogunluk degeri ve ng

r«’ic1 yogunluk degerine sahip piksel sayisini belirtmektedir:

h(rk) = Ng (413)
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Histogram analizinin grafik tizerindeki dagilimi aslinda goriintiiniin yogunluk
dagilim1 hakkinda bilgi vermektedir bize. Grafigin sola veya diisiik degerlere dogru
yaslh olmasi karanlik bir goriintiiyii belirtirken, saga veya yiiksek degerlere dogru
yasl olmasi ise parlak goriintiiyii belirtmektedir [44]. Daha sonrasinda histogram
grafiginin dagilimindaki dar bir alana yogunlasmasi diisiik kontrasti belirtirken, genis

alana yayilmasi ise yliksek kontrasti belirtmektedir [44].

Literatiir incelendiginde histogram analizi yontemi, 6znitelik ¢ikarimi ve tiroid timor
analizinde kullanilmuistir [11-12]. Literatiirdeki ¢alismalara bakildiginda histogram
analizi kullanilarak bir¢ok oOznitelik ve inceleme bashgt kullanilmistir. Bu
Ozniteliklerden ve basliklardan bazilari bu tez calismasinda kullanilmis olup,
smiflandirma yontemleri igin girdi olarak verilmistir. Bu ¢alismada histogram analizi
esnasinda arka fonda bulunan pikseller dahil edilmemistir. Bu tez c¢alismasinda

asagida belirtilen on bir 6znitelik kullanilmistir:

e Ortalama (mean): Incelenen bdlgeler igindeki ortalama piksel yogunluk

degerleri olarak tanimlanir [12].

e Maksimum ve Minimum Degerleri (Max and Min Values): Incelenen

bolgeler i¢indeki maksimum ve minimum piksel yogunluk degerleridir [12].

e Medyan (Median): incelenen bélgeler igindeki ortanca piksel yogunluk

degeri olarak tanimlanir.

e Varyans (Variance): Incelenen bolgedeki piksel yogunluk degerlerinin

ortalamadan ne kadar saptiklarinin karesi olarak tanimlanur.

e Standard sapma (Standard Deviation): Incelenen bélgedeki piksel yogunluk

degerlerinin ortalamadan ne kadar sapma yaptiklar1 olarak tanimlanir [12].

e Aralik (Range): Piksel yogunluk degerlerinin ne kadarlik bir alanda oldugunu
gosteren bagliktir.

e Entropi (Entropy): Incelenen bolgedeki dokularmn rassaligini dzelligini ortaya
koyan bagliktir [12].

e Basiklik (Kurtosis): Incelenen bolgedeki piksel yogunluk degerlerinin

ortalama degerde ne kadar yogunlastigini gosteren degerdir [12].
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e Egrilik (Skewness): Piksel degerlerinden elde edilen histogramin normal
dagilima gore ne kadar asimetri gosterdigini belirten degerdir [12].
e Enerji: Doku yogunlugunun homojenligini belirten degerdir [12].

Denklem 4.14-4.19°da yukarida agiklamasi verilen bagsliklarin bazilart igin
formiillerine yer verilmistir. A degerleri; arka plan piksel degerleri ¢ikarilmis gri

seviye degerlerinin bulundugu vektordiir.

Ortalama = % N LA (4.14)
Standart Sapma = \/% * 2N 1A — ul? (4.15)
Varyans = % * YN A — ul? (4.16)
I Ai—Aore)*
Basuklt = o=t diztort (4.17)
(ﬁ*zi=1(Ai_Aort)2)2
I Ai=Aort)?

Egrilik = — 2z 2 (4.18)

(\/%*Zﬁl(Ai_Aort)z)s‘
Enerji = YN, (4)? (4.19)

Histogram of Ciz0048

350 T T

# of Pixels

200

0 50 100 150
Intensity Values

Sekil 4.9: Veri setindeki bir goriintiiniin histogram grafik 6rnegi
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4.3.2 Gri seviye es olusum matrisi (GSEOM)

Desen, incelenmek istenen bolgede veya biitiin goriintii de nesneleri bulmak ig¢in
kullanilan onemli bir karakteristik Ozelligidir [45]. Desen analizi yoOntemleri
sayesinde goriintiiler incelenip, siniflandirma gibi problemler i¢in uygun 6znitelikler
hesaplanip, smiflandirma  yontemlerinde  kullanilmaktadir.  Desen  analizi
yontemlerinden sik¢a kullanilan olan gri seviye es olusum matrisi (GLCM) bu tez
calismasinda kullanilmigtir ve bu yontem sayesinde elde edilen Oznitelikler

siniflandirma yontemlerinde degerlendirilmistir.

Gri seviye es olusum matrisi; dgiem ile ayrilan komsu pikseller arasindaki goreceli
frekans degerlerine gore elde edilen desen bilgisinin tanimladigi matris veya
matrisler olarak tanimlanabilir [45]. Gri seviye es olusum matrisi formiil seklinde
belirtilecek olursa, agicm ve bgiem komsu iki piksel olarak, dgicm komsu pikseller
arasindaki uzaklik ve Ogicm incelenecek ag1 olarak tanimlanirsa, G(agicm, Dgicm| dgicm,

Bgicm) elde edilen gri seviye es olusum matrisi olarak ifade edilir (Sekil 4.10).

| 1
{Hl L‘}S 6|8 110/ 0 0fofo
3|s| 71 2l ﬂu 1 of 1[ojoafa
sls|z | 2Dp—TL« 0| o a| 1| 0] a0

Sekil 4.10: I matrisindeki piksel degerlerinden elde edilen gri seviye es olusum

matrisi [Url-6].

Literatiir incelendiginde, gri seviye es olusum matrisi bircok ¢aligmalarda
kullanilmistir. Bu ¢aligmalarda genel olarak pikseller arasi1 uzaklik bir birim olarak
secilmis olup, acilar ise 0°-135° arasinda alinmistir [10,13,21,45-47]. Sekil 4.10°da
Ornegi gosterilen gri seviye es olusum matrisinde uzaklik belirtildigi gibi bir birim

alinmis olup, ac1 da 0° olarak kullanilmistir. Sekil 4.11°de belirtilen agilarin gosterimi
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ise bu tez calismasinda kullanilan gri seviye es olusum matrislerinin elde edilmesinde

kullanilmaistir.

Pixe b of - infe rest *

907 [-10]
* 5 [11]
w07 [01]

1357 [1-1]

Sekil 4.11: Gri seviye es olusum matrislerinin hesaplanmasinda kullanilan agilar

[Url-6].

Sonraki asama da ise elde edilen gri seviye es olusum matrislerinden, Haralick’in

calismasinda anlatilan ve diger ¢calismalarda da uygulanan 6znitelikler kullanilmistir

[10,13,21,45-47]. Bu tez ¢alismasinda Kullanilan 6znitelikler;

Enerji (Energy): Ikinci dereceden acisal momentin diizenliligi olarak da
tanimlanabilir ve hesaplanan GSEOM’nin elemanlarmin karelerinin

hesaplanip toplanmasi ile elde edilir [48].

Korelasyon (Correlation): GSEOM degerleri kullanilarak goriintiideki
diizenliligi yansitan dznitelik basgligidir [48].

Kontrast (Contrast): Incelenen bdlgedeki piksel yogunluklarinin komsu piksel

yogunluklarina gore farkinin tanimlayan basliktir [48].

Varyans (Variance): GSEOM matrisdeki elemanlarin ortalamadan ne kadar
farkli oldugunu belirten 6zniteliktir [48].

Homojenite (Homogeneity): GSEOM’deki birimlerin ¢apraz sekildeki
yayilimini dlger [48].

Ters Fark Momenti (Inverse Difference Moment): Pikseller arasinda gri
seviye farki az oldugunda yiiksek degerler gosteren konrast ve enerji ile

baglantili 6zniteliktir [48].
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e Toplam Ortalama (Sum Average): Goriintiilerde hem homojenlige hem de
parlaklik durumuna baglidir. Bu deger hem koyu hem de esit dagilimhi ya da

homojen goriintiilerde kii¢iik deger almaktadir [48].

e Entropi (Entropy): GSEOM’lerindeki rassaligin hesaplanmasinda kullanilir
[48].

e Toplam Entropi (Sum Entropy): Goriintilerde bulunan desensel

karmasikligin hesaplanmasinda kullanilmaktadir [48].

Denklemler 4.20-4.30°de ozniteliklerin matematiksel formiilleri bulunmaktadir. Son
bir detay olarak ise literatlirdeki calismalarin bazilarinda tek bir ag¢1 lizerinden islem
yapilirken, diger calismalarda ise Sekil 4.11°de bahsedilen biitiin agilar kullanilip
sonra ortalamasi hesaplanip kullanilmaktadir [13,21]. Bu tez galismasinda dort agi
icin gri seviye es olusum matrisleri ayr1 ayri olusturulduktan sonra, yukarida
belirtilen Oznitelikler her bir ac1 i¢in hesaplanmistir ve her bir a¢1 i¢in ayni olan

Ozniteliklerin ortalamasi alinmistir. R, GSEOM’deki elemanlarin toplamidir.
PY(a,b) = GLCMY (a,b)/R (4.20)
Prsy (0) = ZoZ, 2,2, P (a,b) (4.21)
Kontrast(dgiem, Ogiem) = La2, X2 la — bI2PE(a,b)  (4.22)
Enerji(dgiem Ogiem) = Sty Tyt P4 (a, )2 (4.23)

Homojenite(dglcm, Hglcm) = Z Zb 11+|a i + P{(a,b) (4.24)

N N
Korelasyon(dglcm: Hglcm) = Zail Zbil(ab Pg (a, b) - (.ux * /’ly))/ (Uxay) (4-25)

1+|a— b|2

Ters Fark Momenti(dglcm, Gglcm) = Z Zb ) (4.26)

Toplam OTtalama(dglcm, 9gzcm) = Zzzg a * Pyyy(a) (4.27)
Entropi(dgiem Ogiem) = — X%, ¥08 P (a,b) *In (P (a,b 4.28
ntropl( glcmo glcm) Zazlzbzl d(a' )* n d(av ) ( : )

. 2Ng
Toplam Entropi(dgiem, Ogi1em) = — 5 Pxt+y(@) *1n (px+y(a)) (4.29)

N 2
Varyans(dglcm' glcm) = % Z billpg (a' b) - Ml (430)
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4.3.3 Gri seviye dizi uzunlugu matrisi (GSDUM)

Gri seviye dizi uzunlugu ardisik; ayni dogrultuda olan ayni gri seviye degerine sahip
olan piksellerin kiimelenmesi veya bir araya gelmesi olarak tanimlanir [49].
Hesaplanan dizi uzunluklari, ayn1 degere sahip olan piksel degerleri ile belirlenir
[49]. Literatiir incelendiginde, gri seviye dizi uzunlugu matrisi de desen analizi
yontemi olarak kullanilmaktadir [13,21,50-51]. Gri seviye dizi uzunlugu
matrislerindeki islemler, elde olan verilere uygulanip siniflandirma igin 6znitelikler

hesaplanmustir.

Bir Onceki paragrafta belirtildigi gibi, kiimelenen piksel noktalar1 p matrisini
tanimlar. Tanimlanan matriste, p(m,n) m gri seviye degeri ve n ise secilen yondeki,
m gri seviye degerine sahip kag¢ adet pikselin arka arkaya oldugunu gosteren deger
olarak tanimlanir (Sekil 4.12) [49]. Es degerde piksellerin ardigik olmasi goriintii de
bir degisimin yasanmadigini ve kalin bir dokunun var oldugunu belirtmekte iken,
komsu piksellerin es degere sahip olmamasi goriintiiniin incelenen kisminda

degisimin fazla oldugunu belirtmektedir [51].

0123
Picture: g%? ?

3030
Run length:
G 0 1 2 3 4 45° 1 2 3 4
; 0| 4000 04 000
3{ 1 -1 010 114000
v 203000 210010
? 313100 313 100

Sekil 4.12: Ornek goriintii igin sifir ve kirkbes derece icin hesaplanan gri seviye dizi

uzunlugu matrisleri [49].

Gri seviye dizi uzunlugu matrisinde kullanilan 6nemli parametrelerden biri de agidir.
Sekil 4.12°de ve literatiirdeki ¢alismalar incelendiginde gri seviye dizi uzunlugu

matrisi hesaplamalarinda, bir¢cok a¢1 degeri kullanilmistir. Genellikle kullanilan ag1
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degerleri 0°-135° olarak tanimlanir ve bu tez ¢alismasinda Sekil 4.11°de gosterilen

acilar kullanilmaktadir.

Gri seviye dizi uzunlugu matrislerinin hesaplanmasindan sonra, Galloway’in

calismasinda ve diger yapilan g¢alismalarda bir¢cok Oznitelik hesaplama yontemi

ortaya konmustur. Gri seviye dizi uzunlugu matrislerinin hesaplanmasi ve 6znitelik

¢ikarimi hesaplarinin yapilmasi sirasinda Wei’nin Gri Seviye Dizi Uzunlugu Matrisi

aracindan faydalanilmistir [52]. Siniflandirma i¢in kullanilan Oznitelik basliklar

asagidaki sekildedir:

Kisa Dizi Vurgusu (Short Run Emphasis): Kisa dizi uzunluklarinin

Olciimiinde kullanilir ve ince dokular i¢in yiliksek deger olmasi beklenir

[48,53].

Uzun Dizi Vurgusu (Long Run Emphasis): Uzun dizi uzunluklarinin

Ol¢iimiinde kullanilir ve kalin veya kaba dokularda yiiksek deger olmasi

beklenir [48,53].

Gri Seviye Farkliligi (Gray-Level Non-Uniformity): Goriintiideki gri seviye
degerlerinin benzerliginin Sl¢iimii i¢in kullanilir ve bu degerin kiiclik olmasi

gri seviye degerlerinin benzer oldugunu belirmektedir [48,53].

Dizi Uzunlugu Farkliligi (Run Length Non-Uniformity): Goériinteye ait dizi
uzunluklarinin benzerligini 6l¢timii i¢in kullanilir ve bu degerin diisiik olmasi

dizi uzunluklarinin yakin olmasi bilgisini verir [48,53].

Dizi Yiizdesi (Run Percentage): Goriintiiniin homojenligi ve ayn1 ydndeki
dizi uzunluklar1 dagiliminin 6l¢iimii i¢in kullanilir ve ayni1 yondeki biitiin gri

seviye dizi uzunluklari bir olursa, bu deger en yiiksek olur [48,53].

Diisiik Gri Seviye Dizi Vurgusu (Low Gray-Level Run Emphasis): Diisiik gri
seviye degerlerinin 6l¢limii igin kullanilir ve diistik gri seviyeli goriintiilerde

yiiksek deger almasi beklenir [48,53].

Yiiksek Gri Seviye Dizi Vurgusu (High Gray-Level Run Emphasis): Yiiksek
gri seviye degerlerinin Ol¢limii i¢in kullanmilir ve yiiksek gri seviyeli

goriintiilerde yiiksek deger almasi beklenir [48,53].

Kisa Dizi Disiik Gri Seviye Vurgusu (Short Run Low Gray-Level

Emphasis): Kisa dizi uzunluklar ve diisiik gri seviye dagiliminin 6lgiimiinde
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kullanilir, ¢ok fazla kisa dizi uzunlugu olan ve diisiik gri seviyeye sahip

goriintiilerde yiiksek olmasi beklenir [48,53].

e Kisa Dizi Yiiksek Gri Seviye Vurgusu (Short Run High Gray-Level
Emphasis): Kisa dizi uzunluklar1 ve yiiksek gri seviye dagiliminin 6lgiimiinde
kullanilir, ¢ok fazla kisa dizi uzunlugu olan ve yiiksek gri seviyeye sahip

goriintiilerde yiiksek olmasi beklenir [48,53].

e Uzun Dizi Disik Gri Seviye Vurgusu (Long Run Low Gray-Level
Emphasis): Uzun dizi uzunluklari ve diisiik gri seviye dagilimimnin dlgiimiinde
kullanilir, ¢ok fazla uzun dizi uzunlugu olan ve diisik gri seviyeye sahip

gortintiilerde yiiksek olmasi beklenir [48,53].

e Uzun Dizi Yiksek Gri Seviye Vurgusu (Long Run High Gray-Level
Emphasis): Uzun dizi uzunluklart ve yiiksek gri seviye dagilimmin
Olglimiinde kullanilir, ¢ok fazla uzun dizi uzunlugu olan ve yiiksek gri

seviyeye sahip goriintiilerde yiiksek olmasi beklenir [48,53].

Yukarida belirtilen onbir adet Oznitelik, onceden belirtilen dort adet agi igin
hesaplanmis olup, daha sonrasinda farkli agilardaki ayni Oznitelik degerleri igin
ortalama alinip, sonunda her bir goriintii i¢in onbir adet 6znitelik elde edilmistir. Son
olarak bu tez ¢aligmasinda kullanilan 6zniteliklerin formiiller verilmistir (Denklem

4.31-4.41).
Kisa Dizi Vurgusu = ZZ‘LIZQI p(T 1) /Z Z ,p(mn) (4.31)
Uzun Dizi Vurgusu = Zivngzl ¥ n?x p(m, n)/Z:{":l > p(m,n) (4.32)
Gri Seviye Farklihigi = ¥ ¢ 1(Zn .p(m, n)) /Zm (3 p(m,n) (4.33)

, . o o N. N 2 N N.

Dizi Uzunlugu Farkliigt = Y, 7, (ngzlp(m, n)) [ X Yl p(mn)  (4.34)
Dizi Yiizdesi = ¥, ¥Nr p(m,n) /P (4.35)
Diistik Gri Seviye Dizi Vurgusu = Zm ) ZNr p(m ") /Z Zn ,p(m,n) (4.36)

Yiksek Gri Seviye Dizi Vurgusu = ngzl YN m2p(m,n)/ Zrl\:lgzl >N p(m,n)
(4.37)

Kisa Dizi ve Diislik Gri Seviye = Zm 12 pamn) /Z Z ,p(m,n) (4.38)

N=1 124n2
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Kisa Dizi ve Yiksek Gri Seviye = ngzlzg pmn)em_ n)*m /Z Z 1 p(m,n)
(4.39)

Uzun Dizi ve Disik Gri Seviye = ngﬂzg (m n)*n /Z ZNr 1 p(m,n)
(4.40)

Uzun Dizi ve Yiiksek Gri Seviye = 22‘11 YN m2n?p(m,n)/ inl >N p(m,n)
(4.41)

Yukarida belirtilen denklemlerde p(m,n) dizi uzunlugu matrisindeki (m,n)nci eleman,
Ng ise resimdeki gri seviye sayisi, Nr ise farkli dizi sayisi ve son olarak P ise

resimdeki piksel sayis1 olarak tanimlanmistir [49].

4.3.4 Law’1n desen enerji olgiileri

‘Law’in desen enerji Olgiileri’, goriintiiler iizerindeki desen enerji doniisiimlerinin
hesaplanmas1 i¢in kullanilmaktadir. Bu ydntemde her piksel i¢in desen enerji
dontigimii hesabi yapilabilmektedir [54]. Law’in desen enerji Olgiilerinde, gesitli
maskeler evrisim teknigi ile biitiin goriintiiler tizerinde uygulanarak, maskelerin
cesitlerine gore ¢esitli sonuglar elde edilmektedir [13]. Uygulanan maskeler
sonucunda goriintiilerin mutlak ortalamasi, varyanslari, standart sapma degerleri
kullanmilmistir [13,21,54]. Bu tez c¢alismasinda ise mutlak ortalama ve varyans

degerleri kullanilmastir.

Law’mn maskeleri hizli, basit, bolgesel ve kiigiik pencereler ile islem yaparak,
ciktilarini1 olusturmaktadir [54]. Bu maskeler temelde, Law’in ¢alismasinda belirttigi
gibi ii¢ adet maskeden olusmaktadir. Boyutlar1 1x3 olan temel tic maske sirasiyla,
seviye (level), kenar (edge) ve nokta (spot) diye tanimlanmistir (Denklem 4.42-4.44).
Literatiirde kullanilan diger maske ise bu ¢ filtre evrisim yontemi ile kullanilarak

elde edilmistir.

L3 =[121] (4.42)
E3=[-101] (4.43)
§3=[-12-1] (4.44)

Denklem 4.42-4.44°te verilen iic maske kullanilarak 1x5°lik maskeler hesaplanmistir.

1x5’lik maskeler evrisim yontemi kullanarak elde edilmistir. Bu hesaplanan
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maskelerin evrisim denklemler sirasiyla L5=L3*L3, E5=L3*E3, S5=L3*S3,
W5=E3*S3, R5=S3*S3 tanimlanir. Verilen denklemlerde * isareti ile evrisim islemi
belirtilmektedir. Hesaplanan maskeler sirasiyla 1x5’lik seviye (level), kenar (edge),

nokta (spot), dalga (wave) ve dalgacik (ripple) adlandirilir (Denklem 4.45-4.49).

L5=[14641] (4.45)
E5=[-1-2021] (4.46)
§5=[-1020—1] (4.47)
W5=[-120-21] (4.48)
R5= [1—-46—41] (4.49)

Bu islemlerin ardindan 1x5’lik maskeler yardimi ile 5x5°lik denklemler, matris
carpimi ile elde edilir. Denklem 4.45-4.49°da verilen 1x5°lik maskelerin transpozu
hesaplanip, daha sonrasinda kendisi ile matris ¢arpimi yapilarak 5x5°lik maskeler
elde edilmistir. Denklem 4.50°da bu 5x5°lik maskelere drnek olarak LL = LT X Ly

maskesi verilmistir.

1 4 6 4 1
4 16 24 16 4

LL=6 24 36 24 6 (4.50)
4 16 24 16 4

1 4 6 4 1
Son olarak elde edilen 5x5°lik maskeler, var olan goriintiilere uygulanarak 6znitelik

¢ikarimi i¢in uygun hale getirilmistir. Goriintiilerin mutlak ortalamasi ve varyanslari

hesaplanip, siniflandirma i¢in kullanilmistir.

4.4 Simiflandirma Modellerinin Dogrulanmasi

Makine Ogrenmesi calismalarinda, algoritmalarin basarisini arttirmak ve asiri
o6grenme gibi olumsuz durumlar1 engellemek veya etkisini minimuma indirmek i¢in
kullanilan yontemlerden biri de dogrulama tekniklerinin uygulanmasidir. Bu
yontemler, ¢apraz dogrulama (cross validation) olarak bilinir ve siklikla kullanilir.
Capraz dogrulama, verilerin yeniden Orneklenerek, siniflandirma modellerinin
genelleme yetenegini degerlendirme ve bu modellerin asir1 6§renme yapmasini
engellemek igin kullanilan bir teknik olarak tanimlanabilir [55]. Capraz validasyon
i¢in birgok yontem bulunmustur. Bu yontemler sirasiyla, hold-out, k katlamali ¢apraz

dogrulama (k-fold) ve tek-¢ikish ¢apraz dogrulamadir (leave-one-out).
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Literatiir incelendiginde genellikle Kk, katlamali ¢apraz dogrulama teknigi
kullanilmigtir [10,13,21,56]. K. katlamali c¢apraz dogrulama tekniginde, egitim
setinin k¢ esit boyutlardaki ayrik altkiimelere boliinmesiyle, yeni egitim kiimeleri
veya setleri olusur (Sekil 4.13) [55]. K¢, yeni olusan kiime sayisini1 temsil etmektedir.
Yeni kiimeler rassal olarak olusturulur ve tekrarlama durumu gergeklesmez [55].
Daha sonra k¢’den bir eksik kadar kiime egitim seti elde edilir ve geriye kalan o bir
kiime dogrulama kiimesi olarak tanimlanir [55]. Bu islemlerin ardindan, egitim
setleri ile modeller olusturulur. Olusturulan yeni modeller, dogrulama seti ile bir 6n
teste tabii tutulur veya onceden ayrilan test seti ile yapilarak performans 6l¢timii
yapilir [55]. Bu islemler 6nceden belirlenen K. sayisi kadar tekrarlanir. Bu sayede,
elde olan verilerin ve Ozniteliklerin kullanilan siniflandirma yontemlerinde genel
basar1 durumu gozlemlenmis olur. Bu tez ¢alismasinda 10 katli ¢apraz dogrulama

yontemi kullanilmigtir.

Dral 1
e
Fold #1 |

"'-_,"_,-_-"'
IiI—*'lll ram.l

Fold 42 .

Fold #10 B

Sekil 4.13: 10 katlamal1 ¢capraz dogrulama, siyahla gosterilen bloklar dogrulama seti
ve beyaz bloklar ise egitim seti [55]

4.5 Siniflandirma Modellerinin Performans Degerlendirmesi

Egitilen modeller, test seti ile test edildikten sonra sonuclar elde edilir. Bu sonuglar,

siniflandirma modellerinin performansinin degerlendirmesi i¢in kullanilir. Sonuglar
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degerlendirilirken gizelge 4.2’de gosterilen hata matrisi (confusion matrix) kullanilir.

Kullanilan hata matrisinde temel olarak dort eleman bulunmaktadir. Bu elemanlar

sirastyla:

Gergek Pozitif (True Positive): Pozitif smifa ait olan test verilerinin,

siniflandirma sonucunda da pozitif ¢ikan veri sayisini belirtmektedir.

Gergek Negatif (True Negative): Negatif sinifa ait olan test verilerinin,

siniflandirma sonucunda da negative ¢ikan veri sayisini belirtmektedir.

Yanlig Pozitif (False Positive): Negatif sinifa ait olan test verilerinin,

siiflandirma sonucunda pozitif ¢ikan veri sayisin1 belirtmektedir.

Yanlis Negatif (False Negative): Positif sinifa ait olan test verilerinin,

smiflandirma sonucunda negatif ¢ikan veri sayisin1 belirtmektedir.

Cizelge 4.2: Hata Matrisi

Hata Matrisi Gergek Durumdaki Siniflar
Pozitif Negatif
< Pozitif Gergek Pozitif Yanlis Pozitif
g 'L,EJ _ (True Positive) (False Positive)
S =
532
E 3 7 Negatif Yanlis Negatif Gergek Negatif
2 g (False Negative) (True Negative)
n

Daha sonrasinda elde edilen hata matrisleri kullanilarak asagidaki parametreler

hesaplanarak siiflandirma algoritmalarinin performansi degerlendirilir (Denklem

4.51-4.54);

Dogruluk (Accuracy): Simiflandirma modellerinin dogru verdigi sonuglarin

sayist ile toplam veri sayisina olan orani seklinde tanimlanir.

GP+GN

Dogruluk = ——-——
GP+GN+YP+YN

(4.51)

Duyarlilik (Sensitivity veya Recall): Pozitif siifa ait olan verilerin,
simiflandirma modelleri tarafindan ne kadar pozitif olarak tahmin edildigini

gosteren baglik olarak tanimlanir.
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GP
GP+YN

Duyarlilik = (4.52)

e Ogzgiillik (Specificity): Negatif sinifa ait olan verilerin, smiflandirma
modelleri tarafindan ne kadar negatif olarak tahmin edildigini gosteren baglik

olarak tanimlanir.

Ozgiillik = —~ (4.53)

GN+YP

e Kaesinlik (Precision): Siniflandirma modelleri tarafindan pozitif sonug olarak
tahmin edilen verilerin kagimin ger¢ek durumda pozitif oldugunu gosteren

baslik olarak tanimlanir.

GP
GP+YP

Kesinlik = (4.54)

Son olarak, smiflandirma ic¢in kullanilan yontemlerinin parametreleri 6zet sekilde

asagidaki Cizelge 4.3°de belirtilmistir.

Cizelge 4.3: Smiflandirma Y 6ntemlerinin Kullanilan Parametreleri

Siniflandirma Yontemleri Onemli Parametreler

Destek Vektor Makineleri Cekirdek Fonksiyonu: Radyal Tabanl
Fonksiyon (RBF)

K-en Yakin Komsuluk Komsuluk Sayisi: 33 ve Uzaklik
Yontemleri: Manhattan ve Oklid

Rastgele Orman Agag Sayisi: 100 ve 200, Ayirma Yontemi:
Gini Farklilik Degeri
Yapay Sinir Aglart Geri Yayilim Fonksiyonu: Bayesian, Gizli
Katmandaki Nodiil Sayilart: [10], [20] ve
[10] 10]
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5. BULGULAR

Yontem bagliginda anlatilan Oznitelik ¢ikarim yontemleri sonucu elde edilen
degerler, hem aymi Oznitelik bashigi altinda hem de biitiin 6znitelik basliklar1 bir
arada toplanarak, gene ayni baslik altinda anlatilan smiflandirma yontemlerinin
yardimi ile bulgular elde edilmistir. Siniflandirma yontemleri i¢in kullanilan egitim-
test ayrimi %80-%20 seklinde yapilmigtir ve 10 kez tekrar edilmistir. Egitim-test
setlerinin ayrimi yapilirken, pozitif ve negatif verilerin ayimina dikkat edilmis olup,
egitim ve test setlerinin dagilimi rassal bir sekilde gercgeklestirilmistir. Sistemler
egitilip, daha sonra test edilirken, TIRADS’mn 5 smifli yontemi 2 gruba
indirgenmistir. Kotii huylu olma ve biyopsiye gitme olasilig1 yiiksek olan TR4 ve
TRS pozitif sinifa ait iken, iyi huylu olan veya olma ihtimali daha yiiksek olan TRI,
TR2 ve TR3 ise negatif sinifa ait sekilde kullanilmistir. Son olarak bulgular
degerlendirilirken dogruluk, duyarlilik, 6zgiilliikk ve kesinlik degerleri kullanilmistir.
Bahsedilen degerlerin, smiflandirma ve Oznitelik kombinasyonuna goére en iyi
degerleri ve ortalama sonuglar1 kullanilmistir. Modellerin sonug¢larinin ortalamasi ise

egitilen 100 model i¢in alinarak hesaplanmustir.

5.1 Destek Vektor Makineleri Modellerinin Bulgulari

Oznitelik ¢ikarimi ydntemleri ile elde edilen degerler, hem ayri basliklar halinde hem
de tek bir baglik halinde egitim i¢in girdi olarak kullanilmistir. Daha sonrasinda test
islemi i¢in TIRADS smiflandirmasi ile sonuglar elde edilmistir. Cizelge 5.1 ve 5.2°de
uzman hekimlerin verdikleri TIRADS smiflar1 ile algoritmanin verdigi sonuglar
sayesinde hesaplanan hata matrisi ile dogruluk, duyarlilik, 6zgiillik ve kesinlik
degerleri hesaplanmigtir. Ayrica sekil 5.1 ve 5.2°de algoritmalarin, histogram
Oznitelikleri kullanilarak elde edilen en iyi sonuglarin hata matrislerine yer

verilmistir.
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Cizelge 5.1: Uzman 1’in analizlerine gore Destek Vektor Makinelerinin test edilmesi

ile elde edilen en iyi ve ortalama sonuglari

Uzman 1 Dogruluk | Duyarhilik Ozgiilliik Kesinlik

Histogram En lyi 93.71 92.94 94.83 96.34

Ortalama 89.47 90.43 88.06 91.80

GSEOM En lyi 85.66 90.00 79.31 86.44

Ortalama 78.58 83.13 71.92 81.27

GSDUM En Iyi 90.91 91.76 89.66 92.86

Ortalama 84.57 86.98 81.03 87.11

Law Enerji En Iyi 75.87 83.53 64.66 77.60

Ortalama 72.30 79.18 62.22 75.47

_ Biitiin En lyi 87.41 91.18 81.90 88.07
Oznitelikler

Ortalama 82.73 84.72 79.80 86.03

Cizelge 5.2: Uzman 2’nin analizlerine gore Destek Vektor Makinelerinin test

edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlihik Ozgiilliik Kesinlik

Histogram En lyi 94.41 92.35 97.41 98.13

Ortalama 90.36 91.06 89.34 92.66

GSEOM En lIyi 83.92 88.82 76.72 84.83

Ortalama 79.39 83.57 73.26 82.15

GSDUM En lIyi 87.06 92.94 78.45 86.34

Ortalama 83.36 88.85 75.33 84.10

Law Eneriji En Iyi 76.57 80.00 71.55 80.47

Ortalama 71.62 78.67 61.29 74.95

_ Biitiin En lyi 88.81 91.76 84.48 89.65
Oznitelikler

Ortalama 83.55 86.20 79.67 86.20
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Confusion Matrix

- 110 12 90.2%
38.5% 4.2% 9.8%
w
w
S
o 6 158 96.3%
= P
3 2.1% 55.2% 3.7%
s
-
S
94 8% 92.9% 93.7%
5.2% 7.1% 6.3%
<~ Rod

Target Class

Sekil 5.1: Uzman 1’in analizlerine gore histogram oznitelikleri kullanilarak DVM ile

elde edilen en basarili hata matrisi

Confusion Matrix

- 113 13 89.7%

39.5% 4.5% 10.3%
w
w
5

9 B 3 157 98.1%

ES 1.0% 54 9% 1.9%
B
-
')

97 .4% 92 4% 94.4%

2.6% 7.6% 5.6%

A A°d

Target Class
Sekil 5.2: Uzman 2’°nin analizlerine gore histogram oznitelikleri kullanilarak DVM
ile elde edilen en basarili hata matrisi

Cizelge 5.1 ve 5.2°de sonuglar incelendiginde destek vektor makineleri kullanarak,
tiroid tiimorlerinin  basarili  bir sekilde smiflandirildigr  gézlemlenmektedir.

Histogram o6znitelikleri kullanildigi durumda, uzmanlar icin sirasiyla %89.47 ve
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%90.36 dogruluk degerleri ile en basarili sonuglar elde edilmis olup, GSEOM ve
GSDUM oznitelikleri kullanilarak basarili sonuglar elde edilmistir. Siniflandirma
sonucunda, Law Desen Enerji olgiilerindeki %72.30 ve %71.61 dogruluk degerleri

ile basar1 diger 6znitelik basliklar1 kadar yiiksek olmamustir.

5.2 K-En Yakin Komsuluk Modellerinin Bulgulari

Ikinci simiflandirma yéntemi olan K-en yakin komsuluk igin, komsuluk sayist
belirlenmistir. Sonra bir 6nceki basliktaki Oznitelikler, aynmi sekilde egitim ve test
seklinde kullanip, smiflandirma islemi gerceklestirilmistir. Bu tez calismasinda
komsuluk sayisi, 33 olarak secilmistir. Secilen komsu sayisi icin ilk olarak oklid
uzaklik yontemi ile sonuglar elde edilmis, daha sonra manhattan uzaklik yontemi
kullanip sonuglar edilmistir. Cizelge 5.3 ve 5.4’te 6klid uzaklig1 i¢cin en basarili ve
ortalama sonuglar, cizelge 5.5 ve 5.6’da manhattan uzaklig1 i¢in en basarili ve

ortalama sonuglar belirtilmistir.

Cizelge 5.3: Uzman 1’in analizlerine gore oklid uzakligi kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En yi 94.76 94.12 95.69 96.97

Ortalama 91.00 90.50 91.74 94.14

GSEOM En lyi 82.17 85.88 76.72 84.39

Ortalama 78.65 82.48 73.03 81.79

GSDUM En lyi 93.01 93.53 92.24 94.64

Ortalama 86.69 85.25 88.81 91.81

Law Enerji En lyi 75.17 84.12 62.07 76.47

Ortalama 71.71 78.68 61.49 74.99

_ Biitiin En lyi 86.36 88.24 83.62 88.76
Oznitelikler

Ortalama 82.47 83.50 80.97 86.59
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Output Class

Sekil 5.3’de ise oklid uzakligt ve GSEOM o0znitelikleri kullanilarak elde edilen en

basarili hata matrislerine yer verilmistir.

Cizelge 5.4: Uzman 2’nin analizlerine goére oklid uzakligi kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 2 Dogruluk | Duyarlilik Ozgiilliik Kesinlik
Histogram En lyi 95.45 94.71 96.55 97.58
Ortalama 92.21 90.91 94.12 95.79
GSEOM En lyi 82.87 85.29 79.31 85.80
Ortalama 77.99 78.46 77.29 83.54
GSDUM En lyi 91.61 90.00 93.97 95.63
Ortalama 85.77 85.79 85.74 89.84
Law Enerji En Iyi 78.32 80.00 75.86 82.93
Ortalama 71.07 70.91 71.31 78.43
Biitiin En Iyi 86.36 86.47 86.21 90.18
Oznitelikler
Ortalama 81.76 82.99 79.97 85.92
Confusion Matrix Confusion Matrix
89 24 78.8% N 2 25 78.6%
31.1% 8.4% 21.2% 322% 8.7% 214%
27 146 84.4% § B 24 145 85.8%
9.4% 51.0% 15.6% 2 94% U dezs
3
o7 es o o2 e — o
> Q ¥ Q

Sekil 5.3: Uzman 1 ve 2’nin analizlerine gére GSEOM 0znitelikleri kullanilarak

oklid uzakliklart ile elde edilen en basarili hata matrisleri (Soldaki Uzmanl, Sagdaki

Uzman?2)

Target Class
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Cizelge 5.5: Uzman 1’in analizlerine gore manhattan uzakligi kullanilarak

olusturulan modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En Iyi 96.85 95.29 99.14 99.39

Ortalama 92.66 91.29 94.66 96.19

GSEOM En lIyi 82.52 85.29 78.45 85.29

Ortalama 78.16 80.34 74.96 82.49

GSDUM En Iyi 95.45 93.53 98.28 98.76

Ortalama 91.33 89.25 94.36 95.88

Law Enerji En lyi 78.67 84.12 70.69 80.79

Ortalama 73.60 80.74 63.14 76.33

_ Biitiin En lyi 91.61 91.18 92.24 94,51
Oznitelikler

Ortalama 87.49 87.30 87.76 91.32

Cizelge 5.6: Uzman 2’nin analizlerine goére manhattan uzakligi kullanilarak

olusturulan modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 96.85 97.65 95.69 97.08

Ortalama 93.10 91.68 95.19 96.57

GSEOM En Iyi 84.62 82.94 87.07 90.38

Ortalama 78.47 77.46 79.93 85.04

GSDUM En lyi 92.66 91.18 94.83 96.27

Ortalama 89.68 87.75 92.51 94.52

Law Enerji En lyi 77.62 80.00 74.14 81.93

Ortalama 72.11 73.26 70.43 78.41

_ Biitiin En lyi 89.51 92.94 84.48 89.77
Oznitelikler

Ortalama 85.45 86.91 83.32 88.44
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Sekil 5.4 ve 5.5°de GSDUM oznitelikleri ve manhattan uzaklig1 kullanilarak egitilen

modellerin en basarili sonuglarinin yer aldig1 hata matrislerine yer verilmektedir.

Confusion Matrix

- 114 11 91.2%
39.9% 3.8% 8.8%
w
w
8
© 2 159 98.8%
= P
3 0.7% 55.6% 1.2%
s
=4
o
98.3% 93.5% 95.5%
1.7% 6.5% 4.5%
~ 24

Target Class

Sekil 5.4: Uzman 1’in analizlerine gére GSDUM o0znitelikleri kullanilarak manhattan

uzakliklar ile elde edilen en basarili hata matrisi

Confusion Matrix

Target Class

110 15 88.0%
38.5% 5.2% 12.0%
"
w
S
9 6 155 96.3%
= o, 0, %
2 2.1% 54.2% 3.7%
=
o
94.8% 91.2% 92.7%
5.2% 8.8% 7.3%
~ 4

Sekil 5.5: Uzman 2’nin analizlerine goére GSDUM o6znitelikleri kullanilarak

manhattan uzakliklari ile elde edilen en basarili hata matrisi

57



Sonug olarak, iki uzaklik yontemi kullanilarak yapilan siiflandirma sonuglari, genel
olarak TIRADS i¢in tanimladigimiz pozitif ve negatif siniflar1 basarili bir sekilde
ayirabilmektedir. Manhattan uzaklik yontemi se¢ildigi zaman, basar1 oraninin biraz
daha fazla ciktig1 gozlemlenmektedir. Ancak her iki uzaklik ydntemi iginde
histogram, GSEOM, GSDUM ve biitiin 6znitelikler i¢in %92.66 ve %93.10’a varan
basart saglanmistir. Law desen enerji Olciileri kullanilarak yapilan siniflandirma

sonuglarinda ise beklenen oranda basari elde edilememistir.

5.3 Rastgele Orman Modellerinin Bulgular:

Bu tez ¢alismasinda kullanilan iigiincti siniflandirma yontemi ise rastgele orman
yontemidir. Bu yontemde egitilen modellerin ka¢ agagtan olusturulmasina karar
verilmistir. Ilk olarak sonuclari ¢izelge 5.7 ve 5.8’de verilen modellerin aga¢ sayis,
100 olarak secilmistir. Daha sonrasinda ¢izelge 5.9 ve 5.10°da verilen sonuglar i¢in
agac sayist 200 olarak secilmistir. Son olarak DVM ve K-en yakin’da oldugu gibi en

basaril1 ve ortalama sonuglar gosterilmistir.

Cizelge 5.7: Uzman 1’in analizlerine gore yiiz agac¢ kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 97.55 97.06 98.28 98.80

Ortalama 94.49 94.54 94.42 96.14

GSEOM En lyi 83.57 85.88 80.17 86.39

Ortalama 79.51 82.32 75.40 83.10

GSDUM En lyi 96.85 95.88 98.28 98.79

Ortalama 94.26 93.64 95.18 96.63

Law Enerji En lyi 79.37 78.82 80.17 85.35

Ortalama 74.69 77.08 71.17 79.75

_ Biitiin En lyi 96.50 97.06 95.69 97.06
Oznitelikler

Ortalama 93.43 93.01 94.05 95.84
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Cizelge 5.8: Uzman 2’nin analizlerine gore yiiz aga¢ kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 97.90 98.82 96.55 97.67

Ortalama 93.60 93.57 93.64 95.62

GSEOM En Iyi 83.57 84.71 81.90 87.27

Ortalama 77.58 78.27 76.56 83.07

GSDUM En Iyi 95.45 94.71 96.55 97.57

Ortalama 91.70 91.09 92.59 94.80

Law Enerji En lIyi 81.82 85.88 75.86 83.91

Ortalama 73.51 77.25 68.03 77.97

_ Biitiin En Iyi 94.41 91.18 99.14 99.36
Oznitelikler

Ortalama 90.79 90.06 91.86 94.22

Sekil 5.6’da ise Law desen enerji olgiileri ve 100 agag¢ kullanilan modellerin testi ile

elde edilen en basarili hata matrislerine yer verilmistir.

Confusion Matrix Confusion Matrix
N 93 36 72.1% N 88 24 78.6%
325% 12.6% 27.9% 30.8% 8.4% 214%
0 0
0w 0
St ol
9 23 134 854% . 28 146 83.9%
= P = P
3 8.0% 46.9% 14.6% 3 9.8% 51.0% 16.1%
g 2
- -
(o] o
80.2% 78.8% 79.4% 75.9% 85.9% 81.8%
19.8% 212% 20.6% 24.1% 14.1% 18.2%
S Q = Q
Target Class Target Class

Sekil 5.6: Uzman 1 ve 2’nin analizlerine gére Law desen enerji dlgiileri 6znitelikleri
kullanilarak 100 agag ile elde edilen en basarili hata matrisleri (Soldaki Uzmanl,
Sagdaki Uzman2)
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Cizelge 5.9 ve 5.10’da ise uzmanlarin analizlerine ve Oznitelikler kullanilarak

egitilen ve test edilen 200 agaclik modellerin en iyi ve ortalama sonuglart yer

almaktadir.

Cizelge 5.9: Uzman 1’in analizlerine goére iki yiiz aga¢ kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En Iyi 97.55 97.65 97.41 98.22

Ortalama 94.29 94.39 94.15 95.97

GSEOM En Iyi 85.31 87.06 82.76 88.10

Ortalama 79.36 83.14 73.82 82.36

GSDUM En Iyi 97.90 97.65 98.28 98.81

Ortalama 94.73 94.21 95.48 96.86

Law Enerji En lyi 82.17 80.59 84.48 88.39

Ortalama 76.02 79.50 70.92 80.11

~ Biltiin En Iyi 96.85 97.65 95.69 97.08
Oznitelikler

Ortalama 93.21 93.18 93.25 95.33

Cizelge 5.10: Uzman 2’nin analizlerine goére iki yiiz aga¢ kullanilarak olusturulan

modellerin test edilmesi ile elde edilen en iyi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 96.85 97.06 96.55 97.63

Ortalama 94.21 93.78 94.82 96.40

GSEOM En lyi 82.52 84.12 80.17 86.14

Ortalama 77.32 78.40 75.74 82.62

GSDUM En lyi 96.15 97.06 94.83 96.49

Ortalama 92.47 91.00 94.63 96.14

Law Eneriji En lyi 78.67 78.35 78.45 84.28

Ortalama 72.01 75.36 67.09 77.10

_ Biitiin En lyi 95.10 96.47 93.10 95.35
Oznitelikler

Ortalama 91.40 90.60 92.56 94.75
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Rastgele orman yoOnteminin sonuglari incelendiginde; histogram, GSEOM ve
GSDUM o6znitelikleri kullanilarak egitilen 100 ve 200 aga¢ igeren modellerin
testlerinin sonunda, uzmanlar igin sirasiyla %94.73 ve %94.21’e varan basarili
sonuglar elde edilmistir. Law desen enerji Olgiileri icin istenen basar1 saglanamasa
dahi %76.02 ve %73.51’¢ kadar basariya ulasilmistir. Ayrica 100 ve 200 agag ile
olusan modeller arasindaki fark incelendiginde, ¢ok biiyiik farklar gézlemlenmistir.
200 aga¢ ile modellerin olusturulmast daha ¢ok zaman ve performans yiki

getireceginden, 100 agaclik modeller daha uygun goriilebilir.

5.4 Yapay Sinir Aglar1 Modellerinin Bulgular:

Yontem bagliginda bahsedilen son siniflandirma yontemi olan ‘Yapay Sinir Aglart’
icin Oncellikle kullanilacak gizli katman miktar1 ve noron sayilart denenmistir. Bu
denemeler sonucunda tek gizli katmanli ve 10 noérona sahip ilk model, daha
sonrasinda ise tek gizli katmanli ve 20 norona sahip ikinci model ile bes adet
Oznitelik baglig1 kullanilarak siniflandirma yapilmistir. Son olarak iki gizli katmana
sahip olan, gizli katmanlarin her birinde 10 néron bulunan yapay sinir ag1 modeli
kullanilarak biitiin 6zniteliklerin ortak bulundugu 6znitelik bashigi ile egitim ve test
yapilip, sonuglar elde edilmistir. Sekil 5.7°de anlatilan yapay sinir aglarin modelleri
gorsel olarak sunulmustur. Cizelge 5.11 ve 5.12°de tek gizli katmanli ve 10 néronlu

YSA i¢in en iyi ve ortalama sonuglar verilmistir.

i gt In

el el

Hiddien 1 Hidden 2 Outpat
mput [ ™ W W | Outpu
g gl g i

Sekil 5.7: Tez ¢aligmasinda kullanilan yapay sinir aglarinin gorsel hali
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Cizelge 5.11: Uzman 1’in analizlerine gore tek katmanli ve 10 adet ndron bulunan

modellerin en iyi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 89.86 90.59 88.79 92.22

Ortalama 81.86 82.38 81.09 86.51

GSEOM En lyi 80.42 83.53 75.86 83.53

Ortalama 74.21 75.40 72.46 80.13

GSDUM En lyi 84.27 87.65 79.31 86.13

Ortalama 77.43 78.19 76.30 82.92

Law Enerji En Iyi 74.83 75.29 74.14 81.02

Ortalama 68.93 71.48 65.20 75.15

_ Biitiin En Iyi 91.61 92.94 89.66 92.94
Oznitelikler

Ortalama 84.23 84.16 84.33 88.77

Cizelge 5.12: Uzman 2’nin analizlerine goére tek katmanli ve 10 adet néron bulunan

modellerin en 1yi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlilik Ozgiilliik Kesinlik
Histogram En Iyi 87.06 86.47 87.93 91.30
Ortalama 79.75 80.79 78.22 84.54
GSEOM En Iyi 81.12 81.18 81.03 86.25
Ortalama 74.27 75.36 72.68 80.26
GSDUM En Iyi 81.82 82.94 80.17 85.98
Ortalama 75.21 76.51 73.31 80.82
Law Enerji En lyi 75.52 77.65 72.41 80.49
Ortalama 68.72 70.73 65.78 75.24
_ Biitiin En lyi 90.56 91.76 88.79 92.31
Ornitelikler Ortalama 82.46 81.69 83.59 87.97
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Cizelge 5.13 ve 5.14°te ise tek gizli katmanli ve 20 néron bulunan modellerin test

edilmesi ile elde edilen en iyi ve ortalama sonuglara yer verilmistir.

Cizelge 5.13: Uzman 1’in analizlerine gore tek katmanli ve 20 adet néron bulunan

modellerin en 1yi ve ortalama sonuglari

Uzman 1 Dogruluk Duyarlilik Ozgiilliik Kesinlik

Histogram En lyi 92.66 90.00 96.55 97.45

Ortalama 86.97 87.48 86.21 90.37

GSEOM En Iyi 83.57 84.71 81.90 87.27

Ortalama 77.13 77.51 76.57 83.00

GSDUM En lIyi 86.36 88.24 83.62 88.76

Ortalama 80.74 80.86 80.58 85.96

Law Enerji En lIyi 76.22 77.06 75.00 81.88

Ortalama 70.13 72.31 66.93 76.27

_ Biitiin En Iyi 94.76 95.29 93.97 95.86
Oznitelikler

Ortalama 88.03 87.60 88.66 91.91

Cizelge 5.14: Uzman 2’nin analizlerine gore tek katmanli ve 20 adet néron bulunan

modellerin en 1yi ve ortalama sonuglari

Uzman 2 Dogruluk Duyarlihik Ozgiilliik Kesinlik
Histogram En Iyi 90.91 88.24 94.83 96.15
Ortalama 86.38 86.08 86.83 90.60
GSEOM En Iyi 81.82 80.00 84.48 88.31
Ortalama 76.59 77.20 75.69 82.36
GSDUM En lyi 86.36 85.29 87.93 91.20
Ortalama 78.34 78.90 77.52 83.77
Law Enerji En lyi 79.02 81.18 75.86 83.13
Ortalama 69.41 70.64 67.60 76.16
_ Biitiin En Tyi 93.71 90.59 98.28 98.72
Ornitelikler Ortalama 87.00 85.18 89.67 92.39
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Son olarak Sekil 5.8’de biitlin Oznitelikler ile iki gizli katmanli ve her gizli

katmaninda 10 néron bulunan modellerin en basarili hata matrislerine yer verilmistir.

Ayrica Cizelge 5.15 ve 5.16°da biitiin 6znitelikler ve iki gizli katmani olan, katman

basina 10 noron bulunan modellerin en basarili ve ortalama sonuglar1 sunulmustur.

Cizelge 5.15: Uzman 1’in analizlerine gore iki katmanl ve gizli katmanlarinda 10’ar

adet noron bulunan modellerin en iyi ve ortalama sonuglari

Uzman 1 Dogruluk | Duyarlilik Ozgiilliik Kesinlik
Bitin En lyi 92.66 88.82 98.28 98.69
Oznitelikler
Ortalama 83.42 83.35 83.51 88.16

Cizelge 5.16: Uzman 2’nin analizlerine goére iki katmanli ve gizli katmanlarinda

10’ar adet noron bulunan modellerin en iyi ve ortalama sonuglari

Uzman 2 Dogruluk | Duyarlilik Ozgiilliik Kesinlik
Biitiin En lyi 87.76 84.12 93.10 94.70
Oznitelikler
Ortalama 81.53 80.54 82.99 87.48
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Sekil 5.8: Uzman 1 ve 2’nin analizlerine gore biitiin 6zniteliklerin ve iki gizli katman

kullanilarak elde edilen modellerin testleri sonucundaki en basarili hata matrisleri
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Yapay sinir aglari modelleri kullanilarak yapilan testler sonucunda en basarili
sonuglarin, biitiin 6zniteliklerin beraber kullanildig1 basliklar oldugu goziikmektedir.
Diger smiflandirma yontemlerinden farkli bir bulgu olup, diger siniflandirma
yontemlerinde tekil Oznitelik basliklar1 daha basarili sonuglar vermistir. YSA’lar
kendi icinde incelendiginde; tek gizli katmanlt ve 20 ndron bulunan modellerin
basaris1 en yliksek ¢ikmistir. Daha sonra tek gizli katmanli ve 10 néron bulunan
modellerin basarisi yine yiiksek ¢ikmistir. 20 noron bulunan modellerin testlerinden
sonra, en basarilis1 olan biitiin 6znitelikler alinip, iki katmanli yapay sinir aginda
kullanilmistir. Basar1 oraninin daha diisiik ¢ikmasi nedeniyle tek gizli katmanl
modeller yeterli goriildiigli icin diger Oznitelik bagliklar1 i¢in egitim ve test

yapilmasina gerek duyulmamastir.

Son olarak bu tez calismasinda, literatiirde yapilan ¢alismalar ile karsilastiriima
yapildiginda; Ataide ve ekibinin ulastigi geometrik ve bicimsel 6zellikleri kullanarak
yaptiklar1 ¢calismada elde edilen %99.39 dogruluk degerine gore, %94.73 dogruluk
degeri ile daha diisiik basar1 elde edilmistir. Benzer baska bir ¢calisma olan Zhuang Zi
ve ekibinin yaptiklar1 calisma ile karsilagtirildiginda %80.35 dogruluk, %280.64
duyarlilik ve %80.13 ozgiillik degerlerine karsi %94.73’e¢ kadar elde edilen
dogruluk, %94.54’¢ kadar elde edilen duyarlilik ile %95.4’e kadar elde edilen
ozgiilliik degerleri ile daha basarili sonug¢ ortaya konmustur. Literatiirde yapilan bir
bagka caligma da yar1 gozetimli bulanik c¢ ortalama kiimeleme ile TIRADS
siniflarmin  siniflandirilmast sonucunda elde edilen %70.77 dogruluk oranm ile
karsilagtirildiginda daha basarili bir sonug¢ ortaya konmustur. Vadhiraj ve ekibinin
caligmasinda ise GSEOM yontemlerinden elde edilen 6znitelikler ile dogruluk oram
olarak DVM’de %96 ve YSA’da ise %75.00 basar1 elde etmislerdir, buna karsilik bu

calismada %94.73’e varan dogruluk orani ile yakin bir sonug elde edilmistir.
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6. SONUCLAR

Bu tez ¢alismasinda tiroid tiimorleri i¢in kullanilan risk siniflandirma sistemi olan
TIRADS i¢in hekimlerin kararlarinda destek ve yardimci olabilecek bir sistem
gelistirilmesi lizerinde yogunlagilmistir. Eldeki ultrasonografik goriintiiler, dnce
hekimler tarafindan incelenip, TIRADS smiflari, siniflandirma siirecinde kullanilmak
icin hazir hale getirilmistir. Daha sonrasinda, isaretlenen goriintiiler tizerinden desen
Oznitelikleri ¢ikarilip incelenerek, siniflandirma algoritmalari i¢in hazir hale
getirilmistir. En sonunda ¢ikarilan 6znitelikler, siniflandirma algoritmalarinin egitimi

ve testi i¢in kullanilarak sonuglar elde edilmistir.

Bu tez calismasinda iizerine durulan birka¢ nokta daha vardir. Ilk olarak, iki ayr
uzman tarafindan degerlendirme yapilmasidir. Bunun nedenleri ise TIRADS
siiflarina yapilan ayrimin 6znel olmasi, birden fazla uzman hekim ile ¢alisarak biasi
onlemek istememiz ve bu ydntemin literatiirde de uygulanmasidir. Ikinci olarak,
orijinal veri setindeki sonuglar1 tam olmamast sebebiyle bu calismada
kullanilmamasidir. Bir bagka nokta ise, farkli uzmanlarin degerlendirmelerini

kullanarak spektrum gézlemi yapilmistir.

Calismanin giiglii tarafi, birgok 6znitelik ¢ikarim ve siniflandirma yontemi denenmis
olup, farkli bakis agilari ile goriintiilere yaklasilmasi ve basarili, genel bir sonug elde
edilmesi olarak belirtilebilir. Zayif tarafi ise veri setinin kiigiik olmasi, patoloji

sonuclarinin eksigi ile geometrik ve bigimsel 6zniteliklerin incelenmemesidir.

Sonuglar kisminda, her bir Oznitelik baghiginin ve tim 06znitelik basliklarinin
birlesimi sonucunda, yapilan siniflandirma islemlerinde yiiksek basar1 oranina dikkat
edilmistir. Sistemlerin basar1 kriterleri olarak, dogruluk, duyarlilik, 6zgiillik ve
kesinlik degerlerine bakilmistir. Yapilan testler ve hesaplanan performans degerleri
sonucunda uzmanlar igin sirastyla DVMde ortalama olarak %89.47 ve %90.36
dogruluk oranina varan, K-en yakin komsulukta ortalama olarak %92.66 ve %93.10

dogruluk oranina varan, Rastgele ormanda ortalama olarak %94.73 ve %94.21
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dogruluk oranina varan ve yapay sinir aglarinda ise ortalama olarak %=88.03 ve
%87.00 dogruluk oranlarina varan sonuglar elde edilmistir. Tim Oznitelikleri bir
arada kullandigimizda basar1 bir miktar diismiis olup, bu durumda Law Desen Enerji
Oznitelik setinin yeteri kadar ayirt edici olmadig1 gozlemlenmistir. Bu gozlem Law
Desen Enerji Ozniteliklerinin tekli kullaniminda ve biitiin 6znitelikleri birlesitirp
kullanildiginda fark edilmistir. Bir baska fark edilen sonug ise yapay sinir aglarinin
basar1 oram1 diger sistemlere gore daha diisiik ¢ikmistir. Bu tez ¢alismasinda
sonucunda rastgele orman yonteminin 200 aga¢, GSDUM veya histogram
Oznitelikleri kullanarak elde edilen siniflandirma sonuglarmin kullanilabilecegi

sunulmustur.

Elde edilen sonuglar incelendiginde, modellerin verdikleri yanlis pozitif ve yanlis
negatif goriintiilerde, hem orijinal hem de veri ¢esitlendirilmesi uygulanan goriintiiler
bulunmaktadir. Bu durum bagar1 oranini biraz diislirse de modeller genel olarak
basarili sonu¢ bulmustur. Bazi modellerin sonug¢larinda hatali olarak, hem orijinal
hem de veri c¢esitlendirmesi yapilan goriintiiler de bulunmaktadir. Bu durumun
sebebi, kullanilan 6zniteliklerin bu goriintiileri diger goriintiilere gore tam olarak
ayirt edememesi olarak agiklanabilir. Histogram Ozniteliklerinin yeteri kadar gri
seviyelerden ayirt edici 6znitelik elde edmemesi, GSEOM’in segilen komsuluga goére
kars1 smifa gore daha yakin olmasi, GSDUM’da ise dizi uzunlugu ve gri seviye
degerlerinin dagilimina gore karsi smifa daha yakin olmasi ve Law’in filtreleri
sonucu elde edilen goriintiilerden elde edilen 6znitelikler yeteri kadar ayirt edici

olmamasidir.

Bulgular kisminin sonunda belirtildigi gibi literatiir ile dogruluk oranlar tizerinden
bir karsilagtirilma yapildig1 zaman, baz1 ¢alismalardan diisiik dogruluk degerleri elde
edilmis olup, bazilarindan daha yiliksek dogruluk degerleri elde edilmistir. Bu
durumun sebebi farkli goriintii setleri, kullanilan algoritmalarin farkliliklart ya da

Oznitelik bagliklarinda incelenen diger kisimlardir.

Son olarak, bu tez caligmasinin gelisime ve ilerlemeye Oniinlin agik olmasindan
dolay1 gelecek calismalar hakkinda birkac¢ fikir sunulmustur. Bu fikirlerden biri,
algoritmanin inceledigi TIRADS basliklarindan bilesim, ekojenite ve ekojenite odagi
olan desen Ozniteliklerinin yanina eklenecek geometrik ve bicimsel dznitelikler olan
TIRADS basliklarindan sinir ve sekil eklenerek siniflandirma islemi tim TIRADS

basliklar1 kullanilarak gerceklestirilmesi saglanabilir. Ayrica, kullanilan 6znitelik
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baslik sayis1 arttirilabilir, literatiirde kullanilan yerel ikili Oriintii (local binary
pattern), istatistiksel 0znitelik matrisi (statistical feature matrix) gibi farkli 6znitelik
cikarim yontemleri kullanilarak bakilan 6znitelikler arttirilabilir. Baska bir ekleme
olarak, Law’da kullanilan filtre sayisi1 arttirilabilir veya GSEOM’inden ¢ikarilan
Oznitelik sayisina eklemeler yapilip, GSEOM ve Law yontemlerinden daha genis bir
Oznitelik seti elde edilip, siniflandirma sistemlerinde kullanilabilir. Statik goriintiiler
yerine video analizi yapilabilir, bu sayede uzman hekimleri daha genis perspektifte
nelere dikkat ettigi lizerine ¢alismalar yapilabilir. Bir gelecek calisma konusu olarak,
endokrin uzmanlar1 ve radyoloji uzmanlar1 beraber calisip, siniflandirma i¢in ortak
dikkat ettikleri bagliklar tizerine ¢alisan bir algoritma gelistirilebilir. Bu tez
calismasinin istiine veya baska tez calismalarinda biyopsi sonucglar1 kullanilarak
uzman hekimlerin verdikleri cevaplarla karsilastirma yapilabilir. Ek olarak, veri
setinin genisletilmesi ile elde edilebilecek genis bir veri seti ile derin 6grenme ile
smiflandirma calismalar1 yapilabilir, hatta Oznitelik ¢ikarim islemi ig¢in derin
o0grenme teknikleri uygulanip, siniflandirma icin makine 6grenmesi teknikleri de

kullanilabilir.
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