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Belirli istenen 6zelliklere sahip molekiiler yapilar insa etme fikri, ila¢ kesfi ve malzeme
bilimindeki birkag biiyiik problemin temelini olusturur. Fakat, kimyasal uzay o kadar
genigtir ki, giinlimiizde mevcut olan hesaplama kaynaklar ile bu alanin tamamini
arastirmak imkansizdir. Bu nedenle, yeni bir ilag bulmak hem zaman hem de maddi
acidan ¢ok maliyetli olabilir. Neyse ki, son yillarda artan veri ile birlikte bilgisayar
donanimi ve yazilimindaki gelismeler, dogal dil islemeden bilgisayarla goriiye uzanan
alanlar1 etkileyen derin yapay sinir aglarinda bir devrime yol agmistir. Derin 6grenme,
molekiiler ozelliklerin tahmini ve optimizasyonu icin yeni yollarin tasarimi da dahil
olmak iizere, ilag kesfindeki bir dizi alan1 etkilemistir. Derin 6grenmedeki bu gelismeler
ve ilag iiretimi i¢in kullanilabilecek biiyiik veri tabanlarinin artig1 sayesinde son yillarda
umut verici sonuclar alinmistir.

Bu tez calismasinda, istenen belirli 6zellikler i¢in yeni molekiiller iiretebilen bir model
gelistirilmistir. Bu model temelde iki farkli modelin birlesiminden olusmaktadr. i1k
model, molekiillerin iiretilmesini gerceklestiren bir Derin Takviyeli Ogrenme mimarisine
sahiptir. Diger model ise Derin Takviyeli Ogrenme mimarisine sahip modelin egitiminde
kullanilan molekiiler temsilleri iireten bir Cizge Sinir Ag1’dir. Bu Cizge Sinir Ag1 modeli
icin de iki farkli mimari kullanilmigtir. Bu mimarilerden ilki, Cizge Evrisimsel Agi,
digeri ise Cizge Dikkat Agr’dir. Gelistirilen modeli kullanarak temelde bes ayri is
icin molekiil optimizasyonu ve iiretimi gerceklestirilmistir. Bu igler, QED degerinin
optimizasyonu, benzerlik kisitlamasi ile cezali LogP degerinin optimizasyonu, benzerlik
kisitlamasi ile QED degerinin optimizasyonu, belirlenen hedef protein alicilar (F2,

PPAR, JAK?2) i¢in kenetlenme skorunun optimize edilmesi ve kenetlenme skorunun
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optimize edildigi isteki egitilen model kullanilarak rastgele baslangi¢c molekiillerinin
optimize edilmesi seklindedir. Onerilen bu modeli kiyaslamak icin literatiirde benzer
gorevlerde en iyi sonuclart almis bir model olan MolDQN, temel yontem olarak
tercih edilmistir. Kiyaslamak icin kullanilan bu model ayn1 Derin Takviyeli Ogrenme
mimarisine sahiptir ancak egitilirken molekiil temsili olarak Morgan Parmak 1zi’ni
kullanmaktadir. Yapilan deneylerin sonuglari, Cizge Sinir A1 mimarisini kullanarak
iiretilen molekiillerin, Morgan Parmak Izi yontemi kullanilarak iiretilen molekiillerden

belirgin diizeyde daha basarili oldugunu gostermistir.

Anahtar Kelimeler: Cizge sinir aglari, Derin takviyeli 6grenme, Hesaplamali molekiil

tasarimi, Molekiiler toksisite
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The idea of building molecular structures with certain desirable properties underlies
several major problems in drug discovery and materials science. However, the chemical
space is so vast that it is impossible to explore the entire space with the available
computational resources today. Therefore, finding a new drug can be very costly in
terms of time and money. Fortunately, advances in computer hardware and software,
combined with increasing data in recent years, have led to a revolution in deep neural
networks affecting areas ranging from natural language processing to computer vision.
Deep learning has influenced several fields in drug discovery, including the design of
new pathways for the prediction and optimization of molecular properties. Due to these
developments in deep learning and the increase in large databases that can be used for
molecule generation, encouraging results have been obtained in recent years.

In this thesis, a model that can generate new molecules for certain desired properties
has been developed. This model consists of a combination of two different models. The
first model has a Deep Reinforcement Learning architecture that handles the generation
of molecules. The other model is a Graph Neural Network that generates molecular
representations used in training the Deep Reinforcement Learning architecture. Two
different architectures are used for this Graph Neural Network model. The first of these
architectures is the Graph Convolutional Network and the other is the Graph Attention
Network. By using the proposed model, molecule optimization and generation were
carried out for basically five different jobs. These tasks include optimization of the QED
value, optimization of the penalized LogP value with similarity constraint, optimization

of the QED value with similarity constraint, optimization of the docking score for the

vi



desired target protein receptors (F2, PPAR, JAK?2), and optimization of the random
starting molecules using the trained model in the previous task for which the docking
score is optimized. To compare this proposed model, MoIDQN, a model with the best
results in similar tasks in the literature, was preferred as the baseline method. This
baseline method has the same Deep Reinforcement Learning architecture but uses the
Morgan Fingerprint as the molecule representation while being trained. The results of
the conducted experiments show that the molecules generated using the Graph Neural
Network architecture were significantly more successful than the molecules generated

using the Morgan Fingerprint method.

Keywords: Computational molecule design, Deep reinforcement learning, Graph neural

networks, Molecular toxicity
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1. GIRIS

Bilgisayar destekli algoritmalar ve yontemler, kimya bilisiminde 6zellikle ilag iiretimi ve
tasarim yontemleri ile 6nemli kii¢iik molekiillerin gelistirilmesinde uzun yillardir 5nemli
bir rol oynamaktadir. Bu yontemler temelde iki farkli yaklasima dayanir. Bunlardan ilki,
yapiya dayali yontemlerdir. Bu yap1 tabanli yontemler, bir molekiiliin veya bir ligandin
yapisal bilgisini hedef olarak kullanarak gelistirilmesini amaglar. Bu tarz yontemler
prensipte yap1 bilgisi mecburi oldugu i¢in yiiksek verimli taramaya da benzemektedir.
Bir diger yontem ise ligand tabanli olarak siniflandirilir. Bu liganda dayali yontemlerde,
literatiirde bilinen aktif olarak kullanilan ligandlara benzerligine bagli olarak aktivite
tahmini i¢in yalnizca ligand bilgileri kullanilir [[1]].

Sifirdan veya belirli bir baglangi¢c noktasindan, istenilen 6zelliklere sahip molekiiller
tasarlamak cok degiskenli bir optimizasyon gorevidir. Ayrica, organik molekiillerin
kimyasal uzayinin biiyiikliigli goz 6niinde bulunduruldugunda bu gérev ¢ok zorlayicidir.
Kiiciik organik molekiillerin kimyasal uzayinda yaklasik olarak 10%° kimyasal yapinin
oldugu tahmin edilmektedir [2]. Bu nedenle, geleneksel yontemler ile sifirdan istenilen
ozelliklerde ila¢ (molekiil) iiretilmesi veya belirli ilaglarin optimize edilmesi hem maddi
hem de zaman acisindan maliyetli olmasinin yani sira bir¢ok acidan da riskli bir siirectir.
Son yillarda artan veri ve hesaplama giicii sayesinde yapay 0grenme yontemleri ile
bircok alanda ¢ok daha basarili sonuglar alinabilmektedir. Ozellikle, bu yontemlerden
biri olan derin 6grenme algoritmalari, basta akademik calismalar olmak {izere bir¢cok
sektorde aktif bir sekilde kullanilmaktadir. Kimya ve biyoloji bilisiminde artan veri
ile birlikte giinden giine gelismekte olan bu teknoloji, molekiiler 6zelliklerin tahmin
edilmesi ve bu dzelliklerin optimize edilmesinin yani sira, sifirdan ilag iiretimi i¢in yeni
yollarin tasarlanmasinda ve ilag¢ kesfindeki bircok noktay1 etkilemektedir. Genel olarak
bu caligsmalar, gelistirilen yontemleri kullanarak istenilen 6zelliklerde sifirdan molekiil
tiretimi veya mevcut molekiillerin optimizasyonu islemlerini bilgisayar ortaminda
otomatiklestirerek zaman ve maddi agidan masrafli olan bu siireci en aza indirmeyi
amaclar.

Bu tez calismasinda, [3]]’te gelistirilen derin takviyeli 6§renme yapisint (MolDQN),
cizge tabanli modelleri kullanarak molekiillerin temsillerinin elde edildigi bagka bir
yapiyla birlestirerek olusturulan yeni bir model tasarlanmistir. Tasarlanan bu modeli,
belirlenen molekiiler yapilarin 6zellikleri kullanilarak, girdi olarak verilen baglangi¢
molekiilleri farkli gérevlerde optimize edilmistir. Ek olarak bazi gorevlerde, istenilen
yapisal ozellikler i¢in sifirdan molekiiller de iiretilmistir. Derin takviyeli 6grenme yapisi

MolDQN’de oldugu gibi herhangi bir veri kiimesine ihtiya¢c duyulmadan egitim islemi

1



uygulanabilir. Boylece teorik olarak, yanli olmayan bir uzayda sifirdan molekiiller
tiretilebilir veya mevcut molekiiller gelistirilebilir. Ayrica, yine bu tasarimin yapisindan
dolayi tasarlanan ortam geregi belirli kurallar dogrultusunda molekiiler degisiklikler
yapildig1 i¢in iiretilen her molekiil %100 gecerlidir.

MoIDQN yapis1 geregi derin Q agini egitirken molekiilleri temsil etmek i¢in Morgan
Parmak Izi temsillerini kullanmaktadir. Bu ¢alismada MolDQN yapisinin molekiil
temsili iireten kismi1 yeniden tasarlanarak cizge tabanli yapay sinir aglarindan alinan
molekiiler temsiller kullanilmistir. Cizge tabanli modeller ile yapilan calismalarin
da gosterdigi gibi [4], molekiillerin ¢izge yapisi ile birlikte kullanilmasi parmak izi
temsillerine gore deneysel anlamda daha iyi sonuglar verebilmektedir. Burada da bunu
dikkate alarak, Cizge Evrisimsel A81 ve Cizge Dikkat Ag1 olmak iizere iki farkli cizge
sinir ag1 mimarisi kullamilmigtir. Dikkat edilmesi gereken bir bagka konu da takviyeli
ogrenme ile tasarlanan yapay 6grenme modellerinin egitim siirecidir. Bu modeller yapisi
geregi zaman agisindan maliyetli olabilmektedir. Bu nedenle, zaman acisindan maliyetli
olan egitim siirecini nispeten kisaltmak i¢in 6nceden egitilmis ¢izge tabanli modellerin
kullanilmas tercih edilmistir. Iki farkli ¢izge tabanli yapay sinir ag1 mimarisi icin iki
farkli onceden egitilmis model kullanilmigtir. Bu iki 6nceden egitilmis model, ayn1 veri
kiimesinde (Tox21 Challenge [5]) molekiiler toksisite tahmini gorevlerinde kullanilmak
tizere egitilmistir.

Bu ¢alismanin iki ana motivasyonu vardir. Ilk olarak, takviyeli 6grenme tasarimindaki
durum temsilinin 6neminden dolayi, ¢izge sinir ag1 modellerinden alinan molekiil
temsillerinin MolDQN yapisi ile birlestirerek olusturulan yeni tasarimin etkinliginin
arastirtlmas1 amacglanmistir. Bahsedildigi iizere, 6nceden egitilen modeller toksisite
tahmini i¢in egitilmistir ve bir kimyasalin oktanol ve su arasindaki boliinme katsayisinin
logaritmasinin (LogP; optimize ettigimiz hedef 6zelliklerden biri) bu toksisite ile iliski
oldugu bilinmektedir [6]. Bu nedenle, 6nceden toksisite tahmini icin egitilmis modeller
ile LogP arasindaki korelasyonun, gelistirilen modeldeki etkisinin incelenmesi, ikinci

motivasyonu olusturmaktadir.

* Bolum([I[de tez ¢alismasinin genel olarak amact ve tasarlanan model 6zetlenmistir.
* Bolim[2[de tez ¢alismasi ile ilgili literatiirde bulunan galigmalar 6zetlenmistir.

* Boliim [3de tez ¢alismasinda kullanilan bazi yontemler hakkinda kisa bir 6n bilgi
paylasilmistir. Ozellikle buradaki calismada bir tiirevinin tasarlandig1 takviyeli
0grenme yonteminin temelde nasil ¢alistig1 hakkinda bilgi verilmistir. Ayrica
temel yontemde kullanilan molekiil temsili olan ECFP ve literatiirde kimyasal

bilgi isleme i¢in kullanilan SMILES yapis1 6zetlenmistir.
* Boliim [ de belirli hedefler ve molekiiler 6zellikler igin sifirdan molekiil iiretimi
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ve optimizasyonu gorevlerinde kullanilan 6nerilen modelden bahsedilmistir.
MoIDQN yapis1 ve bu yapiya ilave edilen ¢izge sinir ag1 mimarilerinin detaylar1
aktarilmisgtir.

Bolim [57de 6nerilen model ile yapilan deneylerin sonuglar1 aktarilmistir. Bu
sonuglar ile temel yontemden alinan sonuglarin kiyaslandig: cizelgeler ve sekiller
raporlanmigtir. Deneylerin nasil ve hangi ayarlar kullanilarak yapildigindan

detaylica bahsedilmistir.

Boliim [6]da raporlanan sonuglar tartisilmistir ve ¢alismanin bazi sinirlarindan
bahsedilmistir. Bu sinirlarin gelecek calismalarda nasil ¢oziilebilecegi aktarilip

tez sonlandirilmisgtir.



2. ILGILI CALISMALAR

Ilag iiretimi ve kesfi icin son yillarda yapilan calismalarda artan veri ile birlikte
yapay 0grenme yontemlerinin de bu alandaki etkisi giin gectik¢e artmaktadir. Molekiil
optimizasyonu ve bununla birlikte potansiyel ilaglarin kesfedilmesi i¢in molekiiler yap:
ozelliklerinin tahmini veya bir molekiil uzayinin icerisinden hedef 6zellige en uygun
molekiiliin bulunmasi en énemli problemlerden biridir. Ozellikle QSAR (Kantitatif
Yapi-Aktivite Iligkisi) yaklagimu ilag kesfi ve yeni ilag tasarimlari icin 6nemli araclardan
biridir. Bu alandaki oncii calismalara bakildiginda, Naive Bayes, K-En Yakin Komsu
(KNN), Karar Agaclar1 (Decision Trees), Destek Vektor Makinesi (SVM) gibi 6ne
cikan makine 6grenmesi yontemleri, belirli veri kiimelerinin yardimiyla molekiiler
yapi Ozelliklerinin tahmin edilmesi gorevlerinde kullanilmaktadir [7]. Ek olarak, bir
bagka makine dgrenmesi yontemi olan genetik programlama, ila¢ tasarimi ve kesfi
i¢in mithimdir. [8]’de, bir ilacin organizmadaki emilimi, dagilimi, atilimi ve toksisite
stireclerini goz oniinde bulundurarak, farmakokinetik parametrelerin tahmini gérevinde
genetik programlama kullanilmistir. Genetik programlama ¢ogu makine 6grenmesi
yontemine gore daha iyi genelleme yetenegine sahip oldugu i¢in dikkat ¢ekilmesi
gereken bir yontem oldugu belirtilmistir.

Ote yandan, son gelismelerin bir sonucu olarak, derin 6grenme yontemleri, molekiiler
ozellik tahmini ve molekiil olusturma gorevlerinde 6n plana ¢ikmaktadir. Literatiirdeki
arastirmalar incelendiginde dort derin sinir ag1 mimarisi diger yontemlere gore daha
baskindir. Bu mimariler, 6zyinelemeli sinir aglar1 (recurrent neural networks), otomatik
kodlayicilar (autoencoders), iiretici celigkili aglar (generative adversarial networks) ve
takviyeli 6grenmedir (reinforcement learning) [9]]. Bu tasarimlar genelde molekiillerin
SMILES [10] dizi gosterimlerini kullanarak molekiiler 6zelliklerin tahmininden ii¢
boyutlu olarak gorsellestirilmelerine, belirli protein alicilarina baglanmalarindan ¢izge
gramerlerinin ¢ikarilmasina kadar bircok gorevde kullanilmaktadir. Bu gorevlerde
egitilen modellerin yardimiyla, bilgisayar tabanli yontemleri kullanarak de novo ilag
tasarimui gibi sifirdan istenen kimyasal ve farmakolojik 6zelliklere sahip yeni kimyasal
bilesiklerin iiretilmesinin otomatik bir sekilde yapilmasi amaglanir [[11] [12].

SMILES ile birlikte 6zyinelemeli sinir ag1 mimarisine sahip modeller, molekiil tiretimi
gorevlerinde yaygin bir sekilde kullanilmaktadir. [13]’de, bu diziler ile 6zyinelemeli sinir
ag1 mimarisine sahip bir LSTM modeli, de novo ila¢ tasarimi gorevinde kullanilmistir.
Uretilen molekiillerin cogu, sentetik erisilebilirlik skorlarina gore sentezlenebilir oldugu
raporlanmistir. Tasarlanan molekiillerin kimyasal gecerliligini saglamak, de novo ila¢

tasarimindaki en zorlayici kisimlardan biridir. Bu sorunu ¢6zmek igin literatiirde Gramer
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Varyasyonel Otomatik Kodlayicilar (Grammar Variational AutoEncoders [14]) yaygin
bir sekilde kullanilmaktadir. Olusturulan molekiillerin kimyasal gecerliligini artirmak
icin SMILES dizilerine gramer kisitlamalar1 uygulanarak iiretilen dizilerin gecerli
olmas1 amaclanmistir. Stiphesiz bu yaklagimla giizel sonuglar alinsa da ortaya c¢ikan
molekiiller her zaman gecerli degildir. Daha 6nceden de bahsedildigi iizere QSAR
yaklasimi ilag iiretimi ve kesfi icin yaygin olarak uygulanmaktadir. [[15]te, ters QSAR
yaklasimi uygulanarak molekiil iretme optimizasyon islemleri uygulanmistir. Burada,
otomatik kodlayicilar ile evrisimsel sinir aglar1 ve 6zyinelemeli sinir aglar1 ayr1 ayri
birlestirerek de novo ilag iiretimi gorevinde kullanilan bir model tasarlanmigtir ve
belirlenen hedefler iizerinde istenilen molekiilleri iiretmek icin bayes optimizasyonu
[16]] uygulanmugtir. Ayrica yukarida bahsedilen, SMILES dizilerini kullanarak gecerli
molekiiller iiretilmesi i¢in kullanilan varyasyonel otomatik kodlayicilar bu ¢alismanin
da onemli bir boliimiinii olugturmaktadir. Varyasyonel otomatik kodlayict mimarilerine
ek olarak, liretken celigkili ag mimarileri de son yillarda [17] [[18] popiiler hale gelmistir.
[17]’da gerceklestirilen deneylerde gecerli molekiil iiretme orani diger calismalara
gore nispeten diisiik olsa da ilgi cekici sonuglar paylasilmistir. Buna karsin [18]]’de,
molekiillerin cezali LogP skoru optimize edilip, ¢iktilarin %100’iiniin gecgerli bir
molekiil oldugu gosterilmistir. Ayrica iiretken ¢eligkili ag mimarilerine ek olarak, son
zamanlarda cizge tabanli yapay sinir aglarinin da gelismesiyle, molekiillerin ¢izge
yapilarini girdi olarak kullanan bu modeller etkileyici sonuglar vermektedir. Cizge
tabanli bir tiretici model olan GraphINVENT de [[19]], kapili ¢izge sinir ad ile egitilen
modelin diger iiretici modellerden deneysel anlamda {iistiin oldugu paylagilmistir. Bir
diger arastirmada [20], SMILES dizileri yerine, bu dizilerin indirgenmis ¢izge formunu
kullanan modeller tasarlanmustir. Indirgenmis ¢izge, fonksiyonel gruplarin farmakoforik
ozelliklerini temsil eden siiper atomlarla degistirir. Bu yontem, basta molekiil tiretimi
olmak tizere bircok kimyasal bilisim gorevlerine uygulanabilen alternatif bir derin

0grenme yaklasimi sunmaktadir.

Bu tez ¢alismasinda da kullanilan takviyeli 6§renme, ilag kesfi ve tasarimi alaninda
popiilerligi artan bir diger yaklasimdir. Takviyeli 6grenmede, bu baglamda, genellikle
molekiillerin belirli yapisal bir 6zelligi 6diil fonksiyonunda kullanilir ve bu fonksiyonun
degerinin maksimize edilmesi amaglanir. Takviyeli 6grenme 6zellikle derin 6grenme ile
birlikte kullanildiginda bir¢ok farkli tasarima sahip olmustur. [21]]’de, en iyi politikay1
bulmak i¢in 6zyinelemeli sinir agim1 A2C (Advantage Actor-Critic) ve PPO (Proximal
Policy Optimization) gibi son teknoloji takviyeli 6grenme yontemleriyle birlestirerek,
istenilen ozellikler molekiillerin iiretilmesi denenmistir. Ancak ¢ogu calismada oldugu
gibi burada da her tiretilen molekiil gegerli degildir. Molekiil iiretimi ve optimizasyonu
icin takviyeli 68renme tasarimi kullanan bir bagka yaklagimda [22] ise SMILES

icin baglamsiz yeni bir gramer tasarlanmistir ve bu takviyeli 6grenme sistemi ile
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birlestirilmigtir. Bu sekilde garantili ve gecerli SMILES dizileri iiretilecek sekilde
tasarlanmistir. Bundan farkli olarak [23]’de, yeni molekiiller tasarlamak icin bir dizi
iiretecinin iizerinde takviyeli 6grenme teknikleri kullanilmigtur. Istenilen 6zelliklerde
molekiiller cogu zaman olusturulsa da diger calismalarda oldugu gibi her zaman gegerli
molekiil olusturulmamistir. Bu alandaki bir bagka calismada ise [24], bu tezde de
kullanilan MolDQN [3]] yapis1, bagka bir gorev i¢in degistirilerek yeni bir model
tasarlanmistir. Buradaki gorev, belirli protein alicilarina kenetlenme skorlarimi 6diil
fonksiyonunda kullanarak, baslangic ligandlarin1 optimize etmektir. Deneylerde alinan
sonug¢lar, kiyaslanan temel yontemlere gore deneysel olarak ¢ok daha basarili oldugunu
gostermektedir. Yine bu tez calismasindaki yonteme benzer sekilde ancak diger takviyeli
o0grenme yontemlerinden farkli olarak, cizge tabanli yontemler ile takviyeli 6grenme
yaklagimlarini birlestiren aragtirmalar da mevcuttur [25], [26]]. Bu calismalarda SMILES
dizilerinden elde edilen 6znitelikler yerine molekiillerin ¢izge yapisindan yararlanilarak
takviyeli 6grenme modelleri egitilmistir. Yapilan deneylerde, [25]’te %100 gecerlilik
saglanamazken, [26]’te iiretilen tiim molekiillerin gecerli oldugu raporlanmistir.

Bu tez calismasinda yukaridaki calismalara benzer sekilde, de novo ilag tasarimi ve
molekiil optimizasyonu gorevlerinde kullanilacak bir takviyeli 6grenme yaklasimi
uygulanmistir. Temelde [3]’te tasarlanan takviyeli 6grenme (MolDQN) tasarimina sahip
oldugu i¢in iiretilen kimyasal yapilar %100 gecerlidir. Ilag iiretimi ve optimizasyonu
gorevlerinde yukaridaki ¢ogu arastirmada kullanilan molekiiler 6zelliklerin yaninda
bu calismada ayrica sifirdan belirli protein alicilarina en i1yi kenetlenen molekiiliin
iiretilmesi de amaclanmistir. Onde gelen ve deneysel anlamda diger yontemlere gore
cok daha bagarili sonuglar elde edilen MoIDQN modeline yapilan eklemeler ile ¢ok daha
basarili sonuclar elde edilebilmistir. Ayrica, literatiirdeki calismalardan farkli olarak,
egitim siirecini hizlandirmak icin dnceden egitilmis ¢izge tabanli modeller kullanilmigtir.
Ek olarak, bu modeller toksisite tahmini gorevlerinde kullanildig: i¢in toksisite ile ilgili
molekiiler 6zelliklerin optimizasyonu gorevlerinde dnemli seviyede performans artisi

saglanmustir.



3. ON BILGI

3.1 SMILES

Basitlestirilmis Molekiiler Girdi Hatt1 Giris Sistemi (SMILES, Simplified Molecular
Input Line Entry System), kimyasal bilgi isleme i¢in gelistirilmig bir kimyasal gosterim
sistemidir ve bu gosterimi ASCII karakterlerini kullanarak yapar. Bu sistem, molekiiler
cizge teorisi ilkelerine dayanir ve dogal kimyasal yapiya uygun bir dilbilgisi kullanarak
kesin ve net bir yap1 tanimlamasina izin verir [10]. Bu notasyon sistemi yiiksek hizli
islemlere uygun oldugu icin giiniimiizde makine 6grenmesi basta olmak iizere pek cok
yontemde kullanilmaktadir.

SMILES, molekiiler yapiy1, esasen kimyagerlerin bir molekiilii tanimlamak i¢in ¢izdigi
iki boyutlu degerlik yonelimli resim olan bir ¢izge olarak belirtir ve ii¢ boyutlu atom
diizenini temsil etmez. SMILES notasyonu 6ziinde, bir boslukla biten bir dizi ASCII
karakterdir. Hidrojen atomlar1 gosterilmeyebilir (hidrojen bastirilmig ¢izgeler) veya
dahil edilebilir (hidrojen tam cizgeler). Aromatik yapilar, Kekulé formuna tercih edilerek
dogrudan belirtilir. Cogu kimyasal yap1 icin SMILES iiretme kurallar1 tanimlidir. Bu
kurallarin ve gosterimlerin detaylarina ilgili kaynaktan [10] ulagabilirsiniz.

3.2 Morgan Parmak izi Temsili

Molekiilleri niteleyen ve belirli 6zelliklerini temsil eden bircok yontem vardir. Bu
yontemlerden biri de literatiirde yaygin olarak kullanilan Morgan/Dairesel (Circular)
Parmak Izi’dir. Morgan algoritmasi temelde molekiillerin dairesel (belirli bir ¢apta)
atomik komgular araciligiyla temsil edilmesine dayanir. Bu tez ¢calismasinda, Morgan
algoritmasinin bir tiirevi olan Genisletilmis Baglant: Parmak izi (Extended Connectivity
Fingerprint, ECFP) kullanilmistir [27]. ECFP’de kisaca, bag diizenine ve atomik
ozelliklere gore molekiildeki her bir agir atoma tanimlayict atanir, daha sonra bu
tanimlayicilari, belirli captaki komsu agir atomlara atanan tanimlayicilar ile birlestirerek

molekiiliin temsili uretilir.

3.3 Takviyeli Ogrenme

Takviyeli 6grenme, bir karar verici ajanin (agent) eylemlerinden ve deneyimlerinden
geri bildirim alirken, deneme yanilma yoluyla etkilesimli bir ortamda optimal bir
politika 6grenmesini saglayan bir tiir makine 6grenimi yaklagimidir. Bagka bir deyisle,
takviyeli 6grenme teknikleri, bu karar verici akilli ajanlarin amac fonksiyonunu (6diil

fonksiyonu) en iist diizeye ¢ikarmak icin bir ortamda nasil hareket etmesi ya da nasil

7



eylemler almas1 gerektigi ile ilgilenir [28]]. Mevcut problemlere takviyeli 6grenme ile
¢Oziim iiretmek i¢in en yaygin kullanilan yontemlerden biri, ortami1 Markov Karar
Siireci olarak modellemektir. Bu sekilde, bircok takviyeli 6grenme yonteminde de
oldugu gibi dinamik programlama tekniklerine benzeyen algoritmalar gelistirilmisgtir.
Takviyeli 68renmede, ¢cogu ortam yapisindan dolay1 matematiksel olarak kesin bir
sekilde modellenemedigi icin belirli yaklagimlar ile bu problemler ¢oziilmeye calisilir
[29].

Temel takviyeli 6grenme modeli asagidaki elementlerden olugsmaktadir.

Durum (State): Karar vericinin ortamdaki durumlarinin kiimesidir.

Eylem (Action): Karar vericinin bulundugu duruma bagimli veya bagimsiz

yapabilecegi eylemlerin kiimesidir.

Odiil (Reward): Karar vericinin eylemini gerceklestirdiginde kazandiracag: veya

kaybettirecegi skaler degerdir.

Politika (Policy): Karar vericinin i¢inde bulundugu durumda hangi eylemlerin

gerceklestirilmesi gerektigini belirler.

Daha 6nceden de bahsedildigi iizere buradaki temel amag¢ bulunan duruma gore en
uygun (0diil degerini en optimal sekilde arttiracak) politikayr bulmaktir. Takviyeli
0grenme ortaminda karar vericinin uyguladigi eylemler sonucu ortamdan gelecek
skaler 6diil degeri ve gececegi yeni durum, belirli kurallar ile tasarlanir. Bu kurallar
stokastik veya deterministik olabilir. Bircok ¢alismada karar vericinin mevcut ortam
durumunu gozlemleyebildigi kabul edilir. Buna tam gozlenebilirlik adi verilir. Ancak
bunun karsiti durumlar da s6z konusudur ve kismi gozlenebilirlik olarak adlandirilir.

Takviyeli 6grenmenin nasil isledigi genel hatlariyla sekil [3.1fde gosterilmistir.

» Karar Verici
—> (Ajan)
(] o 3
Ghzlem “—— Ortam .

Sekil 3.1: Takviyeli 6grenmenin genel isleyisi.



Denetimli 6grenme (supervised learning) ile takviyeli 6§renmenin en belirgin farki,
modeli egitirken "etiketli" ve kesin bir geri bildirimin ortamdan alinmiyor olusudur.
Ortamdan karar vericiye gonderilen bilgi kismidir. Buna ek olarak, takviyeli 6grenmede
zaman 6nemli bir faktordiir. Ozellikle sonlu sistemlerde bulundugu duruma gére yapilan
eylem tahminleri gelecekteki durumu ve potansiyel 6diilii uzun vadede etkiler. Isin
icine bu sekilde zaman faktorii girdiginde Monte Carlo [30] veya dinamik programlama
teknikleri nihai adimdan gelecek sonuca gore tiim zamanlar1 degerlendirip en iyi eylemi
alacak modeli tasarlamaya calisir. Ancak, her ortam sonlu olmayabilir veya sonlanmasi
icin uzun zaman gecebilir ve bu da zaman ag¢isindan maliyetli olmasina neden olabilir.
Bu zaman faktoriinti gbz 6niinde bulunduran bir yontem olan Zamansal Fark (TD)
Ogrenimi (Temporal Difference Learning) gelistirilmistir. TD’de, Monte Carlo’ dan
farkli olarak her bir zaman adimindaki bilgiler ile bir adim sonraki sinyalin tahmini
yapilarak egitim islemi gerceklestirilir. Burada 6grenme islemi gerceklesirken gelecege
yonelik tahminler iizerinden yapildig1 i¢in ortamdan alinan kismi bir bilgi vardir ve
bu nedenle aslinda bir "yari-denetimli" 68renme yapilmaktadir. Buradaki denetim i¢in
kullanilacak veri deger fonksiyonun tahmini bir sonucu ile 6diil verisinden geldigi
icin aslinda "yari-denetimli" olarak adlandirilmaktadir. Deger fonksiyonu, o andaki
durumda bir eylemin ne kadar iyi olacagini tahmin eden bir fonksiyondur. Eger bu
deger fonksiyonlar1 Monte Carlo yontemindeki gibi tahmin edilmeksizin hesaplansaydi,
yukarida da bahsedildigi iizere nihai 6diiliin alinmasinm1 beklemek gerekirdi. Bu nihai
odiil alindiktan sonra, tekrar geri doniilmesi ve buna gore bu deger fonksiyonunun
giincellenmesi gerekirdi. Bunun yerine TD, her bir adimda bu deger fonksiyonunu
giincellenerek ilerler ve nihai 6diiliin alinmasin1 beklemez. TD’de gerceklestirilen deger

fonksiyonu giincelleme islemi, denklem [3.1]de gosterilmistir.

V(s) < V(s)+a(r+yV(s)—V(s)) (3.1)

Burada V (s), s durumundaki deger fonksiyonunu belirtir. { r+ ¥V (s’) }, TD hedef
degerini, o ise 6grenme oranini gosterir. s, bir adim sonraki gelecek durumu belirtir.
Dolayistyla V (s"), bu durumdaki degerin tahmini bir hesabidir. y ise 0 ile 1 arasinda
deger alan ve indirim faktorii (discount factor) olarak adlandirilan bir katsayidir. Bu
katsay1, TD 6grenimi uygulanirken, son adimlarda elde edilen degerlerin daha ¢ok

etkilemesini saglar ve bu katsay1 ne kadar 1’e yakin ise o kadar az indirim uygulanir.

3.4 Q Ogrenme

Literatiirde en yaygin olarak kullanilan takviyeli 6§renme algoritmalarinin basinda Q
ogrenme gelmektedir. Ortam hakkinda hicbir bilgi veya gozlemlenebilirlik olmadan

cevrimigi bir sekilde 6§renmesini saglayan bir yontemdir. Herhangi bir ortam modeli
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gerektirmedigi i¢in modelsiz (model-free)’dir. Takviyeli 6grenme kisminda (boliim [3.3])
bahsedildigi {izere ana amag karar verici ajanlarin bulunduklar1 duruma gore en iyi
kararlar1 almasini saglamaktir. Bir bagka deyisle en iyi politikay1 bulmak amaclanir.
Q 0grenme yonteminde, anlik olarak toplanan 6diil degerlerini, yani egitim verilerini
kullanarak bir degerlendirme fonksiyonu (Q function) egitilir. Daha sonra bu fonksiyon
yardimiyla optimal politika belirlenir. Bu algoritmanin ana hedefi, bir sonraki eylemi
incelemek, uyguladig1 eylem icin alacagi ddiilii belirlemek ve bu 6diilii en iist diizeye
cikaracak sekilde hareket etmektir.

Q o6grenme algoritmasi, Q cizelgesi olarak adlandirilan durum ve 6diil degerlerini
sozliik yapisinda saklayan bir sistem iizerine kurulmustur. Belirli bir tekrar siiresince
(boliim sayis1 olarak adlandirilir) eylemlerini gerceklestirip hareket eden karar verici
ajan, bu hareketler sirasinda buradaki sozliik yapisina sahip cizelgede durum degerlerini,
gerceklestirilen eylemler dogrultusunda en iyi 6diil degerleri ile eslestirir. Belirlenen
tekrar (boliim) sayis1 tamamlandiginda, nihai durumdaki cizelge optimal sonuglari
gosterir. Bir bagka deyisle buradaki Q cizelgesi politikay1 olusturur. Hangi durumda
hangi eylemin secilecegi bu ¢izelgeye bakilarak karar verilebilir. Takviyeli 6grenmede
ortam Markov Karar Siireci olarak modellendigi i¢in bu yap1 Markov 6zelligine sahiptir.
Bu ozellige gore, gecmis durumlar veya eylemler arasinda herhangi bir bagimlilik

yoktur, ortamin sadece bir adim i¢in etkinligi tanimlanir [31]].

3.4.1 Derin Q 6grenme

Q 6grenme boliimiinde de bahsedildigi iizere, Q 6§renme, Q cizelgesi olarak adlandirilan
durum ve bu durumda alinan eylemlerin sonucunda alinan 6diil degerlerinin tutuldugu
bir yapinin iizerine kurulmustur. Ancak bu yap1 bir¢cok problemde yetersiz kalabilir.
Ornegin en basitinden, sonsuz veya cok biiyiik bir durum uzaymin oldugu durumlarda
bu yapiy1 saklayabilecegimiz bir bellek yoktur.

Bu sorunu ¢6zmek icin Q cizelgesi yerine bir derin yapay sinir ag1 modeli kullanan
yontemler, derin Q 6grenme olarak adlandirilir. Belirli andaki durum bilgileri bu modele
girdi olarak verilip alinan ¢iktilar eylemleri segmek i¢in kullanilmaktadir. Genelde bu
modellerin ¢iktilari, eylem kiimesi kadardir ve ¢ikti diigiimlerinin tahminine gore en
biiyiik degere sahip olan diigiimiin indisi hangi eylemin yapilacagini belirler. Sekil
[3.2/de bu siirecin bir drnedi gorsellestirilmistir.

Burada ortaya cikan bir problem ise bu yapay sinir aglarinin nasil egitilecegidir. TD,
yontemi kullanilarak egitilen bu modeller siirekli her adimda giincellenirse yapis1 geregi
stabil bir 6grenme olmayacaktir. Bunu ¢6zmek icin bircok yontem gelistirilmistir. Bu
yontemlerden en yaygin olan1 bir tekrar arabellek (replay buffer) tanimlayarak belirli
araliklarla bu modeli buradaki veriyi kullanarak egitmektir. Tekrar arabellegine, egitim

asamasinda kesfedilen durum, eylem, 6diil ve gelecek durum bilgileri kaydedilir. Daha
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Sekil 3.2: Derin Q 6grenmede kullanilan bir derin yapay sinir aginin drnegi.

sonra, belirlenen araliklarla bu arabellekten rastgele bir sekilde alinan ve belirli bir
biiyiikliige sahip veriler ile bu model egitilir. Egitim asamasinda, belirlenen nihai
boliim tamamlandiktan sonra burada 6grenilen model, takviyeli 6grenmede amaglanan

politikay1 olusturur [32].

11



4. YONTEMLER

Bu tez caligmasinda kullanilan yontem temel olarak iki yapinin birlegtirilmesinden
olusmaktadir. [3] calismasindan elde edilen Derin Takviyeli Ogrenme mimarisine
sahip MolDQN modeli ilk yapiy1 olustururken, bu tasarima ekledigimiz ¢izge sinir ag1
mimarisine sahip modeller ise ikinci yapiy1 olusturmaktadir. Asagidaki alt bagliklarda
ilk olarak, kullanilan MolDQN yapisinin detaylarindan bahsedilmistir, ardindan ¢izge
tabanli modellerin yapisi, matematiksel ve teknik detaylari ile birlikte agiklanmigtir. Son

olarak bu iki yapinin nasil birlestirilip tek bir model ortaya c¢ikarildigindan bahsedilmistir.

4.1 Derin Takviyeli Ogrenme Modeli (MolDQN)

Takviyeli 6grenme, kiimiilatif 6diilii en iist diizeye ¢ikarmak i¢in karar verici ajanlarin bir
ortamda nasil harekete ge¢cmeleri gerektigi ile ilgili bir makine 6grenimi alanidir. Derin
Takviyeli Ogrenme ise Takviyeli Ogrenme ile derin 6grenmeyi birlestiren bir makine
ogrenimi alt alanidir. Derin Takviyeli Ogrenme algoritmalar1 (Takviyeli Ogrenme’nin
aksine) cok biiyiik girdilerin gerektigi ortamlarda veya sonlu olmayan durumlara sahip
ortamlarda bir hedefi optimize etmek i¢in hangi eylemlerin gerceklestirilecegine karar
vermede daha kullamigh olabilmektedir. Derin Takviyeli Ogrenme, bilgisayarla gorii,
dogal dil isleme, egitim, ulagim, finans, robotik, video oyunlari, saglik vb. cesitli
alanlardaki uygulamalarda kullanilmaktadir [33]]. Bu calisma da saglik alanindaki (ilag
optimizasyonu ve iiretimi) bir arastirmaya 6rnek olarak gosterilebilir.

MolDQN yapisinda, molekiil optimizasyonu siireci bir Markov Karar Siireci (MDP)
olarak formiile edilmistir ve bir molekiiliin degistirilmesi veya optimize edilmesi bu
mimaride adim adim yapilan bir siiregtir. Her adim ii¢ kategoriden birine girer: atom
ekleme , bag ekleme ve bag ¢ikarma. Matematiksel olarak, MDP asagidaki gibi ifade
edilebilir:

MDP(S,A,{P,},R) (4.1)

Burada S, durum uzayin belirtmektedir. Her bir durum, iki elemanli demetlerden
olugsmaktadir. Bu demetin bir elemam gecerli bir molekiilii, diger elemani ise o ana
kadar uygulanan adim sayisin1 belirtir. Baglangi¢c durumu i¢in molekiil, bos eleman veya
belirli bir baglangi¢c molekiilii olabilir. Baglangic durumunda o ana kadar uygulanan
adim sayi1si ise sifirdir. A, her eylemin belirli bir molekiil i¢in gecerli bir modifikasyon
oldugu eylem uzayim belirtir. Her modifikasyon, daha 6nce de bahsedildigi gibi ii¢

kategoriden (atom ekleme, bag ekleme ve bag cikarma) birine aittir. {Py,} durum
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gecis fonksiyonunu belirtir ve deterministik olarak tanimlanmistir. Ornegin, bir atom
ekleme eylemi gerceklesecegi zaman (eger gecerli bir islemse) %100 olasiliginda
gerceklesir. Son olarak R, 6diil fonksiyonunu ifade etmektedir. Bu tasarimda, 6diil
genellikle molekiiliin bir 6zelligidir ve her adimda bir indirim faktorii kullanilarak bir
odiil verilir. Her boliim sonunda da bu 6diil degerlerinin indirim faktorleri ile birlikte
kiimiilatif degeri hesaplanir. Boylece, boliim sonuna dogru alinan 6diil degerleri dogal
olarak toplam 6diilii daha cok etkilemis olur.

Bu tasarimdaki ortam, yukarida tanimlanan molekiil modifikasyonlaridir. Olusan her bir
yeni molekiil o anki durumu belirtir ve amacimiz, her durum i¢in en iyi eylemi secerek
gelecekteki ddiilleri en iist diizeye ¢ikarabilecek bir 7 politikas1 bulmaktir. Politika 7

asagidaki formiildeki [{4.2]] gibi tanimlanr.

7 (s) = argmax, Q" (s,q) 4.2)

Kisaca, s durumunda a eyleminin gelecekteki 6diillerini tahmin eden Q(s,a) fonksiyonu

maksimize edilmelidir. Q(s,a) fonksiyonu asagidaki [4.3]] gibi tanimlanmustir.

T
0" (s,a) =Ex[)_ ra] (4.3)

Burada r,, n adimindaki 6diilii belirtir ve Ez, 7 ile ilgili bir beklenti almay1 belirtir.
Kimyasal uzayin boyutu nedeniyle, burada tasarlanan MDP’de uygulanan adimlarin
sayist sinirhdir. Yani egitim asamasinda belirli sayida eylem yapilmaktadir. Bu nedenle
adim boyutunu 7" belirleyerek bir molekiiliin degisimi kontrol edilmistir. Derin Q-
o0grenme olarak adlandirilan bu teknikte, Q fonksiyonunu temsil etmek ic¢in derin
yapay sinir ag1 kullanilir. Sinir ag1 fonksiyonu tahmincisi, parametrelestirilmis Q-deger
fonksiyonu (Q(s,a;0)) olarak tanimlanir, burada 6 optimize edilecek parametredir.
Bu tahminciyi egitmek i¢in kullanilan kayip fonksiyonu asagidaki denklemde [{4.4]

tanimlanmustir.

1(9) :E[ﬁ(yt—Q(s,,a,;G)))] 4.4)

Burada y;, r; + max,Q(s;+1,a; 0) ve f; ise Huber hata fonksiyonunu belirtir [34].

Yukarida da bahsedilen Q fonksiyonu tahmincisi bu tasarimda bir derin yapay sinir
ag1 mimarisinden olugmaktadir. Farkli molekiil temsilleri ve farkli gorevlerde bir¢cok
farkli model egitilmesine ragmen temel model tasarimi hepsinde aynidir. Bu derin
yapay sinir ag1 modeli, ileri beslemeli tam baglantili bir yapay sinir agidir ve 4 gizli
katmandan olugsur. Farkli molekiil temsilleri i¢in sadece giris katman1 degismektedir, geri
kalan katmanlar her model i¢in ayni sayida ve sekilde kullanilmigtir. Gizli katmanlarin
boyutlar1 sirasiyla 1024, 512, 128, 32’dir ve tiim bu katmanlar Rectified Linear Unit
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(ReLU) aktivasyon fonksiyonuna sahiptir. Giris katmani, bahsedildigi gibi molekiil
temsillerinin boyutuna gore degismektedir.

Bir takviyeli 6grenme karar vericisi, kiimiilatif olarak en fazla 6diilii toplayabilmek
icin gecmiste denedigi ve 6diil tiretmede etkili buldugu eylemleri segmek zorundadir.
Bunu yaparken eger hi¢ kesif yapmadan, sadece gecmis deneyimlerinden faydalanirsa
(sOmiirii), acgozlii bir yaklasim sergiler ve bu da dogal olarak optimal bir yaklasim
degildir. Bu yiizden, daha once hi¢ denemedigi eylemleri deneyerek (kesif) bulundugu
ortamda daha iyi sonuclar alabilmesi i¢cin 6nemlidir. Buradaki ikilem, yalnizca ne
kesfin ne de somiiriiniin gorevinde basarisizliga u§ramadan yiiriitiilemeyecegidir [35]].
Bu sorunu ¢6zmek icin takviyeli 6§renme modellerinde yaygin olarak kullanilan bir
kesif stratejisi olan epsilon-acgozlii (€-a¢gozlii) yontemi gelistirilmistir. Gelistirilen
bu yontem MolDQN tasariminda da kullanilmaktadir. e-a¢gozlii, eylemleri belirli bir
oranda rastgele secerek kesif ve somiiriiyli dengelemeye calisan basit bir yontemdir. €
gibi kii¢iik bir olasilikla, o andaki durumda mevcut eylemler arasindan rastgele bir eylem
secilerek ortamin kesfi saglanir. Somiirii i¢in ise 1 — € olasiligiyla ge¢mis deneyimleri
kullanarak egittigimiz modelin tahmin ettigi en iyi eylem secilir.

Ote yandan, £-acgozlii, katlanarak daha fazla veri gereksinimlerine yol agabileceginden
ve deger fonksiyonu tahmininin belirsizlik seviyesini géz oniinde bulundurmadan,
genellikle daha degersiz oldugu bilinen durumlarda kesif cabasini1 bosa harcayabilir
ve ortami derinlemesine bir sekilde kesfedemeyebilir. Bu sorunu ¢ozmek icin [3[]’te,
[36]’te gelistirilen Onyiiklemeli-DQN (bootstrapped-DQN) yontemi kullanilmistir. Bu
yontem, rasgele deger fonksiyonlarini kullanarak derinlemesine bir kesif yapabilir.
Onyiiklemeli-DQN konseptinin biraz daha detayina inersek; takviyeli 6grenme modeli
H adet bagimsiz Q fonksiyonlarindan olugsur ve her bir Q fonksiyonu i¢in ayr1 bir ¢ikti
katman1 (OSBAND calismasinda kafa olarak adlandirilan) vardir. Bu haliyle aslinda ¢ok
gorevli yapay sinir agina benzemektedir ve bu nedenle ¢ikti katmaninin boyutu H degeri
kadardir. MoIDQN calismasinda bu deger, yapilan parametre optimizasyonu sonucunda
12 olarak ayarlanmustir (bu tez calismasinda da bu deger aynen kullanilmigtir). Bu
konseptteki her bir Q fonksiyonu, ortamdan elde edilen verilerin farkl bir alt kiimesini
kullanarak egitildigi i¢in daha derin bir kesif yapabilmektedir. Egitim asamasinda her
boliim icin esit olasilikla rastgele bir Q fonksiyonu (kafa) secilerek karar verme islemi
gerceklestirilir. Bu modelde €-acgozlii ile onyiiklemeli-DQN yontemi birlestirilerek
kullanilmaktadir. Egitim asamsinda € degeri 1.0 olarak baglatilip, 0.01 degerine dogrusal

olarak azalacak bigcimde uygulanmistir.

4.2 Cizge Sinir Ag1 Modelleri

Bu calismada, Cizge Evrisimsel Ag1 (GCN) ve Cizge Dikkat Ag1 (GAT) olmak iizere

iki farkl ¢izge sinir ag1 tasarimi kullanilmustir. Bu iki tasarim, bu alanda yaygin olarak
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kullanildigindan ve deneysel sonuglar1 genellikle diger ¢izge sinir ag1 yapilarina gore
daha iyi oldugu i¢in bu modellerin kullanilmas1 uygun goriilmiistiir [37]. Ayrica ek
olarak, onceden egitilmis bu iki mimariye (GCN, GAT) sahip ¢izge tabanli modeller
kullanarak egitim siirecinin siiresini azaltmak da hedeflerimizden biridir. Calismadaki
bir diger motivasyon ise toksisite ile LogP (optimize edilmesi amac¢lanan molekiil
ozelliklerinden biri) arasindaki iligkinin aragtirllmasidir. Bu nedenle, Tox21 Challenge
veri kiimesini [5] kullanarak molekiiler toksisite tahmini i¢in gelistirilen dnceden
egitilmis ¢izge sinir ag1 mimarisine sahip modeller tercih edilmistir. Boylece, hem
onceden egitilen modellerin ciktilarini 6nerilen modele entegre ederek egitim asamasinin
siireci hizlandirilmigtir, hem de LogP ile toksisite arasindaki korelasyonu kullanarak

daha iyi sonuglar alinmas1 hedeflenmistir.

4.2.1 Cizge evrisimsel ag1

Cizge Evrisimsel Ag1 ya da kisaca GCN, dogrudan cizgeler tizerinde ¢alisabilen ve
yapisal bilgilerinden yararlanabilen bir tiir evrisimsel sinir agidir. GCN’nin arkasindaki
temel ilke, her diigiim i¢in, diiglimiin kendi 6zelliginin yam sira tiim komsularindan
ozellik bilgisinin elde edilebilmesidir. GCN’nin temel yapisi, asagidaki (GCN) katman

bazinda yayilma (layer-wise propagation) kuralina dayalidir [38].

H) = (D7 AD7 HOw D) (4.5)

HWY agin [ katmanim belirtmektedir. o, sigmoid aktivasyon fonksiyonunu belirtir. W
bu katman i¢in agirlik matrisini belirtmektedir. Komsu matrisler (adjacency matrices) A
ile gosterilir. Cizge evrisimlerinde eski temsili korumak i¢in her bir diigiim ve kendisi
arasinda fazladan kenarlarin (edge) eklendigi varyant, ile gosterilmistir.

I1k katmandaki (giris katmani) girdi, H (H?)) N x D sekline sahiptir. Burada N diigiim
sayisin1 ve D girdi Ozniteliklerinin sayisini belirtir. Ayrica, NxF sekline sahip, digiim
diizeyinde bir temsil ¢iktis1 iretmek i¢in birden ¢ok katman birbirine zincirlenebilir.

Burada F ise diiglim 0zniteliklerinin ¢ikti sayisin gosterir.

4.2.2 Cizge dikkat ag

Yerel cizge yapist ile diigiim seviyesindeki dzniteliklerin birlestirilmesi, diigiim tiiriinii
tahmin etme problemlerinde yaygin bir sekilde kullanilmaktadir [38]]. Bununla birlikte
GCN, 6grenme asamasinda diigiim Oznitelikleri ile cizge yapisina bagh (structure-
dependent) bir sekilde agirlik vektorlerini topladigi icin genelleme yetenegi sinirlanabilir.
Boylece, asir1 grenme (overfitting) sorunu ortaya ¢ikabilir. Ote yandan, Cizge Dikkat
Ag1 ya da kisaca GAT, GCN’den farkli olarak 6zgiin bir toplama yontemi sunar [39]]. Bu

mimarideki dikkat mekanizmasi, GAT 1n komsu 6zniteliklerini agirlandirarak 6znitelik
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bagimli ve yapidan bagimsiz normallestirme uygulayarak calismaktadir. Bir bagka
deyisle, GAT ve GCN arasindaki temel fark, diigiimiin tek atlamali komsusundan (one-
hop neighborhood) gelen bilgilerin toplanma bi¢imidir. GCN’deki bir ¢izge evrigim

islemi, komsularin diigiim 6zniteliklerinin normallestirilmis toplamini vermektedir [4.6]

WD sy Lypo,0 16

i —G(‘Z.;W i) (4.6)
JEN(i) Y

N(i) dugmiin tek atlamali komsularinin kiimesini belirtmektedir. ¢;;, ¢izge yapisina

dayali bir normallestirme sabitidir ve asagidaki formiilde (4.7) nasil hesaplandig:

gosterilmigtir.

cij = VIN@)|VING)| 4.7)

o sigmoid aktivasyon fonksiyonunu belirtir ve w() diigiim bazinda 6znitelik doniigtimii
icin paylasilan bir agirlik matrisidir.

GAT tarafindan kullanilan dikkat mekanizmasi, evrisimli agin aksine normallestirme
islemini, yukarida da gosterildigi lizere statik olarak gerceklestirmez. Diigiim temsilini
(node embedding) hesaplamak i¢in uygulanan iglemler asagida verilmistir. Bu islemler, I’
inci katmanin diigtim temsillerini (hgl)) kullanarak /4 1" inci katmanin diigiim temsilinin

(hl(lﬂ)) nasil hesaplandigini gosterir.

2 =w®p (4.8)

l 1

Burada W) Ogrenilebilir agirlik matrisini belirtmektedir. (4.8) denklemi, hgl) ve W) 'yi

iceren alt katman temsilinin dogrusal bir doniisiimiiniin nasil hesaplandigini1 gosterir.

o) = LeakyreLU @"" (2(V)1)) “9)

denkleminde, || birlestirme islemini belirtirken, al) Ogrenilebilir agirlik vektoriinii
belirtir. Bu denklemde, iki komsu diigiim arasinda ikili bir dikkat puan1 hesaplanir. Once
z temsilleri birlestirilir, ardindan bu birlestirmenin sonuglart ile a\!) arasinda bir skaler
carpim alinir. Son olarak, LeakyReL.U aktivasyon fonksiyonu uygulanir. Bu islem, ek
dikkat (additive attention) olarak da adlandirilir.

o ewple))

iy (4.10)

- l
Yien (i) €Xp (e ,(k) )
(4.10) denkleminde ise her bir diigiimiin gelen kenarlarindaki dikkat puanlar1 softmax

aktivasyon fonksiyonu kullanilarak normallestirilir.
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W —o( Y a,] z (4.11)
JEN(D)

GCN tasarimina benzer olarak, (4.11) denkleminde, komsu diigiimlerden gelen temsiller
toplanir ve dikkat puanlarina gére 6l¢eklenir.
Bu sekilde statik bir toplama islemi gerceklesmez ve model daha genelleyici bir bicimde,

cizge verisinden ¢ikarim yaparak ogrenebilir.

4.3 Onerilen Model

Takviyeli 6grenmede model, algoritmanin yapisi geregi boliimler halinde egitilmektedir.
Her boliim de kendi i¢inde adimlardan olugsmaktadir. Daha onceden de bahsedildigi
izere egitim siireci adim adim bir sekilde ortamin kurallar1 dahilinde yeni molekiiller
olusmaktadir. Olusan yeni molekiiller ile son adimda (boliim biterken) en yiiksek odiil
degerine ulagilmasi hedeflenmektedir. Algoritmanin iyi bir sekilde ¢alisabilmesi i¢in her
adimda ortaya ¢ikan molekiiliin (anlik durum bilgisi) en iyi sekilde betimleyen temsilinin
olusturulmasi gereklidir. Temel yontemde bu islem Morgan Parmak izi kullanilarak
yapilmaktadir. Ortamdan gozlemlenen durum (molekiil) SMILES molekiil temsili olarak
gelir. Rdkit kiitiiphanesi [40] kullanilarak bu SMILES temsili bir molekiil objesine
cevrilir. Daha sonra bu molekiil objesi, yine rdkit kiitiiphanesinden yararlanilarak
(GetMorganFingerprintAsBitVect metodu ile) 2048 uzunlugunda ve ikili degere sahip
bir vektor elde edilir. Bu vektor, o andaki molekiiliin temsili olarak derin Q 6grenme
yonteminde kullanilmak tizere bir ileri beslemeli yapay sinir agina girdi olarak verilir.

Bu ara iglem bir 6rnekle sekil 4. Ifde gosterilmistir.

;

// > Rakit >
Hr’N Kiitiiphanesi

OH I

{Chem ANChem. GetMorganF ingerprintAsBitVect) 2048 ikili defer

4-Aminobenzoic acid
('O=C{0)clcec(Nicel”)

Sekil 4.1: Morgan Parmak izi'nin elde edilis siireci.

Bundan farkli olarak onerilen yontemde, ilk olarak gdzlemlenen molekiil (durum) Derin
Cizge Kiitiiphanesi (Deep Graph Library, DGL) kullanilarak ¢izge yapisina doniistiiriiliir.
Elde edilen SMILES temsili, dgllife.utils.smiles_to_bigraph metodu ile ¢izge yapisina
doniistiiriilmektedir. Daha sonra bu ¢izge yapisi, ¢izge tabanli modellere girdi olarak

verilir. Cizge modelleri DGL kiitiiphanesi kullanilarak olusturuldugu icin direkt olarak
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cizge yapilart modellerin girdi katmaninda kullanilabilir. Daha 6nceden de bahsedildigi
izere, bu tasarimda egitim asamasini hizlandirmak icin 6nceden egitilmis modeller
kullanilmigtir. Bu modeller toksisite tahmini yapmak i¢in egitilmistir. Bu nedenle dogal
olarak, modelin ¢iktilar1 molekiil temsilini vermez. Ancak, bu modeller toksisite tahmini
i¢cin egitilirken molekiillerin temsillerini de ¢izge yapilarini kullanarak 6grenmektedir.
Bu temsilleri elde etmek i¢in toplama katmanlarindan sonra gelen okuma katmaninda
iretilen vektorii kullanabiliriz. Nitekim buradaki calismada da bu yapilmigtir. Bu igslem
sekil #.2] de bir 6rnekle gosterilmistir. Kirmizi dikdortgen ile gosterilen okuma katmant,
cizge tabanli modellerden alinan molekiil temsillerini belirtir.

Molekillin Cizge Yamst Toplama Katmanlar
A o= »=£ N3
H, 1 : ) — 7 S
\_7 You AN // \

. : c
4-Aminobenzoic acid

('0=C{0)clece(Njccl'y

Toksisite
Tahmini

Okuma
Katmam

Tam Bagh Sinir Ag

Sekil 4.2: Cizge modellerinden elde edilen molekiil temsilleri.

Yukarida bahsedilen bu molekiil temsilleri derin Q 6grenme yonteminde, tam bagl ileri
beslemeli yapay sinir aginda girdi olarak kullanilmak iizere elde edilmistir. Onerilen
modelin genel siireci sekil @.3[te gorsellestirilmistir.

Bu sekilde genel olarak tasarlanan modelin nasil ¢alistig1 6zetlenmistir. En iyi politikay1
bulmak i¢in egitilen bir tam bagl ileri beslemeli yapay sinir agindan, o andaki duruma
gore en uygun eylem ciktilari, tasarlanan ortamda uygulanmaktadir. Bulundugu duruma
gore uygulanacak eylemler, daha dnceden de bahsedildigi iizere atom ekleme, bag
ekleme ve bag cikarma islemleridir ve bu iglemler belirlenen kimyasalar kurallara gore
uygulanir. Bu sayede nihai adimda her zaman gecerli bir molekiil iiretilir. Ortamdan
gozlemlenen durumlar her adimda tiretilen molekiillerdir ve bu molekiiller kullanilarak
nihai adimda en iyi molekiiliin iiretilmesi amag¢lanmistir. G6zlenen duruma ek olarak,
kalan adimlarin say1st da durum bilgisini bize vermektedir.

GAT, GCN ve ECFP olarak gosterilen modiiller ortamdan gozlenen molekiillerin

temsillerini iiretmek i¢in kullanilmaktadir. GAT ve GCN modellerinden nasil molekiil
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temsillerinin alindig1 6nceki boliimlerde detaylari ile aktarilmigtir. Temel yontem olarak
ise ECFP ismiyle gosterilen Morgan Parmak izi temsilleri ile cizge tabanli modellerin
okuma katmanlarindan alinan molekiil temsillerini kullanarak egittigimiz modeller

yapilan deneyler ile kiyaslanmistir. Bu deneylerin detaylarina bolim [5]te yer verilmistir.

Odiil
Karar Verici DNN

Politika

(s, a)
GAT

Eylemin G Kl i
Durum - GCN e Ortam
Atom ckleme

ECFP

Bag ekleme

Bag ¢ikarma

{ )

Durumun Gozlemi

Sekil 4.3: Onerilen modelin isleyisi.
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5. DENEYSEL SONUCLAR

Bu boliimde, ilag optimizasyonu ve iiretimi i¢in tasarlanmis modelleri kullanarak
yapilan deneylerin sonuclari sunulmaktadir. Onerilen model ile kiyaslamak igin temel
yontem olarak [3]’te yapilan (Morgan Parmak Izi ile) li¢ deney secilmistir. [3]’te yapilan
deneylerin sonuglari literatiirdeki diger yontemlere kiyasla cok daha basarili oldugu
icin Onerilen model ile kiyaslarken temel yontem olarak kullanilmigtir. Bu deneylere ek
olarak [41]’da yapilan ve hedef protein alicilarina ne kadar iyi kenetlendigini 6l¢en bir
baska deney de yapilmustir. Yine aym sekilde temel yontem olarak Morgan Parmak 1zi
gosterimini kullanan model tercih edilmistir. Son deneyde ise hedef olarak belirlenen
protein alicilarina en iyi sekilde kenetlenen molekiillerin (ilaglarin) iiretilmesi icin
calisilan deneyde 6grenilen Q fonksiyonu kullanilarak, rastgele baslangic molekiillerinin
optimize edilmesi hedeflenmistir. Burada kiyaslanabilecek herhangi bir temel yontem
olmadig icin rastgele secilen eylemler ile optimize edilen molekiiller arasinda bir kiyas
yapilmistir.

Uygulamanin ve kargilastirmanin daha kolay oldugu, [3]]’te gerceklestirilen ii¢ deney
sirastyla, QED (Ila¢ Benzerliginin Kantitatif Tahmini) degerinin optimizasyonu (tek
amacl), benzerlik kisitlamasi ile cezali LogP degerinin optimizasyonu ve benzerlik
kisitlamasi ile QED degerinin optimizasyonu (¢ok amacli) seklindedir. Kenetlenme
deneylerinde ise literatiirde yaygin olarak kullanildiklar1 ve optimizasyon iglemi i¢in
farkli zorluk seviyelerine sahip olduklarindan dolay: ii¢ farkli hedef protein alicisi tercih
edilmistir (F2, PPAR, JAK?2). Ayrica, kenetlenme deneylerinin sonucunda elde edilen
en iyi modelin (GAT) 6grenilen Q fonksiyonunu kullanarak, farkl: ve rastgele sec¢ilen
baglangi¢ noktalarinin optimize edilmesi sonucu iiretilen molekiiller tez calismasindaki
son deneyi olusturmaktadir. Bu deneylerin sonuglari ve hangi parametre degerlerinin
kullanildig1 alt boliimlerde ayrintili olarak ele alinmugtir.

Ilaglarin cizge tabanli temsillerini olusturmak icin Derin Cizge Kiitiiphanesi’'nden
(DGL) yararlanilarak onceden egitilmis GAT ve GCN modelleri kullanilmistir [42].
Daha 6nce bahsedildigi gibi, her iki model de Tox21 Challenge veri kiimesindeki
toksisiteyi tahmin etmek ic¢in egitilmistir ve bu modellerin okuma katmanlarindaki
agirlik vektorleri, ilaclarin temsili olarak kullanilmistir. Bu 6nceden egitilmis modellerde
kullanilan katmanlarin boyutlar1 dnceden belirlendigi i¢cin degerleri de§ismemektedir.
Temsil vektoriiniin boyutu GAT modeli icin 64 iken GCN modeli icin 128°dir. Bilindigi
tizere, bu temsiller ile egitilen modeller temel yontem olarak belirlenen Morgan Parmak
Izi temsiller ya da kisaca ECFP (Genisletilmis Baglanti Parmak izi) [27] ile egitilen
modeller kiyaslanmigtir. Bu ECFP vektorii ise 2048 ikili yapisal 6znitelik icermektedir.
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Tiim deneyler, ayn1 parametre ayarlar1 (bolim kullanilarak egitilen modeller ile
yapilmugtir.

5.1 Model Ayarlar
5.1.1 Derin Q ag1 modeli (DQN)

Boliim 4.1 de agiklanan MolDQN mimarisinde kullanilan bu tam bagli ileri beslemeli
derin yapay sinir ag1 modelinin amaci, girdi olarak verilen durum bilgisine gore en iyi
eylemi tahmin etmektir. Daha onceden de bahsedildigi tizere bu model bir girdi katmant,
dort gizli katman ve son olarak bir tane ¢ikti katmanindan olugmaktadir. Girdi katmani
kullanilan molekiil temsiline gore degismektedir. ECFP i¢in 2048, GCN i¢in 128 ve
GAT i¢in 64 olarak ayarlanmistir. Gizli katmanlarindaki diigiim sayis1 ise sirasiyla
1024, 512, 128 ve 32 olarak ayarlanmistir. Ayrica, asirt uymanin (overfitting) oniine
gecmek icin gelistirilen bir yontem olan y1gin normallestirme (batch normalization [43])
katmanlar1 bu modeli egitirken her gizli katman sonras1 uygulanmistir. Bilindigi gibi
bu model aslinda Onyiiklemeli-DQN konseptine gore tasarlanmistir ve bu yiizden kafa
olarak adlandirilan ¢oklu Q fonksiyonu ¢iktilarina sahiptir. Bu nedenle bu ¢ikti katmani
bu kafa sayis1 kadar ¢ikt1 iiretmektedir ve bu kafa sayis1 12 olarak ayarlanmisgtir.

Daha 6nceden de bahsedildigi lizere €-a¢gozlii yaklasimi kullanilarak bu modeller
egitilmigtir. Bu € degeri baglangicta 1.0 olarak ayarlanip 0.01 olana kadar boliim sayisina
gore belirli oranda azaltilarak uygulanmistir. Optimize edici olarak Uyarlanabilir
Moment Tahmini (Adaptive Moment Estimation, ADAM, [44]]) kullanilmistir ve her
200 boliimde egitilen modeller kaydedilmistir. Bunun disinda modelde izin verilen halka
sayilar1 5, 6 ve 7 olarak ayarlanmistir. Geriye kalan diger parametreler deneye gore
degismektedir ve deneylerin daha detayl aciklandigi alt boliimlerde ise bu ayarlardan
bahsedilmistir.

5.1.2 Cizge tabanh modeller

Her iki ¢izge sinir ag1 mimarisine sahip model de bilindigi iizere ayni toksisite tahmini
gorevi icin egitilmigstir. Bu nedenle buradaki parametreler daha énceden bu gorev icin
belirlenmistir ve bu ayarlar degistirilmemistir.

Cizge Evrisimsel Ag1 (GCN) modelinde, molekiiliin ¢izge temsillerinin girdi olarak
verildigi bir giris katman ardindan toplanma farkliliklarina (evrisimsel mimariye)
gore ayarlanan iki tane toplama katmanindan olugsmaktadir. Bu toplama katmanlari
daha sonra okuma katmanindan gecirilerek tam bagl ileri beslemeli bir derin yapay
sinir agina aktarilip toksisite tahmini i¢in ¢iktilar alinmaktadir. Cizge yapilarinin girdi
olarak verildigi giris katmani 74 diigiimden olusmaktadir. Buradaki ¢iktinin girdi olarak

verildigi toplama katmanlari ise 128 dii§iimden olugsmaktadir. Yine ayni1 sekilde toplama
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katmani da 128 diigiim sayisina sahiptir. Bu okuma katmanindaki 128 diiglimden alinan

ciktilar molekiil temsili olarak onerilen modelde kullanilmasgtir.

Cizge Dikkat Ag1 (GAT), ayarlar1 bakimindan GCN modelinden ¢ok farkli degildir.
Burada da ¢izge temsillerinin girdi olarak verildigi bir girdi katmani ardindan toplanma
mimarisine gore ayarlanmig (dikkat mimarisi) iki adet toplama katmani ve ardindan
bu ¢iktilarin girdi olarak verildigi okuma katmanindan olusmaktadir. Daha sonra ayni1
sekilde okuma katmanindan alinan ¢iktilar tam bagl ileri beslemeli bir derin yapay sinir
agina girdi olarak verilip toksisite tahmini elde edilmektedir. Girdi katman1 GCN’de
oldugu gibi 74 diigiimden olugmaktadir. Farkli olarak GAT da, okuma katmanlarindan
ilki 128 diigiimden olusurken ikincisi 64 diigiimden olugmaktadir. Ardindan gelen
okuma katmani da yine 64 diigiimden olugmaktadir. Okuma katmanindaki bu 64
diigiimden alinan ¢iktilar molekiiler temsilleri olusturmaktadir ve 6nerilen modelde bu

ciktilar kullanilmagtir.

5.2 QED Optimizasyonu

Bu deney, farkli molekiil temsillerini kullanarak QED puanini en iist diizeye ¢ikaran
molekiilii bulmay1 ve bu sonuclara dayal1 olarak farkli molekiil temsillerini kiyaslamay1
amaglar. Odiil fonksiyonu, molekiiliin QED deger olarak ayarlanmustir. [3]’te oldugu
gibi, her boliim i¢in baslangic durumu (molekiilii) bos olarak ayarlanmistir ve her
boliim icin adim sayis1 40’tir. Toplam boliim (iterasyon) sayisi ise 5000’dir. Atom
eklenmesi i¢in uygulanan eylemlerin 6gelerinin kiimesi {C, O, N} olarak ayarlanmgtir.
Bunun yaninda, eylem yapmama eylemi de ayarlanmigtir. Yani her adimda mutlaka
bir eylem gerceklestirmeyebilir. Ek olarak, molekiiler halka aralarinda bag yapilacak
eylemlere izin verilmeyecek sekilde ayarlanmistir. Ogrenme oran1 0.0001, y181n boyutu
(batch size) 128, tekrar arabellek boyutu (replay buffer size) 5000 ve indirim faktorii
(discount factor) 0.9 olarak ayarlanmistir. Blim [fte detaylart anlatilan modeller
kullanarak ECFP, GCN ve GAT temsilleri icin deneyler gerceklestirilmistir. Her temsil
icin kullanilan parametreler tamamen aynidir. Nitekim tek fark, GAT, GCN ve ECFP

temsillerinin boyutlar1 farkli oldugu icin ileri beslemeli sinir aginin giris katmanidir.

[3]’te gerceklestirilen deneye benzer sekilde, egitim agamasinin son 100 boliimiinde
ortaya cikan (her boliimiin nihai adimindaki) molekiiller secilmistir ve en biiyiik
QED degerine sahip ilk ii¢ benzersiz molekiil ¢izelge [5.1fde gosterilmistir. Ek olarak,
modelleri daha genis bir agidan bakarak kiyaslamak i¢in sekil [5.1]de, son 100 boliimde

iretilen molekiillerin QED degerlerinin (6diillerin) dagilimi gorsellestirilmistir.
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Cizelge 5.1: En 1yi ti¢ molekiiliin QED skorlart.

) ED Skorlar

Temsiller Bilrinci2 Ikinci | Ugiincii

ECFP 0.933 | 0932 | 0.930

GCN 0945 | 0943 | 0.942

GAT 0942 | 0936 | 0.932
ECFP
GCN

10 — GAT

Sikhik

5,

0.6 0.7 0.8 0.9 .

QED Skorlan

Sekil 5.1: Son 100 adimda iiretilen molekiillerin QED skorlarinin dagilima.

5.3 Benzerlik Kisitlamasi ile Cezali LogP Degerinin Optimizasyonu

[3]’teki bir diger LogP optimizasyon deneyinde gosterildigi gibi, molekiilleri yalnizca
LogP degerine gore optimize etmenin ger¢ek¢i olmayan uzun zincirli molekiiller iirettigi
gosterilmigtir. Bu sorunu ¢6zmek icin ila¢ tasariminda en yaygin olarak kullanilan
yontemlerden biri, mevcut molekiile (ilaca) benzer ancak daha iyi aktiviteye sahip bir
molekiil bulmaya ¢aligmaktir. Uretilen molekiillerin mevcut molekiillere benzer olmasi
gerektiginden, gercekci olmayan uzun zincirler genellikle olusmaz. Dolayisiyla bu
deneyde bir molekiiliin, molekiillerin benzerligini korurken, baslangi¢c molekiiliine gére
en yiiksek cezali LogP degerine ulasmasi amaglanmistir. Bu nedenle, modelleri egitirken
iki metrik hesaplanmas1 gerekiyordu. Bu metriklerden ilki, olusturulan molekiiliin
ilk molekiile olan benzerligini dl¢en bir benzerlik skorudur. Digeri ise her adimda
tiretilen molekiiliin cezali LogP degeridir. Cezali LogP degeri (PenLog) denklem [5.1]de

gosterilmisgtir.

PenLogP(m) = LogP(m) — SA(m) — Cycle(m) (5.1
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LogP(m) burada m molekiiliiniin LogP skorudur. SA(m), m molekiiliniin sentetik
erisilebilirlik skorunun tahmini degeridir ve rdkit kiitiiphanesi kullanilarak hesaplanir
([45]). Cycle(m) ise m molekiiliiniin en biiyiik halka degerini belirtir.

[3]]’te yapilan benzerlik kisitlamasi ile cezali LogP degerinin optimizasyonu deneyinin
aksine burada benzerlik skoru, molekiillerin MACCS temsilleri arasindaki Tanimoto

benzerligi (5.2) kullanilarak hesaplanir.

T = Ne
~ N,+N,—N,

Burada a ve b molekiilleri icin NV, ve Nj, temsil vektorlerinde 1 olan toplam bit sayisini

(5.2)

belirtir. N, ise temsil vektorlerinde ortak ve 1 olan toplam bit sayisini belirtir.

ECFP gosterimi kullanilarak benzerlik puani hesaplandiginda, molekiiliin vektorel
gosterimi uzun oldugundan (2048 bit) benzerlik puani kiiciik degisikliklerle bile ¢cok
fazla azabilmektedir. Bu nedenle benzerlik kisidi ile hesaplanan 6diil degeri bundan fazla
etkilenebilir ve ¢ok diisiik olabilmektedir. Boylece, penLogP degeri yeterince optimize
edilememektedir. MACCS gosterimleri ise 166 ikili yapisal 6zellige sahip oldugundan
bu sorun yagsanmamustir. Rdkit kiitiiphanesinden Chem.MACCSkeys fonksiyonunu
kullanarak MACCS temsilleri ¢ikarilmistir. Sekil [5.2]de baslangi¢ molekiilii olarak
rastgele secilmis bir molekiil kullanmilmistir ve 0.6’lik bir benzerlik kisitlamasi degeri
ile egitilen modellerin ilk bes adiminin ¢iktilari, ECFP ve MACCS molekiil temsilleri
kullanilarak gorsellestirilmistir. Bu ¢iktilara bakildiginda benzerlik skoru degerlerinin
degisiklikleri gozlemlenebilir. Ik bes adim olmasina ragmen, ECFP ile hesaplanan
benzerlik degerleri MACCS ile hesaplanan benzerlik degerlerinden daha hizli ve hatta
0,6’n1in altina diigmektedir.

Ek olarak, Sekil [5.3[te, rastgele secilmis bes molekiil iizerinde kiiciik degisiklikler
yapildiginda Tanimoto benzerlik puanlarinin sonuclar1 gosterilmistir. Sonuclardan
goriilebilecegi gibi, ozellikle kii¢iik molekiillerde ECFP gosterimi kullanildiginda
benzerlik puan biiyiik ol¢iide etkilenmistir. Bu nedenle, benzerlik skorunun gerekli
oldugu deneylerde MACCS temsili secilmistir.

Bir bagka dikkat edilmesi gereken nokta, benzerlik skorunun araligi [0, 1] iken, cezali
LogP degerinin aralifit (—eo,+o0)’dur. Bu nedenle dogal olarak, bu degerleri daha
dengeli yapmak i¢in bir agirlik katsayisina ihtiyacimiz vardir. Bu yiizden, 6diil degerinin

fonksiyonu agagidaki gibi tanimlanmigtir.

R( PenLogP(m) — A x (8 —SIM (m,my)), Eger SIM(m,mp) < &
S) =
PenLogP(m), Aksi durumda

[3]’te oldugu gibi burada da A, cezali LogP ve benzerlik puanini dengelemek igin

kullanilan bir degerdir ve 100 olarak ayarlanmustir. 6 bu deneydeki benzerlik oranlaridir
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Baglangig Molekiilii

oy f

PenlLogP: - 3.185
GAT

oy f

PenlogP: - 3.185
GCN

o

PenlLogP: - 3.185
Morgan Fp.

L. Adim

A\
PenlogP: -3.692

MACCS 5IM: 0.792
ECFP 5IM: 0791

.

PenlogP: -2.940
MACCS SIM: 0.976
ECFP 5IM: 0791

oy {

1
PenlLogP: -3.568
MACCS 5IM: 0.755
ECFP SIM: 0.791

Z. Adum

g

PenlogP: -3.297
MACCS SIM: 0.759
ECFP 3IM: 0.679

|
)
PenlogP: -2592

MACCS SIM: 0.954
ECFP SIM: 0745

ore

PenLogP: -43879
MACCS SIM: 0.666
ECFP 5IM: 0629

3. Adim

B

i

PenlogP: -2.914
MACCS SIM: 0.714
ECFP 5IM: 0.586

S

.~

PenLogP: -3.377
MACCS 5IM: 0.820
ECFPSIM: 0642

JT 0

PenlogP: -3.905
MACCS SIM: 0.653
ECFP 5IM: 0629

4. Adim

N

L.
PenLogP: -2.556

MACCS SIM: 0.696
ECFP 3IM: 0.532

5. Adum

-q\n

o

PenlLogP: -2.152
MACCS 5IM: 0.689
ECFP SIM: 0.492

\Tj \J

PenLogP: -3.003
MACCS SIM: 0.784
ECFP SIM: 0.557

JaY Q0

PenlLogP: -3.143
MACCS 5IM: 0.653
ECFP 5IM: 0571

PenLogP: -2.513
MACCS SIM: 0.784
ECFP SIM: 0.531

4%

PenlLogP: -2.866
MACCS 5IM: 0.666
ECFP5IM: 0525

Sekil 5.2: 0,6 benzerlik kisitlamasi degeriyle ile cezali LogP optimizasyonu i¢in egitilen
modellerin ilk 5 adiminda olusan ¢iktilarin drnekleri (birinci sira GAT ile,
ikinci sira GCN ile, iiciincii sira ise ECFP ile egitilmistir ve SIM benzerlik
skorunu gostermektedir).

ve 0.6, 0.4, 0.2, 0.0 degerleri ayarlanarak deneyler yapilmistir.

Bu deneyde ([3]’te de aym sekilde kullanilan) ZINC [46] veri tabanindan secilen en
diisiik cezali LogP skoruna sahip 800 molekiil [47] optimize edilmek i¢in kullanilmustir.
Her boliim icin baglangi¢ noktasi olarak bu 800 molekiil arasindan rastgele bir molekiil
secilmistir. Toplam boliim sayis1 40000 olarak ayarlanmistir ve her boliim 20 adimdan
olusmaktadur. i1k deneyde de oldugu gibi atom ekleme eyleminin 6gelerinin kiimesi {C,
O, N}’den olugsmaktadir. Yine ayn1 sekilde, molekiiler halka aralarinda bag yapilacak
eylemlere izin verilmemistir ve her adimda bos eylem yapabilmektedir. Ogrenme orani
0.0001, y121n boyutu 256, tekrar arabellek boyutu 10000 ve indirim faktorii 0.9 olarak
ayarlanmistir. Uc farkli molekiil temsili icin toplam dort benzerlik oran1 kullanarak
sonuclar elde edilmistir. [3]] ile aym sekilde, egitim islemi tamamlandiktan sonra, bu
egitilen modelleri kullanarak 800 molekiiliin her biri baglangi¢ noktasi olacak sekilde
sirastyla tek boliim (her baglangi¢c molekiilii icin 20 adim) ¢alistirilmistir. Ardindan,
tiretilen bu yeni molekiillerin cezali LogP puanlart yeniden hesaplanmistir ve 800

molekiiliin tiimiiniin ortalama artislar ¢izelge [5.2]de bildirilmistir.

5.4 Benzerlik Kisitlamasi ile QED Optimizasyonu

Bu deneydeki amac da benzerlik kisitlamasi ile cezali LogP degerinin optimizasyonu
deneyindekine benzerdir. Cezali LogP degeri yerine burada bir molekiiliin QED puanini
bir baglangic molekiiliine benzer tutarken en iist diizeye ¢ikarmak amaclanmustir. ikinci

deneyden farkli olarak 6diil fonksiyonunda, benzerlik skoru ve QED skoru ayni aralikta
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2. Molekiil Benzerlik Skoru

1. Molekiil

ECFP : 0.636
MACCS - 0.546

ECFP : 0.339
MACCE - 0915

ECFP : 0.657
MACCE - 0.816

ECFP : 0.647
MACCS : 0.333

ECFP : 0.460
MACCE 0741

Sekil 5.3: ECFP ve MACCS temsillerinin benzerlik skorlarina iliskin kiyasi.

Cizelge 5.2: Ortalama cezali LogP artis1.

5 Cezal1 LogP Artisi.

ECFP GCN GAT
0.0 | 6.64+1.38 | 8.31+0.83 | 8.48+0.79
0.2 ] 5.97+2.00 | 8.194+0.86 | 8.234+0.80
04 |575£1.98 | 6.86+1.13 | 7.55+1.13
0.6 | 4.57+2.34 | 4.944+2.26 | 6.78 :2.26

([0, 1]) degerler alabileceginden, bu degerlerin toplami 1 olan iki farkli katsay1 (agirlik

carpani) ile carpilarak asagidaki denklem formiile edilmistir.

R(s) =w X SIM(m,mq) + (1 —w) x QED(m)
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mg hedef molekiilii belirtir. w agirlik katsayilaridir ve 0.0, 0.2, 0.4, 0.6, 0.8, 1.0 degerleri
ayarlanarak deneyler yapilmistir.

Bu deneyde, modele girdi olarak iki molekiil verilmistir. Bunlardan ilki baslangi¢
molekiilii, digeri ise hedef (benzerlik i¢cin) molekiiliidiir. Bu optimizasyonda yine [3]]’teki
gibi her iki girdiye de ayn1 molekiil verilerek deneyler yapilmistir. Toplamda alt1
agirlik katsayisi ayarlanarak deneyler yapilmistir. Her agirlik katsayisi icin model
3000 boliim boyunca egitilmistir ve egitim agamasinin son 100 boliimii i¢inden nihai
adimda iiretilen en biiyiik 0diil degerine sahip molekiil secilmistir. Her boliimdeki
adim boyutu 40 olarak belirlenmis olup, atom ekleme eylem kiimesi ve indirim faktorii
birinci ve ikinci deneylerdeki ile aynidir. Geri kalan ayarlar ise QED optimizasyonu
deneyi ile aymdir. Cizelge [5.3[teki sonuglar, girdi igin (baslangi¢ ve hedef molekiil
olarak) ’CCN1c2ccccc2Cc3c(O)nencl3’ (CHEMBL7404) molekiilii verilerek ii¢ farkl
molekiil temsili ile ulasilan en 1iyi QED ve benzerlik degerlerinin sonuglarini gosterir.
QED siitunu QED skorlarini belirtirken, SIM siitunu benzerlik skorlarin belirtir. Ayrica,
tiim agirlik katsayilari icin son 100 boliimde iiretilen molekiillerin toplam 6diil degerleri

birlestirilip sekil [5.4]te goriilebilecegi iizere dagilimi gorsellestirilmistir.

5.5 Hedef Proteine Kenetlenme Skorunun Optimize Edilmesi

Bu deneyde belirli hedef protein alicilarina en iyi kenetlenen molekiiler yapilarin
bulunmasi amag¢lanmigtir. Ancak, ikinci deneye benzer sekilde yalnizca bu kenetlenme
skorunu kullanarak molekiil iiretmek, kenetlenme skorlarinin yiiksek molekiiler agirliga
ve lipofilikligine bagli oldugu i¢in yanli sonuglar verebilmektedir. Bu yiizden, ilaca
benzemeyen biiyiik ve hidrofobik molekiillerin iiretilmesine yol acilabilir [41]. Bu
sorunun Oniine ge¢mek i¢in yukarida yapilan deneylere benzer sekilde QED skoru ile
birlikte kenetlenme skorunu belirli oranda birlestiren bir 6diil fonksiyonu kullanilmigtir.
Diger deneylere benzer sekilde bu deneyde de elde edilen ii¢ farklt molekiiler temsil
(GAT, GCN, ECFP) kullanilarak modeller egitilmistir ve birbirleri ile kargilagtirilmigtir.
[41]’da uygulanan deneylere benzer sekilde, uygulanabilirligi acisindan farkli zorluklara
sahip li¢ farkli deney ve ii¢ farkli protein alicisina (F2, PPAR, JAK2) gtre molekiillerin
kenetlenebilirligi optimize edilmigtir. Secilen hedeflerin detaylar1 ve alinan sonuglar
boliim[5.5.1][5.5.2 ve[5.5.3 te aktarilmustir. AutoDock Vina [48]] [41]’da, yiiksek kalitede

kenetlenme ve serbest enerji baglama skorlarinin tahmini degerlerini hesaplamak

icin kullanilmistir. Bu nedenle bu ¢alismada da ayni sekilde kenetlenme skorlari
hesaplanmustir.

Baslangi¢ molekiilii her boliim icin bos olarak ayarlanmistir ve toplam iterasyon sayisi
5000’dir. Atom ekleme eylemlerinin kiimesi {C, O, N} olarak ayarlanmistir ve yine
diger deneylerde oldugu gibi halka aralarinda bag yapilacak eylemlere izin verilmemistir.

Yine ayni sekilde her boliimde atom ekleme, bag ekleme veya ¢ikarma eylemlerinden
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Cizelge 5.3: En iyi 6diil degerine sahip molekiillerin QED ve benzerlik skorlari.

ECFP GCN GAT
QED | SIM | QED | SIM | QED | SIM
0.0 | 0.945 | 0.823 | 0.946 | 0.444 | 0.947 | 0.733
0.2 [ 0.935 | 0.913 | 0.944 | 0.788 | 0.947 | 0.837
0.4 [ 0.930 | 0.933 [ 0.946 | 0.851 | 0.945 | 0.854
0.6 | 0.896 | 0.976 | 0.833 | 0.840 | 0.915 | 0.909
0.8 | 0.896 | 0.976 | 0.896 | 0.976 | 0.833 | 0.976
1.0 | 0.847 | 0.976 | 0.820 | 0.953 | 0.833 | 0.976

~—— ECFP
10 GCN
—— GAT

Siklik

Toplam Odiil

Sekil 5.4: Son 100 adimda iiretilen molekiillerin 6diil degerlerinin dagilima.

biri yapilmayabilir. Ogrenme oran1 0.0001, y181n boyutu 128, tekrar arabellek boyutu

5000, indirim faktorii degeri ise 0.9 olarak ayarlanmustir.

5.5.1 F2 (protease) kenetlenme

F2 (protease) deneyi, 6zetle hedef F2 alicisina en iyi kenetlenen molekiilii tiretmek i¢in
yapilmaktadir. [41]’da da bahsedildigi lizere tek bir hedeften alinan kenetlenme skoruna
gore optimize edildigi i¢in zorluk derecesi kolaydir. Denklem [5.4te F2 ile QED degeri

birlestirilerek olusturulan 6diil fonksiyonu verilmistir.

Ry (s) = F2(m)+10(1 — QED(m)) (5.4)
Burada F2(m), m molekiiliiniin F2 alicisina kenetlenme skorunu veren fonksiyonu
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belirtir. Bu 6diil fonksiyonu optimize edilerek ii¢ farklt molekiil temsili ile egitilen
modeller kiyaslanmigtir. Bu ii¢ modeli kiyaslamak i¢in ilk deneye benzer sekilde
cizelge 5.4 te, egitim asamasinin son 100 bolimiiniin nihai adiminda tiretilen en iyi ii¢
molekiiliin 6diil degerleri gosterilmistir. Buna ek olarak yine son 100 adimda iiretilen

molekiillerin 6diil degerlerinin dagilim sekil [5.5]te verilmistir.

Cizelge 5.4: En iyi 6diil degerine sahip ii¢ molekiil (F2).

Temsiller F2 Odiil Degerleri
Birinci | Ikinci | Ugilincii
ECFP 7.300 | 7.289 | 7.273
GCN 7.828 | 7.489 | 7.329
GAT 7.423 | 7.400 | 7.386

0.1
—— GAT F2

GCN F2

0.08 —— ECFP F2

0.06

Siklik

0.04

0.02/

-5 0 B

Toplam Odiil

Sekil 5.5: Uretilen molekiillerin 6diil degerlerinin dagilim (F2 igin).

5.5.2 PPAR (nuclear receptors) kenetlenme

Bu deney, iic PPAR (PPARA, PPARD, PPARG) protein alicisina giiclii baglanma
gerektirir ve bu iic PPAR kenetlenme skorlar birbiri ile pozitif iligkilidir. Bu nedenle
orta zorlukta bir deneydir [41]. Metabolik sendroma kars1 tedaviler olarak "rastlantisal
(promiscuous)" pan-PPAR agonistleri sik arastirtlan konulardan biridir. Hem bu nedenle
hem de uygulanabilirligi diisiiniiliince, [41]]’da kullanildi1g1 gibi burada da gelistirilen
modeli degerlendirmek i¢in tercih edilmistir. Denklem [5.5]te PPAR ile QED degeri

birlestirilerek olusturulan 6diil fonksiyonu verilmistir. Ayrica modellerin daha genel
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sonuglarini kiyaslamak i¢in yine son 100 adimda iiretilen molekiillerin 6diil degerlerinin

dagilimi sekil [5.6/da ¢ikarilmustir.

RPPAR(S) = maX(PPARA(m),PPARD(m),PPARG(m)) + 10(1 — QED(m)) (55)

Burada PPARA(m), PPARD(m) ve PPARG(m), m molekiiliiniin ilgili protein alicisina
kenetlenme skorunu veren fonksiyonu belirtir. Pozitif iligkili oldugu i¢in en yiiksek
kenetlenme skoru 6diil fonksiyonunda kullanilir. Bu 6diil fonksiyonu optimize edilerek
tic farkli molekiil temsili ile e8itilen modeller kiyaslanmistir. Bu tic modeli kiyaslamak
icin ilk deneye benzer sekilde ¢izelge [5.5te, egitim agamasinin son 100 béliimiiniin

nihai adiminda iiretilen en iyi li¢ molekiiliin 6diil degerleri gosterilmistir.

Cizelge 5.5: En 1yi 6diil degerine sahip tic molekiil (PPAR).

Temsiller | PPAR Odiil Degerleri
Birinci | Ikinci | Ugiincii
ECFP 8.161 | 7.416 | 7.145
GCN 8.690 | 8.073 | 8.056
GAT 7.967 | 7.726 | 7.531

0.15

—— GAT PPAR
GCN PPAR
—— ECFP PPAR

Siklik

Toplam Odiil

Sekil 5.6: Uretilen molekiillerin 6diil degerlerinin dagilimi (PPAR igin).
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5.5.3 JAK?2 (kinase) kenetlenme

Bu deney, JAK2 alicisina giiclii baglanma, LCK’ye ise zayif baglanma gerektirir.
Buradaki zorluk, her ikisi de kinaz (kinase) oldugu i¢in kenetlenme skorlarinin pozitif
korelasyona sahip olmasidir. Kinazlar kanser ve hiicre sinyalizasyonu rolleri sebebiyle
tercih edilmektedir. Ancak segicilige ulasmak zordur. Ayrica, hedef dig1 etkiler ve
toksisite yaygin olarak gozlenmektedir [41]. Denklem [5.6/da JAK2 ve LCK ile QED

degeri birlestirilerek olusturulan 6diil fonksiyonu verilmistir.

RJAK2<S) = JAKZ(m) - min(LCK(m), —81) + 10(1 — QED(I’I’I)) (5.6)

Burada JAK2(m) ve LCK (m), m molekiiliiniin ilgili alicisina kenetlenme skorunu veren
fonksiyonu belirtir. LCK’ya zayif kenetlenme gerektigi icin dayanak noktasi olarak
medyam (-8.1) kullanilmistir. Yukaridaki deneylerde oldugu gibi ii¢ farklt molekiil
temsili ile egitilen modeller, bu 6diil fonksiyonunu optimize etmeyi amaclar. Cizelge
[5.6]da, egitim asamasinin son 100 béliimiinde iiretilen en iyi ti¢ molekiiliin 6diil degerleri
verilmigtir. Ayrica yine son 100 bolimde tiretilen molekiillerin 6diil dagilim sekil[5.7]de

sunulmustur.

Cizelge 5.6: En iyi 6diil degerine sahip ii¢ molekiil (JAK?2).

Temsiller JAK2 QOdiil Degerleri
Birinci | Ikinci | Ugiincii
ECFP -2.381 | -2.465 | -2.821
GCN -0.727 | -0.772 | -1.545
GAT -0.040 | -0.420 | -0.557

5.6 Ogrenilmis Q Fonksiyonu ile Molekiil Uretimi

Bu deneyde protein alicilarina kenetlenme deneylerinde egitilen ve alinan sonuclara gore
en iyi ¢calisan model kullanilarak molekiiller iiretilmistir. Egitilen modelin aksine sifirdan
molekiiller tasarlanmamustir, belirli rastgele baslangi¢ noktalar1 optimize edilerek alinan
sonuclar degerlendirilmistir. Bu deneyin asil amaci, gercek diinya problemlerinde
egitilen modellerin bir sekilde uygulanmasini1 ve sonuglarinin nasil oldugunu veya
olabilecegini gdzlemlemektir.

Yapilan deneyleri kiyaslamak icin bildigimiz kadariyla bir temel yontem olmadigindan
otiirii, takviyeli 6grenme tekniklerini degerlendirmek igin literatiirde uygulanan nispeten
basit bir yontem tercih edilmistir. Bu yontemde egitilen modelden alinan ve tahmin
edilen en iyi eylemler kullanilarak iiretilen molekiillerin 6diil de8erleri, tamamen

rastgele eylemler kullanilarak iiretilen molekiillerin 6diil degerleri ile kiyaslanir. Bu
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Sekil 5.7: Uretilen molekiillerin 6diil degerlerinin dagilimi (JAK2 icin).

sekilde en azindan tamamen rastgele secilen eylemlere gore daha iyi sonuglar alinip
alinmadi8 dlciiliir.

[41]’da yapilan deneylerde ZINC veri tabanindan secilen rastgele molekiiller baglangic
noktalar1 kullanilarak optimize edilmistir. Ancak buradaki sonuclar ile kiyaslamak
icin bu baglangi¢c noktalarinin bilinmesi gerekmektedir ve bu bilgi [41]]’da bilindigi
kadariyla paylasilmamistir. Bunun icin bu tez ¢calismasinda, benzerlik kisitlamasi ile
cezali LogP degerinin optimizasyonu deneyinde kullanilan ZINC veri tabanindan se¢ilen
800 molekiil, burada rastgele baslangi¢ noktalari olarak kullanilmistir. Bahsedildigi
izere, kenetlenme deneylerinde degerlendirmeler sonucu elde edilen en iyi modeli
(GAT) kullanarak, ii¢ farkli hedef protein alicis1 (F2, PPAR, JAK?2) icin 800 baglangi¢
noktasimi girdi olarak vererek molekiiller iiretilmistir.

Her bir deneyde baglangi¢ noktasi olarak verilen molekiil {izerinde, 6grenilen en iyi
modelin Q fonksiyonu kullanilarak 20 adimlik modifikasyon yapilmistir. Bu sonuclari
kiyaslamak i¢in de her baglangi¢ noktasi icin 20 adimlik rastgele modifikasyonlar sonucu
tiretilen molekiiller kullanilmistir. Her iki yontemle iiretilen molekiillerin toplam odiil
degerlerinin dagilimlar1 diger deneylere benzer sekilde ¢ikarilmigstir. Sekil [5.8]de, F2
icin egitilen modelden alinan sonuglarin, toplam 6diil degerlerinin dagilimi verilmistir.
Sekil [5.97da, PPAR protein alicilart igin egitilen modelden alinan sonuglarin, toplam
odiil degerlerinin dagilimi verilmistir. Son olarak, sekil [5.10[da, JAK2 protein alicisi

icin egitilen modelden alinan sonuglarin toplam 6diil degerlerinin dagilimi verilmistir.
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Sekil 5.8: Uretilen molekiillerin toplam 6diil dagilimi (F2 igin).
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Sekil 5.9: Uretilen molekiillerin toplam 6diil dagilimi (PPAR igin).
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Sekil 5.10: Uretilen molekiillerin toplam 6diil dagilimi (JAK2 icin).



6. SONUC

6.1 Degerlendirmeler ve Tartisma

Bu boliimde yapilan deneyler 6zetlenip, elde edilen sonuglar tartisiimistir. Ik deneyde,
cizelge[5.1fde QED skoru 6diil degeri olarak kullanildiginda, egitim agamasinin son 100
boliimde iiretilen molekiillerin sonuclar: listelenmistir. Goriildiigii gibi grafik tabanl
onceden egitilmis modellerden (GCN, GAT) alinan molekiil temsilleri ile egitilen
model kullanilarak iiretilen molekiillerin QED skorlari, Morgan Parmak izi temsilleri
ile egitilen model kullanilarak iiretilen molekiillere gore daha yiiksektir. Buna ek
olarak sekil de, son 100 adimda iiretilen molekiillerin QED skorlarinin dagilimi
incelendiginde, grafik tabanli temsiller ile egitilen modeller ve Morgan Parmak Izi
temsilleri ile egitilen model arasindaki fark daha iyi gozlenmektedir. Bu sekil, iiretilen
molekiillerin siklig1 6diil degeri arttikca (QED skoru), cizge tabanli temsillerde de
onemli miktarda arttigim1 gdstermektedir. Bu sonuglara bakarak, tek amacli bir hedef
olan QED optimizasyonu icin grafik tabanl temsillerle egitilen modeller kullanilarak
sifirdan {iiretilen molekiillerin, deneysel anlamda temel yonteme gore daha iyi bir
noktaya ulasti1 sOylenebilir.

Ik deneyden farkli olarak ikinci deneyde, birden fazla molekiiler 6zellik kullanilarak
odiil fonksiyonu optimize edilmistir. Boliim [5.3[te bahsedildigi iizere, molekiilleri
sadece tek bir ozellige gore optimize etmek istenmeyen sonuglar verebilmektedir.
Burada da yalnizca cezali LogP degerine gore optimize etmenin ilaca benzemeyen uzun
zincirli molekiiler yapilarin olusabileceginden bahsedilmistir. Bunun 6niince ge¢cmek
icin cezali LogP degerine ek olarak, belirli oranda baslangi¢c molekiiliine benzemesi
amaclanmigtir. Bunun i¢in de belirli katsayilarda benzerlik kisitlart 6diil fonksiyonunda
ayarlanmistir. Model egitildikten sonra 800 rastgele baslangi¢ molekiilii i¢in cezali LogP
artislan cizelge [5.1]de verilmistir. Bu sonuglara bakildiginda, ¢izge tabanli modellerden
alinan molekiil temsilleri ile egitilmis modellerin, temel yontemle egitilen modelden
deneysel olarak ¢cok daha bagarili oldugu soylenebilir. Ozellikle benzerlik kisidi oraninin
yiiksek oldugu (0.6 ve 0.4) durumlarinda, ortalama cezali LogP iyilestirmelerindeki
bu fark gercekten nemlidir. Ciinkii bu kisidin yiiksek oldugu sartlarin saglanmasi,
baglangi¢c molekiiliinden ¢cok uzaklasmadan daha iyi cezali LogP skoru alindigin1 gosterir
ve aslinda amaglanan da budur. Ayrica, bu calismadaki ana motivasyonlardan biri de
LogP ve toksisite arasindaki iliskiyi kullanmaktir. Bu nedenle, 6nceden molekiiler
toksisiteyi tahmin etmek icin egitilmis ¢izge tabanli modellerin kullanilmas: tercih
edilmistir. Bu sonuclar ayrica, LogP ile toksisite arasindaki korelasyonun cezali LogP

degerinin gelisimi iizerinde olumlu bir etkisi oldugunu da gostermektedir.
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Uciincii deneyde de belirli bir benzerlik kisitlamasi ile QED degerinin optimizasyonu
amaclanmistir. Ik deneye benzer sekilde egitim asamasinin son 100 adiminda iiretilen
molekiiller arasindan en yiiksek odiil degerine ulasan molekiillerin sonuglari ¢izelge
[5.3[te gosterilmistir. Bu sonuglara bakildiginda hangi modelin daha iyi sonuglar verdigi
net degildir. Buna karsilik, sekil [5.4]te, son 100 adimda iiretilen molekiillerin dagilimi
cikarilmistir. Buradaki deneyde bilindigi iizere farkli agirliklardaki benzerlik kisitlamasi
ile toplamda alt1 farkli 6diil fonksiyonu kullanilmistir. Bu nedenle, dagilimi ¢ikarirken
buradaki sonug¢larin tiimii birlestirilmistir. Dagilima bakildiginda GAT modeli ile diger
iki modele gore daha sik bir sekilde yiiksek odiil degerlerine sahip molekiil iiretildigini
sOyleyebiliriz.

Uygulanabilirligi ve zorluk seviyeleri olarak birbirinden farkli ti¢ hedef protein alicisina
en iyi kenetlenen molekiilii iiretmek i¢in egitilen model, bu ¢alisgmadaki dordiincii
deneyi olusturmaktadir. Daha 6nceden de bahsedildigi iizere bu deneyler, [41]]’da ZINC
veri kiimesinden rastgele secilen baslangi¢c molekiilleri optimize edilerek yapilmstir.
Ancak [41]’da yapilan deneylerdeki baslangi¢ noktalar: paylasiimamigstir. Bu acidan
buradaki sonuglar ile dogrudan bir kiyaslama yapilamadigi i¢in diger ii¢ deneydeki gibi
temel yontem olarak Morgan Parmak Izi temsilleri ile egitilen model kullanilmistir.
Temel yontemle kiyaslamak i¢in ilk deneyde oldugu gibi herhangi bir veri kiimesi
kullanilmadan sifirdan tiretilen molekiillerin skorlar1 kiyaslanmistir. Son 100 adimda
uiretilen en yiiksek skora sahip ti¢ molekiiliin listelendigi cizelgelere (gizelge [5.4] ve
cizelge[5.5)) bakildiginda, F2 ve PPAR protein alicilart i¢in kayda deger bir fark yoktur.
Ancak son 100 adimda iiretilen molekiillerin toplam 6diil degerlerinin dagilimina
bakildiginda (sekil [5.5] ve sekil [5.6)), yine ¢izge tabanli modellerden alinan sonuglarin
Morgan Parmak izi ile alinan sonuclardan cok daha iyi oldugu goze carpmaktadir. Ote
yandan, JAK?2 protein alicist i¢in yapilan deneylere bakildiginda hem iiretilen en yiiksek
odiil degerine sahip tic molekiiliin degeri (¢izelge [5.6) hem de iiretilen molekiillerin
odiil dagilimi (¢izelge acisindan, ¢izge tabanli modeller ile alinan sonuglar ¢ok
daha iyidir. Daha onceden de bahsedildigi tizere, JAK2’da yapis1 geregi toksisite yaygin
olarak gozlenmektedir. Burada kullanilan ¢izge tabanli modeller, toksisite tahmini i¢in

onceden egitilen modeller oldugu i¢in boyle bir fark oldugu sdylenebilir.

Son deneyde ise protein alicilarina kenetlenme deneyinde egitilen ve en 1yi sonuclarin
alindig1 GAT modelinin 68renilmis Q fonksiyonu kullanilarak, rastgele secilen 800
baslangi¢ noktasi i¢in deneyler yapilmistir. Onerilen modeller ile belirli baslangig
noktalarina 6zel bir egitim yapildig1 zaman ortaya ¢ikan sonuglarin umut vadeden
oldugu yapilan deneyler ile gosterilmistir. Ancak, gercek diinya uygulamalarinda bu
egitilen modellerin hizli bir sekilde kullanilmasi icin bagka ortamlarda veya bagka
baglangic noktalar verildiginde de basarili olmasi istenir. Bu deneyde ise farkli baglangic

noktalarindan iiretilen molekiiller beklendigi gibi yukaridaki deneyler kadar iyi sonuglar
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vermemistir. Fakat, sekil sekil ve sekil [5.10[da gosterildigi tizere, en iyi
sonuclarin alindig1 6grenilmis Q fonksiyonu kullanilarak iiretilen molekiillerin, burada
temel yontem olarak kullanilan ve tamamen rastgele bir sekilde degisiklik yaparak
tiretilen molekiillerden ¢ok daha basarili oldugu géze carpmaktadir.

Daha 6nce de belirtildigi gibi, GAT ve GCN arasindaki temel fark, diigtimiin tek atlamali
komsusundan (one-hop neighborhood) gelen bilgilerin toplanma seklidir. GAT, yapidan
bagimsiz normallestirme kullandigindan, teorik olarak genelleme yetenegi GCN’lerden
daha iyi olabilir. Buna paralel olarak ¢cogu deneyde One ¢ikan bir diger onemli nokta,
GAT mimarisi ve ¢ikarilan temsiller kullanilarak egitilen modelin 6zellikle toksisitenin
dolayl yoldan ilgili oldugu deneylerde GCN mimarisine gore cok daha iyi sonuglar
elde etmesidir.

Ozetle, tasarlanan modeli degerlendirmek igin 6zelliklerine ve amaglarina gore bes farkl
deney yapilmistir. Genel olarak ¢izge tabanli temsil kullanilarak egitilen modellerin
deneysel anlamda temel yontemlere gore ¢cok daha basarili oldugu soylenebilir. Bunun
disinda 6zellikle toksisite ile dolayli yoldan iligkili olan deneylerde onceden egitilen
GAT ve GCN modellerinin farki dikkat cekmektedir.

6.2 Gelecek Calismalar

Takviyeli 6grenme modellerinin egitim siireci yapilar1 geregi ¢ok zaman alabilmektedir.
Bu calismadaki takviyeli 6grenme modelinin egitim siirecinde her boliim i¢in adim
say1s1 sinirl olsa da bu islem genel olarak uzun siirmektedir. Ozellikle ¢izge tabanh
modellerden alinan molekiil temsilleri kullanilarak egitilen modellerde, her adimda bu
cizge tabanli yapay sinir aglarinin okuma katmanindan o molekiiliin temsili alind181 i¢in
egitim asamasi ¢ok daha uzun siirmektedir. Takviyeli 6grenme algoritmasi gelecekte
bu siireci hizlandirmak icin degistirilebilir. Ozellikle son zamanlarda artan veriler ile
makine 6grenme ve derin 6grenme algoritmalarinin dagitik bir sekilde egitilmesi i¢in
gelistirilen yontemler burada da takviyeli 6grenme i¢in kullanilabilir. Takviyeli 6grenme
modeli, dagitik bir sistem iizerinde, birden ¢ok ortam ve karar verici ajani iceren bir
tasarimda egitilerek daha hizli bir sekilde modelin yakinsanmasi saglanabilir. Ornegin
normalde egitim agamasinda ideal 6diil degerleri almasi i¢in gereken boliim sayist 3000
ise bu dagitik sistemde daha kisa olabilir. Paralel bir sekilde bu egitim saglandig i¢in
daha kisa siirede ideal odiillerin toplandig1 seviyeye ulagilabilir.

Bunun diginda burada kullanilan ¢izge tabanli modeller daha dnceden de vurgulandig:
tizere, hem daha hizli bir sekilde egitimin gerceklestirilmesi hem de dolayli yoldan
toksisite ile baglantis1 olan molekiiler 6zelliklerin incelenmesi i¢in tercih edilmistir. Bu
modeller farkl bir veri kiimesi kullanilarak molekiiler toksisite tahmini icin egitilmistir
ve elde edilen sonugclar toksisite ile ilgisi olmayan deneylerde bile dikkat ¢ekicidir. Bu

cizge tabanli modeller de ortamdan elde edilen verilere gore egitilseydi ¢ok daha iyi
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sonuglar alinabilirdi. Ancak yukarida da belirtildigi gibi zaman agisindan ¢ok verimli
olmadigi i¢in yapilamadi. Eger takviyeli 6grenme mimarisi siire acisindan optimize
edilirse veya dagitik bir bicimde egitim uygulanabilirse, ileride bu ¢izge tabanlt modeller
bu mimariye uygun bir bigcimde ayarlanabilir ve performanslar: arttirilabilir.

Bunun disinda, ne yazik ki bu alandaki ¢alismalar1 kiyaslamak i¢in var olan metrikler
yetersizdir. Ornegin QED’nin sinir etkilerinden dolay1 (0-1 aralig1) iyi bir kiyaslama
yapilamamaktadir ya da bu ¢alismada da bahsedildigi iizere benzerlik hesaplarken
kullanilan temsiller, sonuclar1 ¢ok etkilemektedir. Ayrica, iistiin modeller gelistirmek
icin daha fazla "hesaplanabilir" (QED gibi) veya bir model, algoritma, program, vb.
yardimiyla "tahmini" (kenetlenme skoru gibi) sayisal molekiiler 6zelliklere ihtiyacimiz
vardir. Neyse ki, bu alan hizla biiylimektedir ve yeni metriklerin veya sayisal molekiiler
ozelliklerin gelistirilmesi kacinilmazdir. Buradaki gelistirilen modelin 6diil fonksiyonu
yeterli esneklige sahiptir. Bu sayede, gelecekteki modellerin 6diil fonksiyonu zahmet
harcamadan degistirilip, ayarlanabilir. Boylece, gercek diinya uygulamalarinda (belirli
hastaliklar i¢in ilag {iretimi veya optimizasyonu gibi) burada tasarlanan modeller daha

etkili bir bicimde kullanilabilir.
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