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Hastaliklarin hangi nedenden dolay1 ortaya ¢iktig1 ve onceden tahmin edilmesi insan
saglig1 icin ¢cok dnemli bir konudur. Son yillarda teknolojinin hizla gelismesi ve inter-
netin yogun bi¢cimde kullanilmasiyla ortaya biiyiik miktarda veri ¢cikmugtir. Bu veriler-
den mantikli sonuglar ¢ikarmaya calisan veri bilimciler, insanlarin hastaliklarla alakali
internet ortamina biraktiklari izlerle, hastane verileri arasinda iligki aramaya baglamis-
lardir. Yapilan calisma sonuglar1 gostermistir ki insanlarin internet aramalari ile hasta-
neye gitmeleri arasinda 6nemli bir iliski mevcuttur. Tespit edilen bu iliski kullanilarak,
cesitli hastalik salginlar1 tahmin edilmeye baglanmisgtir.

Bu tezde temel olarak iki amag ortaya konmustur. Birincisi, internet arama ve erisim
siklig1 verisi ile hastalik salginlarimi tahmin etmektir. Ikinci amac ise semptom ola-
rak benzerlik gosteren hastaliklarin birbiri arasindaki iligkini saptamak ve bu iligkinin
hastalik salginlar1 tahmin etmekte 6nemi olup olmadigini incelemektir.

Yapilan ilk calismada Vikipedi, Google Flu Trends ve bu veri kiimelerinin birlesi-
miyle olusturulan modeller ile Amerika Birlesik Devletleri’ndeki grip hastalig1 salgim
tahmin etmeye ¢alisilmistir. Elde edilen sonuclara gore grip hastaligi salginini tah-
min etmede gayet basarili modeller olusturulmustur. i1k calismadan alinan umut verici
skorlar sayesinde ikinci calismada ilk ¢alisma genisletilmistir. Gergeklestirilen ikinci
calismada ise Vikipedi ve Google Flu Trends servislerinin yani sira Google Trends
servisinden de yararlanilmistir. Ayrica bu ¢alismada, sadece grip hastalif1 icin degil,
grip hastaligi ile semptom olarak benzer olabilecegi diisiiniilen bagka hastalik salginlari

da tahmin edilmeye caligilmistir. Bu calismadaki bir diger amag ise, ¢oklu-ig 6grenme

v



yonteminden faydalanarak benzer hastaliklara ait veri kiimelerinin beraber kullanilma-
sinin hastalik salginlarin1 tahmin etmedeki etkisini gozlemlemek olmustur. Elde edilen

sonuglar ise Onerilen yontemlerin basarili ve tutarli oldugunu ortaya koymaktadir.

Anahtar Kelimeler: Salgin tahmini, Regresyon analizi, Makine 6grenmesi, Coklu-is

0grenimi, Internet servisleri, Veri birlestirme
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Tracking source of the disease and the forecasting the disease outbreaks are vital topic
for human life. In recent years, with the rapid development of technology and wide
usage of the internet, the amount of data that can be collected to extract meaningful
information from the data with data scientists. Data scientists began to seek a relations-
hip between the internet search data and hospital reports. Results of the studies have
shown that, there is a relationship between people with internet searches, and their vi-
sits to hospitals. Using this relationship, significant amount of research is introduced
to predict disease outbreaks.

The two objectives outlined in this thesis as the basis. The first objective is, forecasting
the disease outbreaks by using frequency data. Second one is to determine the relati-
onship of diseases that share similar symptoms and decide whether this relationship is
of importance on forecasting disease outbreaks.

Firstly, in this study, Wikipedia, Google Flu Trends and models that are created by the
combination of these data sets to predict influenza in the United States of America was
tried. According to the results, the models are quite successful in predicting the flu
epidemic were created. In the second study, in addition to Wikipedia and Google Flu
Trends, Google Trends was also used. In addition, this study does not only cover the
influenza disease, but also tries to forecast other disease which have similar symptoms
with influenza. Moreover, in this study, the relationship between disease and improve-
ments of the usage of similar disease data sets together were examined. The proposed

method reveals the success of the resulting outputs.
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Yiiksek lisans egitimim ve tez ¢alismalarim boyunca destegini ve yardimini esirgeme-
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Mehmet TAN ’a sonsuz tesekkiirlerimi sunarim.
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mada yol gosteren ve her zaman yanimda olan aileme goniilden tesekkiirlerimi suna-
rim.
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SEMBOL LISTESI

Bu calismada kullanilmis olan simgeler aciklamalari ile birlikte agagida
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1. GIRIS

Her sene yiizbinlerce insan, grip, kizamik, bogmaca ve lyme gibi bir ¢ok hastaliga
yakalanmaktadir. Bu hastaliklar insan sagligini tehdit etmekle beraber hastanelerdeki
tedavi siirecleri, ila¢ tedarikleri ve benzeri nedenlerden dolayi da iilke ekonomilerine
ciddi anlamda zarar vermektedir. Ozellikle grip hastalig1 diinyada en yaygin goriilen
hastalik tiirlerindendir. Diinya genelinde, grip hastali1 nedeniyle her y1l 3 ile 5 milyon
arasinda vaka ve 250 ile 500 bin arasinda 6liim gerceklesmektedir [45]. Amerika Birle-
sik DevletleriltABD)’nde ise her yil grip nedeniyle meydana gelen 6liim sayisi 3 ile 49
bin kisi arasinda degismektedir. Verilen istatistiki bilgilerden de goriilebilecegi iizere,
gelismis iilkeler de dahil biitiin diinya iilkeleri, birtakim hastaliklarin agir sonuglarina
katlanmaktadir. Bu nedenle birgok iilke, grip basta olmak iizere, hastaliklarin 6nlen-
mesi ve tedavisi i¢in milyonlarca lira para harcamaktadir [28]].

Bu hastaliklarin insan sagligina ve iilke ekonomilerine verdig8i zarar1 en aza indirmek
icin hastalik salginlarinin ortaya ¢ikisinin onceden tahmin edilip gerekli onlemlerin
alinmast, toplumun bu konuda miimkiin olan en erken zamanda uyarilmasi, hastane ve
kliniklerde gerekli ilag ve diger lojistik diizenlemelerin yapilmasi 6nemli bir konu ha-
line gelmistir. Son zamanlarda hastalik salginlarinin erken tespiti ve gozlemi alaninda
bircok calisma gerceklestirilmeye baglanmistir. Bu ¢caligsmalar, daha eski tarihlerde has-
tane raporlarinin analizi ile gerceklestirilirken, giiniimiizde internetin yiiksek oranda
kullanilmasi sayesinde, Twitter ve Facebook iizerinden paylasilan gonderilerle, Viki-
pedi ve Google gibi internet sitelerinin erisim ve arama verileriyle yapilabilmektedir.

Bu tez ¢alismasinda, hastalik salginlarinin internet erisim ve arama verileri ile tahmini,
hastalik verileri arasindaki iligki ve hastalik verilerinin beraber kullanilmasinin hasta-
lik salgini tahminine olan etkisi iizerinde ¢alisilmistir. Olusturulan biitiin modeller ve
yapilan deneyler, Amerika Birlesik Devletleri icin gerceklestirilmistir. Bunun nedent,
ABD’de internetin yiiksek oranda kullanimi nedeni ile insanlarin internet ortaminda bi-
raktiklari izin fazla olmasi, Amerika Birlesik Devletleri Hastalik Kontrol ve Korunma
Merkezleri(CDC) kurumunun bahsedilen hastaliklar dahil diger bircok hastaligin iilke
genelinde ne kadar sik goriildiigiinii gdzlemlemekte olmasi, raporlart paylagmasi ve li-
teratiirdeki ¢alismalarin ¢cogunlukla bu bolge i¢in olmasidir. Hem internet kullaniminin
giderek yayginlagsmasi, hem de bazi kurumlarin hastane ve klinik verilerini paylasarak
gercekte kac kisinin hangi nedenlerle hastaneye gittigi bilgisinin bilinmesi iizerine, veri
bilimi ile ugrasan insanlar bu verileri kullanarak hastalik salginlari icin erken uyar1 ve
gozlem uygulamalar1 gelistirmeye baglamiglardir.



Bu gelistirilen uygulamalar sonucunda olusturulabilecek sistemlerle beraber hastalik
salginlar1 Onceden tespit edilerek ve gerekli onleyici tedbirler alinarak olugabilecek
vaka sayisi en aza indirilmeye calisilacaktir. Bunu basarmanin en onemli ve giderek
popiiler hale gelmeye baglayan yontemi ise, insanlarin internet iizerinden yaptiklari
aramalar1 ve internet ortamina biraktiklar izleri kullanmaktan gecmektedir. Bilindigi
tizere teknolojinin hizla gelismesi ve internetin giiniimiizde yaygin olarak kullanilma-
styla beraber sosyal medya ve internet aramalar1 da insanlarin davranig bicimleri ve
genel trendlerin tespiti i¢in sik¢a kullanilmaya baglanmigtir.

Internet ortamindaki veriler ile trend tespiti konusundaki ¢alismalarda 2 ana veri kay-
nag1 kullanilmaktadir. Bunlar sosyal medya ve cesitli internet sitelerinin erigim ve
aranma siklig1 veri kaynaklaridir. Sosyal medya veri kaynaklarina Facebook, Twitter,
Instagram gibi uygulamalar 6rnek gosterilebilir. Bu uygulamalardan veri toplama ve
toplanan verinin anlamlandirilmasi i¢in duygu analizi, dogal dil isleme(NLP) gibi tek-
nikler gerekmektedir. Bunun sebebi atilan bir tweet’in ya da paylasilan bir Facebook
gonderisinin hangi konuyla ilgili olursa olsun iceriginin olumlu ya da olumsuz yonde
olup olmadig1 bilinmesi gerekliligidir. Ote yandan, Vikipedi, Google gibi popiiler in-
ternet siteleri iizerinde yapilan sorgularin sikligi incelenerek ¢esitli konular hakkinda
trend tahmini yapilabilmektedir. Bu tez ¢alismasinda Vikipedi ve Google internet site-
lerinin sagladi8 servisler, erisim ve aranma sikli81 verileri kullanilmigtir.

Vikipedi, bir¢ok insanin aradig: bilgiye ulasmak icin kullandig1 ve artik bir standart
haline gelmis yeni nesil internet ansiklopedisidir. Bu tezin yazildig1 zamanda, yaklasik
olarak 5 milyon Ingilizce makale Vikipedi biinyesinde mevcut olup, Vikipedi internette
en ¢cok aranan 7. internet sitesi konumundaydi [2]. Vikipedi iizerinde bulunan maka-
lelere kag¢ kere tiklandigi, erisildigi, ile ilgili istatistiksel bilginin ,Vikipedi tarafindan,
paylasilmasiyla beraber Vikipedi sadece son kullanicilar i¢in degil ayn1 zamanda da
veri bilimi ile ugrasan insanlar i¢in onemli bir veri kaynagi olmaya baglamistir.

Internette arama yapmak ve bilgiye ulasmak icin kullanilan bir diger biiyiik internet si-
tesi Google’dir. Google son kullanicilar i¢cin mevcut en biiylik arama moturu olmasiyla
beraber ¢esitli alt servisleri mevcuttur. Bu tezde kullanilan Google servisleri sunlar-
dir: Google Flu Trends(GFT), Google Trends(GT) ve Google Correlate(GC). Google
Flu Trends, 25 iilkede grip hastaliginin seviyesini 6l¢gme, tahmin etme ve gézlemleme
amaciyla olusturulmus bir internet servisidir. GFT, Google iizerinde yapilan sorgulari
inceleyerek iilke ve sehir bazli grip aktivite tahmini yapmaktadir. Bizim c¢alismalari-
mizda da grip hastaligi ile ilgili Google’a ait veriler GFT aracili81 ile toplanmugtir.

Tez calismasi kapsaminda kullanilan bir diger veri servisi Google Trends(GT)’dir. Go-
ogle Trends, secilen bir anahtar kelimenin/ctimlenin google sorgularini baz alarak belli
bir lokasyon ve zaman bilgisine gore ne kadar sik arandigini paylasan servistir. Tez
caligmalarinda, grip hastalig1 haricinde incelenen diger hastaliklara ait veriler, Google
Trends veri servisi aracilif1 ile toplanmistir.

Google Correlate [27] tez ¢alismalarinda kullanilan son Google servisidir. Google
Correlate, girilen bir anahtar kelimenin, Google sorgularina gore benzer arama sik-
l1g1 gosteren anahtar kelimeleri doner. Grip haricindeki diger hastaliklar icin Google
Trends’den veri indirmeden 6nce, hangi anahtar kelimelerin verilerini indirmemiz ge-
rektigini belirlerken, hastaliklarin isimleri Google Correlate servisine girilerek hasta-
liklar ile alakali benzer anahtar kelimeler bu servis araciligi ile bulunmustur.



Toplanan bu internet servisi verileri ve Amerika Birlesik Devletleri Hastalik Kontrol
ve Korunma Merkezleri’nin paylasmis oldugu gercek hastane verileri iizerine cesitli
makine 6grenmesi algoritmalar1 uygulayarak hastalik salginlarinin 6nceden tahmini
ve hastaliklarin birbiri arasindaki iligki tez kapsaminda incelenmistir.

Bu tez ¢alismasi su sekilde diizenlenmistir. Boliim [I[de, tez ¢aliymasi hakkinda ge-
nel bilgiler ve kullanilan servis ve yontemler anlatilmistir. Bolim [2de, literatiirdeki
benzer ¢aligmalar ele alinmig ve agiklanmustir. Boliim [3]de bu ¢alismada kullanilan al-
goritmalar olan lineer regresyon ve ¢oklu-is 6grenme algoritmalarina deginilmis, olus-
turulan modelin nasil dogrulandig1 ve diizenlestirme (regularization) yontemleri anla-
tilmigtir. Bolim [ de, calismamiz esnasinda kullandigimiz verilerin nasil toplandigt,
toplanma isleminden sonra veri {izerine yapilan on islemler(preprocessing) ve 6znite-
lik ¢ikarma(feature extraction) yontemlerinden bahsedilmistir. Bolim [5]de, hastalik-
larin tahmini ve iligkisi i¢in olusturulan yontemlerin sonuglar1 paylasilmis ve birbirleri
ile karsilastirilmistir. Ayrica bu sonuglar tizerinden modellerin giiglii ve zayif yonleri-
nin nedenleri hakkinda agiklamalar yapilmustir. Tez ¢aligmasinin sonuncu ve [0} Boli-
miinde, yapilan deneyler ve ¢alismalarin sonuclart aciklanmis, gelecek calismalardan
bahsedilip, tez sonlandirilmstir.






2. ILGILI CALISMALAR

Tez caligmas1 kapsaminda CDC, Vikipedi, Google Trends, Google Flu Trends servis-
leri kullanilarak veri toplanmigtir. Bu boliimde, tez ¢alismasinda kullandigimiz veri
saglayicilarimi kullanarak benzer calismalar yapan literatiirdeki diger ¢alismalar ince-
lenecektir.

2.1 Geleneksel Veri Saglayan Servisler ile Yapilan Calismalar

Geleneksel veri saglayacilari ifadesi ile anlatilmak istenen, verinin internet ortami ya
da sosyal medya gibi ortamlardan elde edilmesi yerine dogrudan kurum, hastane, kli-
nik ve benzeri ortamlarda olusturulan raporlardan elde edilmesidir. Ornegin, Amerika
Birlesik Devletleri’nde, CDC kurulusu diizenli bir sekilde iilke genelinde cesitli hasta-
liklar nedeni ile klinik ve hastanelere gelen kisi sayisini ve diger benzeri istatistikleri
paylagmaktadir. Bu ve benzeri kurumlarin verileri kullanarak grip ve diger hastaliklar
icin Onleyici ve erken tahmin edici sistemler kurulmaya calisiimaktadir.

Hastane verileri haricinde, acil servis hattinin aranma siklig1, okul ve ig hayatindaki
rapor alinma verileri gibi veri kiimeleri ile de ¢alismalar yapilmistir [19]]. Bir bagka
calismada ise sicaklik ve nem verilerinin hastaliklar ile iligkisi incelenmistir [38].

Bu tiir veri kiimeleri ile yapilan ¢alismalarin 6nemli bir avantaji ve dezavantaji var-
dir. En 6nemli avantaji, eldeki verilerin dogrulugunun kesin olmasidir ciinkii veriler
sadece kisiler gercekten hastaneye gittiginde ya da acil servis hattim1 aradiginda top-
lanmaktadir. Bu avantajin beraberinde getirdigi dezavantaj ise verilerin toplanmasi ve
yayinlanmasi arasinda 1-2 haftalik gecikmenin mevcut olmasidir. Bu gecikme de tah-
min isleminin zamaninda yapilmasina engel olmaktadir.

2.2 Vikipedi Servisi Kullanilarak Yapilan Calismalar

Vikipedi, 2001 yilinda kurulan, internet ansiklopedisi alaninda en popiiler internet si-
tesidir. Milyonlarca kullanicinin erisim sagladigi Vikipedi, makalelerine olan erisim
siklik verisini paylasima agmistir. Bu veriler bir¢cok calisma alaninda kullanilmaya
baglamistir. En sik yapilan ¢alismalar genellikle popiiler haber bagliklarini ve olaylar
tespit etme alanindadir. Bu ¢aligmalar haricinde, sinema filmlerinde gise bagarim tah-
mini [25]], borsa hisseleri [26] gibi ekonomiye yonelik ¢calismalar da mevcuttur. Saglik
alaninda da bir takim calismalar gerceklestirilmistir. Ornegin, dengue atesi [3], [6],
kanser [21], [34], ila¢ bilgileri [9] gibi alanlarda farkli ¢calismalar yapilmistir.



Literatiirde, Vikipedi erisim verilerini kullanarak hastaliklarin tahmini konusunda aras-
tirma yapan benzer calismalar mevcuttur. Bu alanda 6rnek verilebilecek ilk ¢alisma
Tausczik ve arkadaglarina ait olan, HINT1 viriisiiyle alakal1 Vikipedi makalelerinin tra-
figini inceleyen ¢alismadir [39]. Bir diger calismada Aitken ve arkadaglari, ila¢ satis-
lar1 ile saglikla alakali 5000 Vikipedi makalesi trafigi arasinda bir korelasyon tespit
etmigtir [[1]. Mclver & Brownstein’in ¢aligmasinda Vikipedi erisim verileri kullanila-
rak Amerika i¢cindeki grip seviyesini tahmin etmek i¢cin LASSO regresyon kullanilarak
Poisson modeli olusturulmustur [23]]. Tez caligmamiza en ¢cok benzeyen iki makale
ise [16l] ve [14]’dur. [16] calismasinda Vikipedi erisim verisinden yararlanilmig ve
Amerika’daki grip seviyesini 6l¢cmek icin sezonsal SEIR(Susceptible, Exposed, Infec-
ted, Resistant) modeli olusturulmustur. Ayrica modelin siirekli olarak gelistirilebilmesi
icin Kalman filtresi kullanilmistir. [14] calismasinda ise degisik tilkelerdeki farkli has-
taliklar icin Vikipedi makale erisim siklik verileri ve resmi hastane verileri toplan-
mustir. Vikipedi makalelerinin erisim siklig1, o dile ait biitiin makalelere olan erisim
siklifina gore normalize edilmis ve hastane verileri ile korelasyonu incelenerek, kore-
lasyonu en yiiksek olan hastaliklarla ilgili makaleler secilmistir. Toplamda 14 degisik
tilke-hastalik kombinasyonu iizerinde tahmin iglemi gerceklestirilmis olup, bunlardan
8 tane model hastalik salginini yiiksek skor ile tahmin ederken, 6 model de ise ma-
kalede ac¢iklanan bir takim sebeplerden dolay1 hastalik salginlarim1 basarili bir sekilde
tahmin edememistir.

2.3 Google Servisleri ile Yapilan Calismalar

Bu alt baglikta Google Trends ve Google Flu Trends servislerinden yararlanilarak ya-
pilan literatiirdeki bir takim ¢aligmalara deginilmistir. Google Trends servisinin ortaya
cikis amaci Google iizerinde yapilan sorgularin lokasyon, dil ve zamana gore ortaya
cikan trendlerini gormektir. Bu servisin tirettigi verileri kullanarak bir ¢ok alanda tah-
min islemi yapilmistir. Ornegin, [22] calismasinda petrol fiyatlar, [13] arac satis
miktar1 ve [8]] calismasinda da igsizlik sikayetleri ile ilgili tahminlerde bulunulmusgtur.
Saglik alaninda da Google Trends servisini kullanarak caligsmalar yapan arastirmacilar
bulunmaktadir. [37] lyme hastali§i, [47] listeriosis, [30] sitma , [4] genel hastalik
salginlarinin tahmini, [7] Kore’deki hastane verileri ile Google Trends servisinden ge-
len verilerin korelasyonunu 6l¢gmek ve [10] de Google internet sorgulari ile Noroviriis
hastalig1 iligkisi tizerine ¢alismalar gerceklestirilmistir.

Google Flu Trends servisi ise Google’in sadece grip hastaligini tahmin etmeye ve goz-
lemlemeye yonelik olusturdugu internet servisidir. Bu servis dogrudan Google sorgu-
larini inceleyerek ¢esitli iilkelerdeki grip seviyesini 6l¢cmeye calismaktadir. Literatiirde
bu servis kullanilarak grip hastaligini tahmin etmeye yonelik calismalar gerceklesti-
rilmistir. Ornegin, [32]], [31]], [11] ¢alismalarinda Google Flu Trends servis verileri
kullanilarak grip hastalig1 tahmin edilmeye calisilmistir. [48]] calismasinda ise topluluk
modeli(ensemble) ve veri servisi beraber kullanilarak grip hastaligi tahmin edilmeye
calistimistir. Veri kiimesi olarak, CDC, Athenahealth, Google Trends, Twitter, FluNe-
arYou ve Google Flu Trends kullanilarak veriler toplanmig ve deneyler yapilmistir.
Bu deneyler sirasinda, Stacked Lineer Regresyon, SVM regresyon algoritmalarindan
yararlanilmistir. Bir diger calismada [35]], Google Flu Trends servisinin kisitlamalari
g6z Oniinde bulundurularak Google Trends ve Google Correlation servislerini kullanan



ARGO(AutoRegression with Google) modeli olusturulmustur. Arastirmacilarin hipo-
tezlerine gore olusturulan model, elde edilen CDC verisini otomatik olarak toplayarak
en alakali Google sorgularini se¢cebilmektedir.

Bu calismada belirtildigi iizere Google Flu Trends servisinin baz1 kisitlamalar1 var-
dir [35]. Ayrica 2012/2013 sezonunda Google Flu Trends servisi grip tahminlerinde
gercek sonuca gore oldukca yiiksek tahminler yapmistir [20]. Bu durumdan sonra, Go-
ogle modelini gelistirmis ve giincellemistir.






3. KULLANILAN YONTEMLER

Bu boéliimde calismalarimizda kullanilan makine 6grenmesi algoritmalar1 ve modeli-
mizi egitirken kullandigimiz bazi1 yontemler agiklanmustir.

3.1 Lineer Regresyon

Makine 6grenmesinde algoritmalar genel olarak gozeticili, gozeticisiz, yar1 gozeticili,
pekistirmeli, uyum ve 6grenmeyi 0grenme algoritmalart olarak ayrilmigtir. Lineer reg-
resyon algoritmalar1 gozeticili algoritma grubuna ait olup, bir veya birden fazla bagim-
s1z degisken ile bir bagimli degisken arasindaki iligkiyi bulmak icin kullanilir.

Sadece tek bagimsiz degisken(x) varsa bu yapiya basit lineer regresyon adi verilir ve
asagidaki gibi formiilize edilir:

hy(x) = woxo +wix) (3.1

Burada x bagimsiz(agiklayici) de8isken, wy (intercept) sabit terim ve wi(slope) egim
katsayisidir. Egim katsayisi(wy), x’deki degisimin h,,(x)’e ne kadar etki edecegini gos-
terir.

Coklu lineer regresyon modelleri ise basit lineer regresyon modellerine gore daha
kompleks yapidadir ve m adet bagimsiz degigsken oldugu varsayilirsa, formiilii asa-
g1daki gibidir:

hy(x) = woxo +wix1 +waxa + .. + Wi (3.2)

Her iki denklemde de xo = 1°dir ve sabit bir terimdir. Her iki formiil de kapali formda
asagidaki gibi ifade edilebilir:

m
hy(x) = Z wix; = w! x (3.3)
i=0

Burada T ifadesi transpoz islemini ifade eder.

Veri kiimesindeki herhangi bir i. noktay1 tahmin etme islemi asagidaki formiil ile ya-
pilabilir:

Vi = hy(x;) + & (3.4)



Formiilde y; tahmin etmeye calistigimiz bagimli degisken, h,,(x;), x verisi ile fonksi-
yonumuzun dondiirdiigii sonug, &; ise fonksiyonumuzun tahmini ile gercekte tahmin
etmeye calistigimiz deger arasindaki hata miktarin1 simgeler. Bir bagka deyisle hata
terimi, y iizerinde etkili olan x’in digindaki diger faktorleri temsil eder.

Olusturulan modellerin basarili tahminler iiretmesi i¢in teoride E[g;] = 0 olmasi bek-
lenmektedir. Burada E beklenen deger ifadesini simgelemektedir.

Formiil [3.5]ise Artiklarin Kare Toplami(AKT,RSS:Residual sum of squares)’dur.

N
AKT =Y (yi —hw(x;))? = ) & (3.5)

Basarili tahminler yapan bir modelde AKT degerinin diisiik olmas1 beklenmektedir.
Ciinkii diisitk AKT degeri, modelin yaptig1 tahmin degeri y ile gercek y arasindaki far-
kin az olmasi anlamina gelmektedir. Bu ayn1 zamanda modelimizin veriyi ne kadar
iyi acikladigim belirtir. ATK degeri modelimizin maliyet fonksiyonudur ve bu degeri
minimum yapabilmek i¢in hipotezdeki w parametrelerinin degistirilmesi ve ATK de-
gerini minimum yapan w degerleri kombinasyonun bulunmasi gerekmektedir. Bu bir
optimizasyon problemidir ve Gradient Descent algoritmasi bu problem icin kullani-
labilir. Bu algoritmada iteratif olarak biitiin parametrelerin birinci tiirevi alinir ve bu
parametreler giincellenir. ATK fonksiyonu iizerinde tiirev alma isleminin daha kolay
olmasi i¢in standart olarak formiiliin bagina 1/2 eklenir. ATK fonksiyonun yeni hali
maliyet fonksiyonu olarak agagidaki gibi yazilabilir.

N
J(w) =5 ) (h(x) =) (3.6)

| =

Gradient Descent algoritmasinda kullanmak iizere maliyet fonkisiyonumuzun tiirevi
asagidaki gibidir:

5= i(yi — () () 3.7)

Gradient descent algoritmasi J(w) fonksiyonunu minimum yapacak olan w degerlerini
bulmaya caligir. Algoritmanin her iterasyonundan hemen sonra asagidaki formiile gore
agirlik giincellemesi yapilir.

aJ
Aw;j = —aa—wj (3.8)

Bu formiildeki o degeri algoritmanin 6grenme hizinin katsayisidir. Bu deger ¢ok kii-
ciik secildigi takdirde algoritma yavas calisabilir, yiliksek secildigi takdirde ise mi-
nimum noktasinda salinim yapabilir, minimum noktasini kagirabilir ya da minimum
degere ulasmadaki iterasyon sayisi artabilir. & degerinin se¢iminde farkli yontemler

10



kullamlabilir. Ornegin, o degeri sabit bir deger alinabilir veya her iterasyonda belirli
miktarda azaltilabilir o¢(r + 1) = o(t)/ /2.

wi=w+Aw (3.9)

Formiil [3.9daki islem biitiin j = 1,2,3, ...,n degeri i¢in yapilir. Algoritma[Ifde Gradi-
ent Descent algoritmasi verilmistir.

Gradient Descent algoritmas literatiirde Batch GD olarak da gecer ve bazi durumlar
da problemlerle kargsilagilir. Gradient Descent algoritmasinda gradient maliyeti biitiin
egitim seti bazinda hesaplandigindan, ¢ok biiyiik veri setleri kullanildiginda bu yon-
tem masrafli ve yavag olabilir. Bu duruma kars: alternatif olarak Stochastic Gradiendt
Descent(SGD) kullanilabilir. SGD her bir iterasyonda her bir 6rnegi gezdikten sonra
giincelleme iglemini gergeklestirir.

Algoritma 1 Batch Gradient Descent Algoritmasi
1: for 1 veya daha fazla iterasyon i¢in do
2 for Her bir j agirhigi icin do

3: wj=w+Awj, (Aw; = aZ?:l(yi _hw(xi»(x;))

3.2 Model Secimi ve Performans Analizi

Makine 6grenmesi algoritmalari ile olusturulan modellerin secimi ve performans ana-
lizi nemli bir konudur. Olusturulan modeller arasindan test verisi karsisinda en yiiksek
sonucu verecek modeli se¢gmek ve performans analizini dogru yapmak icin mevcut veri
kiimesi egitim, dogrulama ve test kiimeleri olarak ii¢ par¢aya ayrilamalidir. Bu ayirma
islemi %70 - %15 - %15 seklinde olabilecegi gibi farkli oranlarda ayrim yapmak da
miimkiindiir. Bu ayrimin amaci, veri kiimesinin biiyiik kismi ile modeller olusturup,
dogrulama veri kiimesi ile en iyi sonu¢ veren modelin sec¢ilmesidir. Modelin basarimi-
nin giivenilir olmasi i¢in modelin daha 6nce hi¢ gormedigi test veri kiimesi kullanilarak
modelin bagarimi 6l¢iilmelidir.

Modelin, yeni veriler karsisindaki bagariminin beklenenden diisiik ¢ikmasi durumunda
olusturulan model veya veri kiimesi lizerinde baz1 problemlerin mevcut oldugu sonu-
cuna varilabilmektedir. Bu problemlerin ¢oziimiinde ise asagidaki yontemlerden bazi-
lar1 kullanilabilir:

e Daha ¢ok veri ile egitim gerceklestirme

Oznitelik sayisim azaltma (6rnegin: PCA algoritmasi)

Daha fazla 6znitelik ekleme

Polinomsal 6znitelik ekleme

Diizenlestirme (regularization) terimini (¢¢) azaltma

Diizenlestirme (regularization) terimini () arttirma
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1. Derece Az Ogrenme - Yiiksek Bayes 4. Derece Tam Orenme 15. Derece Asirt Ogrenme - Yiiksek Varyans

(Underfit - High Bias) (Just Right) (Overfit - High Variance)
— Model — Model — Model
— Gergek Fonksiyon — Gergek Fonksiyon — Gergek Fonksiyon
, o |eee Ornekler o |eee Ornekler ees Ornekler

Sekil 3.1: Dogrulama ve egitim hatasinin model karmasiklig: ile iligkisinin gosterimi.

Bu yontemlerden hangisinin ne zaman kullanilmasi gerektigine ise model ve veri kii-
mesi lizerinde yapilacak olan incelemeler ile karar verilebilmektedir. Modelin bekle-
nen sonucgtan daha kotii oldugu durumlardaki en onemli problem modelin az 6gren-
mig(underfit) veya asir1 6grenmis(overfit) oldugu durumlardir. Sekil [3.1fde bu durum-
lar grafiksel olarak gosterilmis ve agiklanmuisgtir.

Makine 6grenmesinde az 6grenme ile asir1 6grenme arasinda bir 6diinlesme mevcuttur.
Olusturulan modelin, egitim veri kiimesini ¢cok iyi bir sekilde agikliyor olmasi modelin
yeni gelen verileri de ¢ok iyi tahmin etmesi anlamina gelmemektedir. Bu duruma agir1
ogrenme denmekle beraber Sekil [3.1fde 3. grafikte bu durum gozlemlenmektedir. Mo-
delin karmasiklig1 arttikca, modelin egitim veri kiimesine olan uygunlugu artarken test
verisi lizerindeki bagarimi azalmaktadir. Bu durumun tam tersi az 6grenme problemi-
dir. Az 6grenme durumunda olusturulan modelin karmasiklig1 ¢ok diisiiktiir ve veriyi
tam olarak aciklayamamaktadir. Basarili bir model olusturmak i¢in model karmagiklig1
dengelenerek Sekil [3.1]in ortasindaki grafikteki gibi bir model yaratilmasi gerekir.

Bu durum ayni1 zamanda bias-varyans iligkisi ile ilgilidir. Bias, tahmin edilmeye calisi-
lan gercek deger ile modelin tahmini deger arasindaki farki, Varyans ise modelin egitim
kiimesindeki bir degisiklige ne kadar duyarlig1 oldugunu aciklar. Sekil [3.2]de goziik-
tiigi gibi modelin karmagiklig1 arttikca egitim verisindeki hata diismekte, dogrulama
veri kiilmesindeki hata ise belli bir noktaya kadar diismekte daha sonra tekrar artisa gec-
mektedir. Bu yiizden bias-varyans dengesi goz oniinde bulundurularak, model i¢in en
uygun karmagiklik derecesi se¢ilmeli ve modelin az veya agir1 6grenme durumuna diis-
mesi engellenmelidir. Olusturulan model istenilen sonuglarin altinda kaldiginda mode-
lin bias mi yoksa varyans problemi mi yasadigini anlamak icin Sekil [3.2/deki gibi bir
grafik cikartilabilir. Eger modelde yiiksek bias problemi varsa egitim veri kiimesinin
hata miktar1 yiiksektir. Ayrica egitim ile dogrulama veri kiimelerinin hata oranlar1 bir-
birine yakindir. Eger modelde yiiksek varyans problemi varsa egitim kiimesinin hata
orani ¢cok diisiik olur. Bu durumda olusan baska bir nokta ise, dogrulama veri kiimesi-
nin hata miktarinin egitim verisinin hata miktarina gore oldukca yiiksek olmasidir.

Egitilen modellerin basarimi beklenenden diisiik ¢iktiginda yapabilecegimiz bir diger
islem bir sonraki boliimde de detaylica anlatilan diizenlestirme terimi o degerini azal-
tip arttirmaktir.
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a degeri biiyiik secilirse:

e Biitiin 6znitelikler yliksek miktarda cezaya ugrar.
e Bu yiizden cogu 6znitelik O degerine yaklagir.
e Boylece hipotezimiz de 0 degerine yaklagir.

e Bu durum da karmagiklig1 az olan bir model elde edilir ve bu bize yiiksek bias’e
sahip ve az 6renmis bir model verir.

1.4 T — Dogrulama hatasi
L Yluksek Bias — Egitim hatasi
1.3f - - Gercek hata
10l Yuksek Varyang
1
E 1.1} —
o}
©
I
10 - - A\ _ T o]
0.9}
0.8 1 1 1
0 5 10 15 20

Model Derecesi(Karmasiklik)
Sekil 3.2: Dogrulama ve egitim verileri lizerinde degisen hata miktar1 ve bias-varyans

iliskisinin gosterimi.

« degeri orta biiyiikliikte secilirse:
e Sadece secilen bu degerde model mantikli sonuclar verebilir.
a degerti kiiciik secilirse:

e =0

e Boylece diizenlestirme terimi O yapilmis olur.

e Oznitelikler hi¢ cezaya ugramaz ya da ¢ok az ugrar.

e Bu durum modelin yiiksek varyans yani agir1 6grenme problemi yasamasina ne-

den olur..

Basarim yiikseltmek ve algoritmik dogrulugu 6lgmek icin 6grenme egrileri olustur-
mak da 6nemli bir yontemdir. Bu yontem sayesinde egitilen modelin dogrulugu ve
yapist gozlemlenebilmektedir. Asagidaki cesitli bias-varyans durumlarina gore olusa-
bilecek grafikler Sekil [3.3[de gosterilmistir.
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Sekil 3.3: Bias-varyans degisimine gore e8itim ve dogrulama veri kiimesi hata iligkisi

e Veri yiiksek bias’e sahip ise Sekil [3.3]iin solundaki gibi bir grafik ortaya ¢ikar.
Egitim ve dogrulama hatasi birbirine yakin ve yiiksektir.

e Veri bias-varyans dengesine sahip ise Sekil [3.3[iin ortasindaki gibi bir grafik
ortaya cikar. Egitim ve dogrulama hatasi birbirine yakin ve diistiktiir.

e Veri yiiksek varyans’a sahip ise Sekil [3.3]iin sagindaki gibi bir grafik ortaya ¢1-

kar. Egitim ve dogrulama hatasi arasindaki fark yiiksek ve egitim hatasi diisiiktiir.

Ozetle, olusturulan model beklenenden diisiik performans gosteriyor ise bunun temel
iki sebebi olabilir: yiiksek bias (az 6grenme) ve yiiksek varyans(asir1 6grenme). Og-
renme egrisi grafigini cizerek, egitim kiimesi ve dogrulama kiimesi iizerindeki hata
miktarina bakilarak problemin nerede oldugu anlasilmaya calisilabilir.

Eger problem Yiiksek Bias ise:

e Dabha fazla 6znitelik eklemek
e Polinomsal 6znitelikler ekleyerek modelin karmagikligini arttirmak

e Diizenlestirme parametresi o’y1 azaltmak
Eger problem Yiiksek Varyans ise:

e Egitim kiimesinin boyutunu biiyiitmek
e Daha az Oznitelik ile ¢calismak

e Diizenlestirme parametresi o’y1 arttirmak

yontemleri uygulanabilir.
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3.3 Diizenlestirme(Regularization)

Bolim [3.2]de regresyon modelinin karsilasabilecegi bazi problemlerden bahsedilmis-
tir. Bu problemlerin nasil ¢oziilebilecegi ile ilgili bir 6nceki alt baglikta anlatilan dii-
zenlestirme yontemi bu bolimde detaylica ele alinmigtir. Diizenlestirme yonteminin
cOzmeye calisti@1 temel iki sorun asagida listelenmistir:

e Ogznitelik sayisinin, drnek sayisindan ¢ok biiyiik oldugu durumlar

e Modelin agir1 6grenme problemi yasadigi durumlar

Olusturulmaya calisilan basarili bir modelin, test veri kiimesindeki verileri basarili bir
sekilde tahmin etmesi ve egitim veri kiimesini ezberlememesi beklenir. Bunun i¢in
modelin ne kadar kompleks olacagini belirlemek gerekir. Modelin ne kadar kompleks
olmasi gerektigi Boliim [3.2] anlatildig1 gibi 6grenme egrisi grafikleri cizilerek belir-
lenmeye calisilabilir. Bir diger yontem ise regresyon formiiliine ceza terimi ekleyerek,
lineer regresyon modelinin katsayilarin1 cezalandirmaktir. Bu baglamda ii¢ diizenles-
tirme yontemi ele alinmigtir. Bunlar:

e Ridge: L2 Norm’undan yararlanir.
e LLASSO: L1 Norm’undan yararlanir.

e FElastic Net: Hem L1 hem de L2 Norm’unun avantajlarindan yararlanir.

3.3.1 Ridge

Ridge [29]], L2 normunu kullanan bir diizenlestirme yontemidir. Ridge regresyon, OLS nin
minimize etmeye ¢alistig1 amag fonksiyonuna, katsayilarin L2 normunu ekleyerek kat-
sayilarin cezalandirilmasi saglar.

OLS’nin minimize etmeye ¢aligtig1 fonksiyonunun gosterimi Formiil [3.10[da gosteril-
migtir.
n

min ||[Xw —y||3 = min(}_(y; — %)*) (3.10)
i

Ridge tarafindan eklenen katsayilarin L2 normu ve bu normun katsayisi(¢) asagida
belirtilmistir:
al|wli =a) w; 3.11)

1

Buradaki o de8eri L2 normunun katsayis1 olup cezalandirma isleminin agirligini be-
lirler. Eger o degeri O olarak secilir ise Ridge regresyonu, OLS regresyon modeli ile
ayni1 hale gelir. o degeri arttikca model katsayilari diizlesmeye baglar.

O halde Ridge regresyonun optimizasyon amacit Formiil deki gibi ifade edilebilir.
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n
min|[Xw —y|[3 + al[w||3 = min(} (v — 5:)*) + o ) wi (3.12)
s i

1

Formiildeki o degeri O iken Ridge regresyonu OLS ile ayn1 gorevi gormektedir. o
degerinin artmasiyla beraber katsayilar tizerinde cezalandirma artmaktadir fakat katsa-
yilar1 bir sonraki boliimde anlatilan LASSO diizenlestiricisi gibi O yapmamaktadir.

3.3.2 LASSO

Diizenlestirme tekniklerinden popiiler bir diger yontem LASSO’dur. LASSO [40] yon-
teminin Ridge yonteminden farki, cezalandirma yonteminde farkli bir norm olan L1
normunu kullanmasidir.

L1 normu ve bu normun katsayisi asagida Formiil [3.13]de belirtilmistir:

o |[wl[i = ) [wil (3.13)

1

O halde LASSO diizenlestirici yonteminin optimizasyon hedefi asagida belirtilen For-
miil [3.14]de gosterilmistir:

n

min |[Xw —y|[3 + atfwlls = min(}(vi — 51)*) + &} wil (3.14)
i [

Ridge ile LASSO yontemleri arasinda katsayilar nasil cezalandirdiklar ile ilgili bir
fark vardir. Ridge katsayilarin degerini azaltmaya yonelik cezalandirma islemi yapar-
ken LASSO bu katsayilar1 0’lamaya ve seyrek katsayilardan olusan bir regresyon mo-
deli yaratmaya calisir. LASSO diizenlestirmesinde o degeri biiyiidiik¢ce katsayilar O
degerini almaya baglar.

3.3.3 Elastic Net

Elastic Net diizenlestirme yontemi, LASSO yonteminin bir takim limitasyonlarimi en-
gellemek icin ortaya ¢ikmistir. LASSO, birbiri ile korelasyonu yiiksek parametrelerden
sadece birini secerek digerlerini gbzardi eder. Bu yiizden Elastic Net, LASSO diizen-
lestiriciyle beraber Ridge diizenlestiricisini de kullanilir. Boylece L1 ve L2 normunu
kullanarak Ridge ve LASSO yontemlerinin avantajlarini birlegtirir [49]. p parametresi
L1 normu ile L2 normu arasindaki iligkiyi dengeler. Formiil [3.13] Elastic Net yontemi-
nin amag fonksiyonunu vermektedir.

min ||Xw —y[[3 + aplwlli + a(1 - p)[[w|[3 (3.15)

n

= min(Y (s —90)2) + ap Y wil + (1= p) L w?

w . .
l l

16



3.4 Coklu-is Ogrenme(Multi-task Learning)

Makine 6grenmesi alanindaki yontemler genelde ayni anda sadece bir isi 6grenmeye
caligirlar. Bu durum tek-is 6grenme(STL-Single-task learning) olarak adlandirilabilir.
Coklu-is 6grenme yapisi ise birbiriyle alakali problemleri beraber ¢ozer [5]. Coklu-is
0grenme yapist 0grenilmesi gereken isleri beraber ele almaktadir. Beraber ele alinan
bu isler arasinda bir iliski varsa 6grenme islemi, isleri tek tek 6grenmekten daha avan-
tajl1 bir hale gelebilmektedir [36]. Coklu-is 6grenme yapisi tez ¢aligmasi kapsaminda,
hastalik salgin tahminlerinin basarimi arttirmada, hastaliklarin birbiri arasindaki ilig-
kiyi incelemede kullamilmistir. [[12] [49] ¢alismalarinda coklu-is 68renmeyle ile ilgili
daha detayl bilgilendirme mevcuttur.

Calismamizda coklu-is 6grenme yapist onceki boliimde anlatilan Elastic net diizenles-
tiricisi kullanilmistir.

Coklu-is 6grenmesi ile Elastic net diizenlestiricisi beraber kullanildiginda bu yapinin
minimize etmeye c¢alistig1 hedef zarar fonksiyonu Formiil [3.16[da gosterilmistir.

min ||[Xw —y||7+ apl[wllar + (1= p)|Iwl[7 (3.16)

Bu formiilde p ifadesi L1 ile L2 norm dengesini ayarlayan diizenlestirme paramet-
residir ve bu parametre i¢in en uygun de8er grid search yontemi ile bir ¢cok secenek
denenerek bulunmustur. ||W || ifadesi Frobenius normu [44] ifade eder. ve ||W||»; ifa-
desi L21 normu asagidaki gibidir.

Wik =Y /3w (3.17)
TV T
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4. VERI TOPLAMA ve VERIYI ISLEME

Bu boliimde caligsmalarimizda kullanilan veri kiimelerinin hangi servislerden toplan-
dig81, bu servislerin detaylari, toplanan verilerin kullanilmadan 6nce hangi islemlerden
gecirildigi aciklanmigtir. Calismalarimizda 4 ayr veri saglayicisindan yararlanilmistir.

Kullanilan veri kiimelerinin alindig1 servisler asagida listelenmistir.

Amerika Birlesik Devletleri Hastalik Kontrol ve Korunma Merkezleri (Centers
for Disease Control and Prevention - CDC)

Google Flu Trends

Google Trends

Vikipedi

Toplanan biitiin veri kiimeleri, 01-01-2011 ile 04-01-2014 tarihi arasindaki 158 haftalik
veriyi kapsamaktadir.

4.1 Amerika Birlesik Devletleri Hastalik Kontrol ve Korunma Merkezleri

CDC, ulusal saglik iyilestirmesi ve hastaliklarin dnlenmesi konusunda ¢alisan bir sag-
lik kurumudur. Bu kurum, iilke genelindeki hastaneler, klinikler ve diger saglk da-
ireleri ile ig birligi icinde hareket etmektedir. Bulagici, kronik, genetik ve daha bir¢cok
hastalik hakkinda bilgilendirme ve hastaliklar1 onleyici calismalar yapmaktadir. Ayni
zamanda iilke genelinde, belirli bir hastalik siiphesi ile hastaneye basvuran kisilerin sa-
yisin1 ve istatistiksel verileri paylagsmaktadir [46l]. Bu kurumun paylastigi veriler, belli
hastalik sikayeti ile hastaneye giden hasta sayisini ifade ettigi icin caligmalarimizda
tahmin modelleri olusturulurken CDC verisi baz alinarak model egitimi gerceklesti-
rilmis ve bu kurumun paylagsmis oldugu raporlardaki hastaneye bagvuran kisilerin sa-
yist tahmin edilmeye calisilmistir. Grip hastalig1 ile alakali veriler bu baglantlda ,
diger hastaliklarla alakali veriler ise bu baglantlda indirilmistir. Verilen baglantilar-
daki baz1 parametreler degistirilerek veri kiimeleri otomatik olarak indirilebilmektedir.
Bahsedilen baglantida Y'Y parametresi yili, WW parametresi haftay1 temsil etmekte-
dir. Ornegin, YY= 60, WW = 01 ifadesi 2011 yilinin ilk haftasin1 gostermektedir. Bu
yaklagimla veriler kolaylikla toplanmugtir.

lgis.cdc.gov/grasp/fluview/fluportaldashboard.html
Zwww . cdc . gov/mmwr /preview/mmwrhtml /mmYYWWmd . htm?s- cid=mmYYWWmd
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4.2 Google Flu Trends

Google Flu Trends(GFT), 25 iilkedeki grip seviyesini tahmin etmek ve gézlemlemek
icin, Google tarafindan 2008 yilinda duyurulmus bir internet servisidir [[15]. Bu tahmin
ve gozlem islemi, Google’da yapilan arama sorgular1 baz alinarak asagida aciklanmis
olan Formiil 4. 1] e gore yapilmaktadir.

logit(P) = Bo+ B1 x logit(Q) + € 4.1)

Bu formiildeki P, grip nedeniyle hastaneye giden kisi oranini, Q ise Google lizerinden
grip ile alakali yapilan arama sorgularin sikhigimi temsil eder. By sabit terim, ; egim
katsay1 ve € hata terimidir. Her iilke i¢in se¢ilen milyonlarca Google sorgusu o iilkenin
kendi saglik kurum verileri ile kiyaslanarak en alakali, korelasyonu yiiksek, 45 sorgu
secilerek bir model olusturulur. Ornegin, ABD i¢in CDC kurumu verileri baz alinarak
sorgu se¢imi yapilir. Bu modeller ile tilkelerdeki haftalik grip seviyesi tahmin edilmeye
caligilmistir.

Google Flu Trends servisinden indirilen bu veri kiimesi igerisinde ABD’deki her eyalet
icin grip tahmin sonuglart mevcuttur. Google Flu Trends servisine ait veri GFT nin
resmi internet adresinden [42]] indirildikten sonra verinin dogrudan kullanilmasi yerine
asagidaki gibi bir On isleme(6znitelik se¢imi) tabii tutulmustur.

e Indirilen Google Flu Trends veri kiimesi icerisindeki her bir ABD eyalet verisi
ile CDC verisinin Pearson korelasyonu r hesaplanmustir.

e Hesaplanan |r| degerleri biiyiikten kiigiige siralanip en yiiksek korelasyon dege-
rine sahip m tane eyalet sec¢ilmistir.

Buradaki m sayis1 yapilan deneyler sonucu toplam 53 eyalet arasindan 30 olarak be-
lirlenmistir. Indirilen Google Flu Trends verisi icerisindeki 30 eyalet verisi yukarida
anlatilan yontem ile secilip yeni bir veri kiimesi olusturulmustur.

Google Flu Trends, 20 Agustos 2015 tarihine kadar yaptig1 tahminleri paylasima agmis
bu tarihten sonra ise tahmin sonuglarini sadece resmi internet siteleri aracilig ile talep
dogrultusunda kisi ya da kurumlarla paylasacagini duyurmustur.

4.3 Google Trends

Google Trends, Google tarafindan, kullanicilarin Google iizerinden yaptiklar1 sorgu
sikliklar1 temel alinarak gelistirilen bir internet servisidir. Herhangi bir kelime veya
climlenin diinyanin neresinde, hangi dilde ne siklikta arandigin1 paylasmaktadir[41].
Google Trend’in kendi resmi internet sitesinde aranma hacmi 68renilmek istenen keli-
meler sorgulanarak belirli tarih araligindaki aranma siklig1 indirilebilmektedir. Indiri-
len veri [0-100] degerleri aralifina normalize edilmis bir sekilde inmektedir. Uzerinde
calistigimiz 5 hastaliktan grip hastali§1 hari¢ diger dort hastalik icin Vikipedi ile be-
raber Google Trend verileri de kullanilmigtir. Google’1n, grip haricindeki diger hasta-
liklara 6zel Google Flu Trends gibi servisi olmadigindan dolayi, diger hastaliklar icin
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Google sorgularina baglh sonuglar manuel olarak Google Trend servisinden Google
Correlate servisi yardimi ile indirilmistir. Grip hastali1 haricindeki diger hastaliklar
icin, hastaligin ismi Google Correlate servisinde aratilarak, hastaligin ismi ile benzer
arama sikligina sahip kelime ve ciimleler tespit edilmeye calisilmigtir. Hem buradan
bulunan, hem de bizim hastalikla alakali olabilecegini diisiindiigiimiiz anahtar terim-
lerin Google Trends iizerinden Google’daki aranma siklik bilgileri indirilerek her bir
hastalik i¢in veri kiimeleri olusturulmustur.

4.4 Vikipedi

Vikipedi, giintimiizde bir¢ok kisinin de bildigi iizere olduk¢a popiiler bir internet an-
siklopedisidir. Sitenin yiiksek hacimli trafigi sebebiyle, hangi makalenin ne zaman kag
kez okundugu bilgisi, kullanict davraniglarini ve genel trendi tespit etme gibi konu-
larda kullanilmaya baglanmigtir. Bahsedilen bu veriler, 2007 yilindan baglamak iizere
saatlik veri olarak bu adreste ﬂ paylasilmaktadir.

Vikipedi tarafindan paylasilan makale erisim siklik bilgilerini igeren dosyalarin boyu-
tunun biiyiik olmasi ve bazi 6n islemlerden gegirme zorunlulugundan dolayi alternatif
bazi1 internet siteleri ortaya ¢ikmustir. Ornegin, EI sitesi, Vikipedi tarafindan paylasilan
saatlik veriyi toplayarak 24 saatlik, giinliik, veri haline getirmekte ve JSON (Javascript
Object Notation) formati halinde paylasima sunmaktadir. Calismamizda kullanacagi-
miz Vikipedi veri kiimeleri bu internet sitesinden indirilmistir.

Yapmis oldugumuz calismalarda 01-01-2011 ile 04-01-2014 tarihleri arasindaki 5 ayri
hastalik i¢in se¢ilen Vikipedi makalelerinin erisim siklik verileri toplanmugtir.

Bu hastaliklar:
e Grip (Influenza)
e Listeriosis (Listeriosis)
e Lyme (Lyme)
e Sitma (Malaria)
e Bogmaca (Pertussis)

Grip haricinde ¢aligmalarda kullanilacak olan diger dort hastalik asagidaki yontem ile
secilmisgtir:

e Grip hastaligina semptom olarak benzeyebilecek hastaliklar internet iizerinden
arastirllmustir.

e Arastirma sonucunda grip ile semptom olarak benzeyebilecegini diisiindiigiimiiz
13 hastalik se¢ilmistir.

e Secilen 13 hastaligin CDC verisinin, CDC grip verisi ile Pearson korelasyonu r
degeri hesaplanmustir.

3dumps . wikimedia.org/other/pagecounts-raw/
4stats.grok.se
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e En yiiksek Irl degerine sahip 4 hastalik secilmistir.

Calismada grip haricinde 4 hastalikla ¢aligilip, 5. hastaligin se¢ilmeme sebebi |r| de-
gerinin diisiik olmasindan kaynaklanmaktadr.

Secilen bu hastaliklar ile ilgili hangi makalelerin erisim siklik verisinin indirilecegi,
indirildikten sonra verinin hangi islemlerden gecirilecegi asagida agiklanmigtir. Calig-
malarda kullanilan 5 hastaliktan grip hastalig1 icin farkli diger hastaliklar i¢in farklh
yontem uygulanmisgtir.

Grip hastalig1 i¢in bagka bir calismadal[[14]] belirlenen, griple alakali olabilecek 53 Ingi-
lizce Vikipedi makalesi ele alinmistir. Bahsedilen ¢alismadaki yazarlarin agiklamala-
rina gore bu makaleler grip ve saglik alaninda yetkin kisiler tarafindan se¢ilmistir. Seci-
len makaleler bizim tarafimizdan da incelendiginde, makalelerin grip hastaligi ile ilgili
oldugu kanisina varilmistir. Olusturulacak olan modelde basarimi yiikseltmek adina
secilen bu 53 makale dogrudan kullanilmamis olup asagidaki yontem ile se¢ilmistir:

e Secilen 53 makalenin her birinin, CDC verisi ile Pearson korelasyonu » degeri
hesaplanmugtr.

e Hesaplanan |r| degerleri bilyiikten kiigiige dogru siralanmig ve en biiyiik degerli
k tanesi secilmigtir.

Buradaki k degeri yapilan farkli deneylere gore 10 olarak belirlenmistir ve griple ala-
kali 53 makale i¢inden, CDC grip verisi ile korelasyonu en yiiksek 10 makale secil-
misgtir.

Diger dort hastalik i¢in ise bu iglem biraz daha farkl bir sekilde gerceklestirilmistir.
Bunun nedeni, diger hastaliklara grip kadar sik rastlanilmiyor olmasindandir. Bu hasta-
liklarin daha az rastlanir olmasi, internetteki arama sorgularinin verilerinin de hacmini
diistireceginden bu veri kiimelerine farkli islemler uygulanmistir.

Diger her hastalik d icin, d € {Listeriosis, Lyme, Sitma, Bogmaca}:

e d ile alakali 10 tane Vikipedi makalesi secilmistir.

e Google Correlate servisi kullanilarak 10 tane d ile alakali anahtar kelime segil-
misgtir.

e Bu 10 anahtar kelimenin Google’da aranma hacmini bulabilmek i¢in Google
Trends’den aranma sikliklart sayilari(0-100 araligina normalize edilmis) indiril-
misgtir.

e 10 Google Trends anahtar kelime verisini m ve 10 Vikipedi makale erigim siklig1
verisini n olarak kabul edersek, her bir anahtar kelime ve makale erigsim siklig1
verisinin CDC verisi ile Pearson korelasyonu hesaplanmis, en yiiksek degeri ve-
ren 10 anahtar kelime veya makale secilmistir.

4 hastalik i¢in egitim verisi toplamda Google Trends ve Vikipedi verileri birlestirilerek,
m+n = 10 olacak sekilde secilmistir. 10 sayis1 yapilan deneyler sonucu en iyi sonucu
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Cizelge 4.1: Her hastaliga ait toplanan veri kiimeleri. Koyu renkli isaretlemeler veri
kiimesinin modelde kullanildigini temsil etmektedir.

GFT GT (m) | Vikipedi (n) | GT+Vikipedi | CDC

Grip 30 eyalet X 10 makale X 158h
Listerosis X 10 kelime | 10 makale m+n=10 | 158h
Lyme X 10 kelime | 10 makale m+n=10 | 158h
Sitma X 10 kelime | 10 makale m+n=10 | 158h
Bogmaca X 10 kelime | 10 makale m+n=10 | 158h

verdigi igin secilmistir. Cizelge [4.17de her hastalik i¢in toplanan biitiin veri kiimeleri
topluca gosterilmistir. Koyu ile isaretli olan veri kiimeleri modellerin egitimi sirasinda
kullanilan veri kiimelerini oldugunu gostermektedir.

4.5 Normalizasyon ve ETL Siireci

Bu alt baglikta, toplanan ve olusturulan veri kiimelerinin normalizasyon yonteminden
ve genel ETL(Extract-Transform-Load) siirecinden bahsedilmistir. Normalizasyon is-
lemi Formiild.2] ye gore yapilmustur.

~ xi—min(x)
i max(x) — min(x) “2)

Bu formiilde z degeri gercek degerin normalize edilmis halini, x degeri ise orjinal or-
nedi temsil etmektedir. i ise veri kiimesinin i. elemanin1 temsil etmektedir.

Tahmin edilmeye caligilan biitiin hastalik verileri CDC kurumunun internet sitesinden
indirilmistir. Indirilen bu verilerin deger aralig1 birbirinden farkl1 tiirde oldugu igin,
grip haricindeki dort hastaligin CDC verisi, CDC Grip verisi baz alinarak Formiil 4.3 e
gore normalize edilmistir.

x; —min(x)(b—a)

max(x) — min(x) *3)

Zi=a+

Formiilde a ve b degerleri CDC Grip hastalig1 verisinin minimum ve maksimum de-
gerlerini temsil etmektedir. Bu boliimde simdiye kadar anlatilan biitiin bu veri toplama,
veriyi doniistiirme, veriyi modele vermek icin hazir hale getirme islemleri Sekil[4.1]de
toplu halde gosterilmistir.

Yapilan bu veri toplama, veri 6n isleme ve normalizasyon siireci sonucunda olusan ve
caligmalarimizda kullanacagimiz veri kiimeleri asagida listelenmistir.
e Grip hastalig1 icin CDC kurumuna ait veri kiimesi (158 Haftalik).

e Diger dort hastalik(Listeriosis, Lyme, Sitma, Bogmaca) i¢in CDC kurumuna ait,
CDC grip hastalig1 verisine gore normalize edilmis veri kiimesi (158 Haftalik -
Grip Hastane Verisine gore normalize edilmistir).
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e Grip ile alakali 10 Vikipedi makalesinden olugan Veri Kiimesi (161 Haftalik -
Olusturulan modellerde veri kiimesi kaydirildig: i¢in 3 haftalik fazla veri toplan-
mustir, [0-1] arali§ina normalize edilmistir).

e Google Flu Trends’den yapilan 6znitelik secimi islemi sonucu 30 eyaletlik veri
kiimesi (161 Haftalik - Olusturulan modellerde veri kiimesi kaydirildig1 icin 3
haftalik fazla veri toplanmustir, [0-1] aralifina normalize edilmistir).

e Diger dort hastalik i¢in Vikipedi makalesi m, Google Trends anahtar sozciik
aranma hacmi n olmak lizere ve m 4+ n = 10 olacak sekilde olusturulan veri
kiimesi (161 Haftalik - Olusturulan modellerde veri kiimesi kaydirildigi icin 3
haftalik fazla veri toplanmustir, [0-1] aralifina normalize edilmistir).

ETL Sireci

Diger Hastaliklar

: Google Correl

Korelasyon
hesaplanmasi

& 10 anahtar
kelime segimi H

0ogle
Trends
CDC Verisi

Hastalikla alakali 10
makalenin

Grip

Grip ile alakall 53

late

toplanmasi

Vikipedi

[0-1] araligina

& birlestirme

Birlestirilmis en iyi 10
Oznitelik

normalize edilme —

CDC verisi ile korelasyon
hesaplanmasi ve en iyi 10
Oznitelik segimi

50 US Eyalet Verisi
Toplanmasi

makale toplanmasi

CDC verisi ile
korelasyon
hesaplanmasi ve 30
eyalet verisi segimi

CDC Verisi

[0-1] araligina
normalize ediime
& birlestirme

Birlestirilmis en iyi 40
Oznitelik

CDC verisi ile
korelasyon
hesaplanmasi ve en iyi
10 makalenin segimi

Vikipedi |

CDC Verisi

Sekil 4.1: Veri toplama, Doniistiirme and Hazir hale getirme(ETL) siireci semasi
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5. DENEYSEL SONUCLAR

Bu bolimde, Boliim E[de aciklanan Lineer regresyon, Ridge, LASSO, Elastic Net dii-
zenlestiricileri ve ¢oklu-is 6grenmeyle(multi-task learning) beraber Boliim [ de anlati-
lan CDC, Vikipedi, Google Trends ve Google Flu Trends servislerinden elde edilerek
olusturulan veri kiimeleri ile gerceklestirilen 2 ayri1 ¢alismanin sonuglarina yer veril-
mistir. Ik ¢alismamizda, Vikipedi, Google Flu Trends ve bu veri kiimelerinin birles-
tirilmesiyle olusturulan yeni veri kiimesi ile ABD’de yasayan insanlarin ne kadarinin
grip hastalig1 siiphesiyle hastane ve kliniklere gidecegi tahmin edilmeye calisilmistir.
Ikinci calismamizda ise ilk ¢alismamiz genisletilerek sadece grip hastalig1 degil baska
hastaliklar da tahmin edilmeye calisilmistir. Bu islemi gerceklestirirken Vikipedi ve
Google Flu Trends servislerine ek olarak Google Trends servisi kullanilmistir. Bu ca-
lismada hastaliklar tahmin edilmeye ¢alisilirken hastaliklara ait veri kiimelerini beraber
kullanarak hastaliklar arasindaki olas1 iligskinin bu tahmin isleminde olumlu bir etkisi
olup olmadig1 da arastirilmigtir.

Tez kapsamindaki ilk ¢aliyma Bolim5.2]de, ikinci caligma ise Bolim{.3[de detayl bir
sekilde agiklanmustir.

5.1 Ayarlar

Yapilan calismalar Python dilinde kodlanmugtir. Veri analizi i¢in Pandas [24], makine
Ogrenmesi algoritmasi icin scikit-learn [33], giicli dizi islemleri icin Numpy, mate-
matiksel islemler icin Scipy [18], gorsellestirme ve grafikler icin Matplotlib [17] ve
internetten veri ¢ekmek icin BeautifulSoup ve Urllib [43]] kiitiiphanelerinden yararla-
nilmagtir.

Model sonuglar1 dogrulanmasi i¢in 10-katli capraz dogrulama yontemi kullanilmagtir.
Ayrica model parametreleri, egitim kiimesi {izerinde grid search yontemi ile iyilesti-
rilmistir. Biitiin yapilan deneyler, 3.2GHz islemci ve 16 GB RAM ve Linux isletim
sistemine sahip bilgisayar lizerinde gerceklestirilmistir.

25



5.2 Vikipedi ve Google Flu Trends Verilerinin Birlestirilmesiyle Grip Salgimi1 Tah-
mini

Tez kapsamindaki ilk ¢aliymada Boliim 4 de anlatildig: gibi grip hastaliginin tahmini
icin Vikipedi ve Google Flu Trends servisleri araciligi ile olusturulan veri kiimeleri
kullanilmistir. Ayrica bu veri kiimeleri birlestirilerek de yeni veri kiimesi elde edilmisg
ve olusturulan bu veri kiimesi ile deneyler yapilmistir. Yapilan deneylerin sonuclari
incelenerek bu veri birlestirme isleminin grip hastaligi salginin1 tahmin etmedeki etkisi
incelenmistir.

Ozetle, bu islemi gergeklestirmek igin yapilan deneyler esnasinda 3 ayr1 veri kiimesi
ile iglem yapilmugtir.

Bu veri kiimeleri:

e Grip hastalig: ile alakali 10 Vikipedi makalesinin erisim siklig1 verisini iceren
veri kiimesi.

e ABD’ye ait 30 eyaletin GFT veri kiimesi.

e Yukarida belirtilen iki veri kiimesinin birlestirilmesiyle olusturulan yeni veri kii-
mesi(Vikipedi + GFT).

Olusturulan bu veri kiimeleri Boliim 3] de anlatilan makine 6grenmesi algoritmalartyla
egitilerek ¢esitli modeller olusturulmustur. Oncelikle olusturulan modellerin basari-
minin hangi parameterelere gore ve nasil ol¢iildiigii daha sonra ise model sonuclart
aciklanmigtir. Model basariminda dikkate alinan 2 metrik sunlardir:

e Modelin ne kadar 6nceden yiiksek basarimla tahmin yapabildigi (Offset)

e Modelin dogrulugu (> ve MSE)

Ik metrik, olusturulan modelin hastaneye grip siiphesi ile gidecek olan insanlarin sa-
yisin1 ne kadar onceden tahmin edebildigini(bu metrike offset adi1 verilmistir), ikinci
metrik ise bu tahminlerin ne kadar dogru oldugunu agiklamaktadir.

5.2.1 Offset kavrami

Offset, kisaca hastaneye giden insanlarin, hastaneye gittikleri giin ile hastaneye git-
meden Once hastaliklarini internette arastirdiklar: giin arasindaki zaman dilimini ifade
etmektedir. Olusturulan modellerin en basarili sekilde kac giin 6nceden tahmin yapa-
bildigini bulabilmek adina elimizdeki veri kiimeleri kaydirilarak bir¢ok offset degeri
icin modeller olusturulmustur.

Bu kaydirma islemi Vikipedi ve Google servislerinden toplanan veri kiimeleri i¢in
farkli bigcimde yapilmistir. Bunun nedeni, Vikipedi veri kiimesinin giinliik, Google Flu
Trends veri kiimesinin ise haftalik veri tiirlinden olugsmasidir. Ayrica tez kapsaminda
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yapilan ilk ¢alismada -21, +7 giinleri arasinda ikinci calismada ise -21, O giinleri ara-
sinda kaydirma islemi yapilmigtir. IIk calismada -21 ile +7 giin arasinda deneme ya-
pilma sebebi, literatiirdeki benzer bir calismanin [[14] bu offset degerlerini kullaniyor
olmasidir. Ikinci ¢alismada ise O ile +7 giin arasinda veri kaydirmanin gerekli olmadi-
gina karar vererek bu offset degerleri icin deney yapilmamistir.

Bu sebeple ilk ¢calismamizda Vikipedi veri kiimesi -21 giin ile +7 giin arasinda, GFT
veri kiimesi ise -3 hafta ile 1 hafta arasinda kaydirilarak modellemeler tekrarlanmis-
tir. Bu kaydirma islemleri sonucunda 29 Vikipedi, 5 GFT, 145 (29x5) tane de Viki-
pedi+GFT veri kiimesi ile egitilmis model olusmustur.

Ikinci ¢alismamizda Vikipedi ve GFT/GT veri kiimeleri, ilk calismanin son modelinde
oldugu gibi beraber kullanilmistir. Vikipedi veri kiimesi -21 giin ile O giin arasinda,
GFT ve GT veri kiimesi ise -3 hafta ile 0 hafta arasinda kaydirilmistir. Toplamda 22
Vikipedi x 4 GFT/GT veri kiimesi ile 88 tane veri kiimesi kombinasyonu ile model
olusturulmustur.

Ik calisma icin modellerin offset kombinasyonlarim drneklemek gerekirse:

o Vikipedi: —21W, —20W, —19W..,+7W : 29 model
e GFT: —3GFT,—2GFT,—1GFT,0GFT,+1GFT : 5 model

e Vikipedi+GFT: (—21W,—-3GFT),(—21W,—2GFT)..(TW,+1GFT) : 29x5=145
model

Ikinci calisma icin modelleri 6rneklemek gerekirse:

o Vikipedi+GFT/GT: (—21W,—3GFT /GT),(—21W,—2GFT /GT)..
..(OW,+0GFT /GT) : 22x4=88 model

1.0

0.8 //

0.6

Her offset degeriicin > degeri
T T

I
B E—

0.4}

0.2}

0.0 1 1 1
=21 -14 -7 0 7
Offset Giinleri

Sekil 5.1: Vikipedi veri setini -21, +7 giin kaydirarak olusturulmus farkli modellerin
skorlar1

Olusturulan bu modellerin basarimini 8lgmek igin ise 7> ve MSE(mean squared error)
metrikleri kullanilmagtir.
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7> metrigi, regresyon analizinde elde edilen denklemin bagimli degiskenini ne kadar

iyi acikladigini anlatan metriktir. 7> metriginin formiilii, Formiil de gosterilmigtir.

n

)2
2 - ZizoUi y_z)z (5.1)
i—0(yi =)

burada yj;, i. 6rnek icin tahmin degeridir ve,

1 n
)_’:_Z)’i (5.2)
=0

Ikinci metrik olan ortalama kareler hatasi(MSE) ise modelin tahmin ettigi ile gercek
degerler arasindaki farki temsil eder ve Formiil [5.3]deki gibi hesaplanur.

n

1
MSE = ZZ()’i‘fi)z (5.3)

i

Bu diizenlemeler altinda Vikipedi veri kiimesinin -21, +7 giinleri arasinda kaydirilarak
elde edilen 29 modelinin > degiskenine bagli olarak degisen grafigi Sekil de g0s-
terilmistir. Bu grafige gore en yiiksek 72 skoru -5. giinde gézlemlenmistir. Bu sonug,
sadece Vikipedi veri kiimesi kullanildig1 takdirde grip hastalig1 nedeniyle hastanaye
gidecek kisi sayisinin en yiiksek dogrulukta 5 giin 6nceden tahmin edilebildigini gos-
termektedir. Bu kaydirma iglemi(offser) diger veri kiimeleri iizerinde de denendiginde
en iyi offset degerleri Cizelge [5.1[deki gibi ortaya ¢ikmugtir.

Bu modeller olusturulurken kullanilan makine 6grenmesi algoritmalari ise Bolim [3[de
anlatilan OLS, Ridge regresyon, LASSO regresyon, Elastic net regresyon olmustur.
Calismalarda kullanilan veri kiimelerinin yapisi nedeniyle Ridge, LASSO, Elastic net
gibi diizenlestirme yontemlerinden yararlanilmistir. Veri kiimelerinin yapisi ifadesi ile
antilmak istenen, verinin 158 6rnek, ve 40 Oznitelik icermesidir. Bu sayilara bakil-
diginda modeli egitmek i¢in gereken ornek sayimizin az, dznitelik sayimizin ise ¢ok
oldugu goriilmektedir. Bu durum Boliim [3.2]de de detaylica anlatildig: tizere mode-
lin agir1 6grenmesine sebep olabileceginden diizenlestirme algoritmalar1 denenmis ve
basarili sonuglar verdigi goriilmiistiir. Olusturulan modele ait sonuglar1 paylasilirken
sadece en 1yi sonug¢ veren algoritmalara ait sonuclar paylagilmisgtir.

Elimizdeki li¢ ayr1 veri kiimesinin -21 ile +7 giinleri arasinda kaydirilmasi sonucu
egitilen modellerin en basarili tahmin sonuglarina ulastiklar1 giinler(offset degerleri)

Cizelge[5.1de paylagiimistr.

Cizelge 5.1: En 1yi offset zamanlar1

Model Giin Hafta
Vikipedi -5 Saatlik Veri
Google Flu Trends || Haftalik Veri -1
Vikipedi & GFT -5 -1
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5.2.2 Vikipedi veri kiimesi ile olusturulan model

Bu calisma kapsaminda ilk olarak Vikipedi servisinden toplanan veri kiimesi ile mo-
deller olusturulmustur. Daha 6nce bahsedildigi tizere, Vikipedi veri kiimesi giinliik veri
icerdigi i¢in -21,+7 giinleri arasinda kaydirilmis ve her ayri offset degeri i¢in toplamda
29 model olusturulmustur. Olusturulan bu modellere ait en basarili sonuclar Cizelge
[5.2]de paylagilmistir.

Cizelgenin ilk satirinda OLS, ikinci satirinda ise Ridge regresyon skorlar1 test verisi
tizerinde ¢apraz-dogrulama yontemi ile hesaplanmistir. Cizelgenin son satirindaki skor
ise egitim verisi lizerinden hesaplanmis olup modelin veriye ne kadar uydugunu gos-
termektedir. Vikipedi veri kiimesi kullanilarak olusturulan model sonuglar1 ile CDC
zaman serisi verisinin iliskisi Sekil [5.2]de gosterilmistir.

izelge 5.2: Vikipedi modeli icin en iyi 2 skorlart
Cizelg p ¢ y

OLS (Test Verisi ile) 0.86
Ridge Regresyon (Test Verisi ile) || 0.85
OLS (Egitim Verisi ile) 091

5.2.3 Google Flu Trends veri kiimesi ile olusturulan model

Olusturulan bu modelde 30 ABD eyalet verisini iceren Google Flu Trends veri kiimesi
kullanilmugtir. Veri tiirii haftalik oldugu i¢in veri kiimesi -3 hafta ile +1 hafta arasinda
kaydirilarak 5 adet model olusturulmustur. Bélim [5.2.2]de olusturulan Vikipedi mo-
deli ile aynm algoritma ve ayarlar kullanilmig olup model sonuclar1 Vikipedi modeline
kiyasla az farkla da olsa daha basarili ¢ikmustir. Cizelge [5.3[de GFT modelinin sonug-
lar1 paylagilmistir. Bir 6nceki modelde oldugu gibi cizelgenin birinci ve ikinci satirla-
rindaki sonuglar test, son satirdaki sonug ise egitim verisinin sonucudur. Google Flu
Trends veri kiimesi kullanilarak olusturulan model sonuglar1 ile CDC kurumu verileri-
nin zaman serisi iliskisi Sekil [5.3[de gosterilmistir.

izelge 5.3: GFT modeli icin en iyi % skorlari
Cizelg ¢ y

OLS (Test Verisi ile) 0.86
Ridge Regresyon (Test Verisi ile) || 0.86
OLS (Egitim Verisi ile) 0.94

5.2.4 Verilerin birlikte kullanilmasi ile olusturulan model

Olusturulan son modelde, Vikipedi ve GFT veri kiimeleri birlestirilerek kullanilmistir.
Bolim ] de anlatilan ETL siirecinden sonra ortaya ¢ikan 10 adet Vikipedi makale eri-
sim siklig1 veri kiimesi ile, 30 adet ABD eyalet verisinden olugsan Google Flu Trends
veri kiimesi birlestirilerek 40 adet 6znitelige sahip yeni bir veri kiimesi olusturulmus-
tur. Boliim [2/de bahsedildigi izere literatiirde grip hastaligini tahmin etmeye yonelik
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caligmalar olmasina ragmen su anki bilgimize gore Vikipedi ve GFT servisinden top-
lanan verileri birlestirerek kullanilan bir ¢aligmaya rastlanmamistir. Bu model kullani-
larak elde edilen carpici sonuglar, Cizelge [5.4] de paylasilmistir.

Sonuclar incelendiginde, diger veri kiimeleri ile olusturulan modellere kiyasla her al-
goritmanin bagiriminin yaklagik olarak %35 diizeyinde arttig1 gozlemlenmektedir. Veri
kiimelerinin birlesimiyle olusturdugumuz model ile CDC zaman serisi verileri iligkisi
Sekil [5.4]de gosterilmistir.

1Z2€12€ D.4. V1 ed1 + modell 1¢1n €n 1y1 = SKorlari
Cizelge 5.4: Vikipedi + GFT modeli icin en iyi r* skorl

OLS (Test Verisi ile) 0.91
Ridge Regresyon (Test Verisi ile) || 0.94
OLS (Egitim Verisi ile) 0.98

Cizelge[5.5]de, yapilan deneylerin MSE metrigine gore sonuglari bir arada paylagilmis-
tir. Bu sonuglardan da goriilecegi iizere veri kiimelerinin beraber kullanilmasi tahmin
sonuglarini iyilestirmistir.

Cizelge 5.5: Deney sonuglarinin MSE metrigi cinsinden gosterimi

Algoritma/Veri Kiimesi || Vikipedi | GFT | Vikipedi+GFT
OLS 0.129 0.169 | 0.092
Ridge 0.142 0.145 | 0.068

5.2.5 Tartisma

Olusturulan modellerin sonuclar1 incelendiginde, Vikipedi veri kiimesi ile Google Flu
Trends veri kiimesinin birlestirilmesiyle olusturulan modelin grip hastaliginin tahmin
edilmesinde basarimin artmasim sagladig1 gozlemlenmistir. Bu modelde en iyi sonuc-
lar, Vikipedi veri kiimesini 5 giin, Google Flu Trends verisi de 1 hafta geriye kaydirarak
bulunmustur. Bunun anlami, bugiine ait Google Flu Trends verisi ile 2 giin sonranin Vi-
kipedi verisi birlestirildiginde 7 giin sonra hastaneye grip hastalig1 sebebi ile gidecek
kisi sayisinin en dogru sekilde tahmin edilebilir olmasidir.

Bagka bir ¢alismada [14],ayn1 tarih aralig1 i¢cin Vikipedi veri kiimesi kullanarak, egi-
tim verisi iizerinden hesaplanan OLS 72 skoru 0.90 olarak bulunmustur. Bu skor, bizim
Vikipedi ve Google Flu Trends verilerini birlestirerek olusturdugumuz modelde 0.98’e
yiikselmigtir. Fakat bu skor, egitim verisi lizerinde yapildig1 ve ¢apraz-dogrulama uy-
gulanmadan elde edildigi icin tahminden ¢cok modelin veriyi ne kadar iyi agikladigim
ortaya koymaktadir. Bu skor tiirii, paylasilan sonug¢ ¢izelgelerinde 3. satirda bulun-
maktadir. Bu yaklagim modelin yeni gelen veriyi ne kadar iyi tahmin ettigi noktasinda
yaniltict olacagindan, diger modellerde bagarim 6l¢iimii test verileri {izerinde gercek-
lestirilmigtir. Bolim [3.2]de aciklandigi ve tahmin edilecegi tizere test verisi iizerin-
deki basari, egitim verisi iizerindeki basarimindan diisiik ¢cikmistir. Egitim verisi kii-
mesi lizerinde gerceklesen modellerin sonuclarina bakildiginda Vikipedi ve GFT veri
kiimeleri ayr1 ayr1 kullanildiginda 72 skoru 0.86 olurken, deneysel olarak olusturulan
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Vikipedi+GFT veri kiimesinin 72 skoru 0.92’ye yiikselmistir. 7> metrigi modeldeki 6z-
nitelik sayis1 arttifinda, artis gosterme egiliminde olan bir metrik oldugu icin ayn1 za-
manda modellerin MSE degerleri de hesaplanmigstir. MSE skorlar1 da incelendiginde,
Vikipedi+GFT kullaniminin bagsarimi arttirdig1 goriilmiistiir.

Bu calisma yapilirken kargimiza bir takim kisitlar ¢cikmistir. Bu kasitlar, ikinci ¢alig-
may1 gergeklestirirken karsilagilan kisitlar ile ortak oldugu i¢in bu konuya Boliim[5.3.4]de
deginilmistir.

5.3 Hastalik Salgmlarinin Veri Birlesimi ve Coklu-is Ogrenme Yontemi ile Tah-
min Edilmesi

Tez kapsamindaki ikinci ¢alismada, ilk ¢alisma gelistirilerek ve genisletilerek, Ame-
rika Birlesik Devletleri’nde yasayan insanlarin grip ve grip benzeri secilen dort hastalik
nedeniyle hastaneye bagvurma sayilari, internet erisim ve arama siklik verileri ile tah-
min edilmeye ¢alisilmistir. Ayrica bu ¢alisma kapsaminda, hastaliklar arasindaki olasi
iligki incelenmis olup bu iliskiden yararlanilarak hastaliklarin verisi beraber kullanil-
mis ve tahmin isleminde basar: artis1 yakalanmaya calisilmistir. Bolim @ de detayh
bir sekilde anlatildig: tizere Grip hastalif1 vakaalarini tahmin etmek i¢in 10 Vikipedi
makale verisi ve 30 ABD eyalet Google Flu Trends verisi birlestirilmis ve model olus-
turulmustur. Diger hastaliklar icinse m Vikipedia makale erigim siklik sayisi, n Google
Trends anahtar kelime sayis1 olmak iizere m +n = 10 olacak sekilde veri kiimesi olus-
turulmus ve her hastalik i¢cin modeller bu veri setleri ile egitilmistir.

Olusturulan iic modelin ilki Elastic Net diizenlestirmesi ile ¢oklu lineer regresyonu
(Multiple linear regression with Elastic Net) kullanilarak egitilmistir. ikinci ve iiciincii
model ise Elastic Net diizenlestirmesi ile ¢oklu-ig 6grenme yonteminden faydalanarak
(Multi-task learning with Elastic Net regression) egitilmistir. Model basarimlar1 For-
miil de aciklanan 72 ve de aciklanan MSE metriklerine gore karsilagtirilmistir.

Calismanin amaclari ve olusturulan modeller asagida listelenmistir:
e Her hastaligin meydana gelme sikliginin, hastalikla iligkili veri kiimeleri ile tah-
min etme (Tek Veri ile Hastalik Tahmini-Model 1)

e Grip hastaligi ile diger hastalik verilerinin birlestirilmesi (ikili kombinasyon) ile
bu hastaliklarin meydana gelme sikliginin tahmin edilmesi ve bu iki hastalik
arasindaki iligkiyi saptama (Hastaliklarin ikili kombinasyonlari - Model 2)

e Biitiin hastalik verilerinin beraber kullanilmasi ile hastaliklarin meydana gelme
sikliginin tahmin edilmesi (Model 3)

5.3.1 Tek hastalik verisi ile tahmin

Bu calisma kapsaminda olusturulan ilk modelde, her hastaliin CDC kurumuna ait
sonuglari, hastaliklarin internetteki aranma sikli81 verileri ile tahmin edilmeye calisil-
mustir. Bu model, tez kapsamindaki ilk calismamizda olusturdugumuz grip hastaligin
tahmin etme modelinin diger hastaliklar i¢cin genigletilmis versiyonudur.
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Bu boliimde asagidaki veri kiimeleri kullanilarak her hastalik icin birer model olugtu-
rulmustur.

e Grip veri kiimesi

Listeriosis veri kiimesi

Lyme veri kiimesi

Sitma veri kiimesi

Bogmaca veri kiimesi

Cizelge [5.6] her hastaligin CDC verilerinin kendi modeli ile tahmin edildigindeki ba-
sarimini MSE metrigi cinsinden gostermektedir. Bu ¢izelgede modellerin MSE skor-
lar1 ile beraber offset degerleride paylasilmistir. Offset degerlerinin bagindaki - isareti,
gecmis giinii ifade etmektedir. Ornegin, -21W ifadesi, Vikipedi veri kiimesinin 21 giin
gecmige kaydirilmig olmasi anlamina gelmektedir. Burada GT ifadesi Google Trend’i,
GFT ifadesi ise Google Flu Trend’i ifade etmektedir. Offset islemi tez kapsamindaki
ilk caliymada Boliim [5.2.1fdeki gibi kullanilmustir.

Cizelge 5.6: Her hastaligin kendine ait modeli ile tahmin sonuclari

Hastahk | R?> | MSE Offset
Grip 0.942 | 0.061 | -21W, -1GFT

Listeriosis || 0.271 | 0.559 ow, -1GT
Lyme 0.527 | 0.563 | -2W, -2GT
Sitma 0.137 | 1.008 | -10W, -2GT

Bogmaca || 0.517 | 0.616 | -16W, -1GT

Beklendigi iizere, grip hastaliginin tahmin edilme basarimi en yiiksek ¢ikmis olup,
Lyme ve Bogmaca hastaliklarinin tahmin edilme bagarimi ise grip hastaligini izlemis-
tir. Diger iki hastalik i¢in ise modellerin tahmin basarimi diisiik ¢ikmigtir. Bu durum
birkag sebep ile agiklanabilir. Oncelikle, hastaliklarin insan viicudundaki etkisi bu du-
ruma sebep olmus olabilir. Bazi hastaliklar viicutta ¢cok hizli, bazilar ise ¢ok yavas
seyretmektedirler. Bu durum hem CDC kurumundan hem de internet ortamindan ge-
len verinin giiriiltiilii olmasina sebep oldugundan, bu hastaliklarin tahmin edilmesini
zorlastirmistir. Bir diger sebep ise insanlarin internetteki arama aliskanlig1 olabilir. In-
sanlar, baz1 hastaliklara yakalandiklarinda kendi kendilerini tedavi etmek i¢in internete
bagvururken, bazi hastaliklar icin ise internete bagvurmazlar. Bu ve benzeri sebepler-
den otiirli, hastaliklarin internet erisim ve arama verisinden yararlanmanin her hastalik
icin bagarili sonu¢ vermedigini diisiinmekteyiz.

5.3.2 ikili hastalik cifti ile tahmin

Grip hastaliginin diger hastaliklara gore ¢cok daha fazla meydana gelmesinden dolayi
grip hastaligi ile alakali hem hastane hem de internet ortamindan toplanabilecek veri
miktar1 ¢cok fazladir. Bu sebeple grip salginim1 tahmin etmeye yonelik literatiirde bir
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cok calisma gerceklestirilmektedir. Bu boliimde, elimizde veri kiimesi bulunan dort
hastaligin her birinin grip hastalig1 veri kiimeleri ile birlestirilmistir. Elde edilen veri
kiimeleri asagida listelenmistir:

Grip + Listeriosis veri kiimesi

Grip + Lyme veri kiimesi

Grip + Sitma veri kiimesi

Grip + Bogmaca veri kiimesi

Yapilan deneylerde, grip ve birlestirilen diger hastaligin iligkisi gdozlemlenmis ve bu
iki hastalifin verisinin birlestirilmesinin hastalik salginlarinin tahmin basarimin art-
tirp arttirmadigr incelenmistir. Grip hastalig ile diger hastaligin semptomatik belirti
yoniinden bir benzerligi oldugu takdirde bu durumun en az bir hastalik tahmini i¢in
daha iyi skorlar iiretecegini hipotezi ortaya konmustur.

Cizelge 5.7: Grip+hastalik kombinasyonlari ile olusturulan modellerin tahmin sonuc-
lar1. Her satirdaki hastalik, grip verisi ile birlestirilmis olup kendi ve grip
hastaliginin sonuclarim1 tahmin eder. Parantez icindeki H ifadesi o satir-
daki hastalig1 temsil eder.

Hastahk(H) | R? (H) | R? (Grip) | MSE (H) | MSE (Grip) Offset
Listeriosis || 0.316 | 0.926 0.529 0.071 OW, -1 GT
Lyme 0.561 | 0.936 0.520 0.069 -18W, -1 GT
Sitma 0.159 | 0.914 0.976 0.092 -6W, -2 GT
Bogmaca || 0.607 | 0.943 0.501 0.059 -21W, -1 GT

Olusturdugumuz modelin MSE ve r? skorlari Cizelge de gosterilmistir. Bu sonuc-
lardan goriildiigii tizere grip haricindeki diger biitiin hastaliklarin MSE degerleri iyi-
lesmistir. Yani, bu hastalik salginlarinin tahmini i¢in olusturulan ikili hastalik model-
lerinin bagarimi, Boliim [5.3.1de aciklanan sadece kendi veri kiimesi kullanilarak ile
olusturulan model basarimdan daha iyi sonuglar vermistir.

Hastaliklarin MSE degerlerindeki diististen bagka bir 6nemli nokta da hastaliklarin
daha erkenden tahmin edilebilmesidir. Ciinkii hastalik salginlar1 ne kadar dnceden tah-
min edilebilirse, bu hastalik salginlari i¢in o kadar erkenden onlem alinabilecegi an-
lamina gelmektedir. Bu duruma bir 6rnek vermek gerekirse, olusturdugumuz ilk mo-
delde Bogmaca hastalig1 Vikipedi'nin 16 giin, Google Trend’in ise 1 hafta onceki ve-
rileri ile 0.616 MSE skoru ile hesaplanirken, olusturulan ikili hastalik modelinde Vi-
kipedi’nin 21 giin, Google Trend’in ise 1 hafta onceki verileri ile 0.501 MSE skoru
ile tahmin edilmektedir. Bu sonuclar baz alindiginda, yeni olusturulan deneysel model,
eski modele gore hem daha bagarili hem de daha erkenden tahminler yapabilmektedir.

5.3.3 Biitiin hastaliklarin beraber kullanilmasi ile tahmin

Boliim [5.3.2]de olusturulan modelde goriildiigii tizere grip hastalig1 veri kiimesi ile
diger hastaliklarin veri kiimesi birlestirilip coklu-is 6grenme yontemi ile hastalik sal-
ginlari i¢in olusturulan model basarisinda artig saglanmistir. Bu gozlemlerimizden yola
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cikarak grip ile alakali olabilece8ini diisiinerek sectigimiz diger dort hastalik verisi-
nin tiimiiyle ve grip verisini birlestirerek olusturulacak coklu-is 6grenme modelinin
basarisi incelenmistir. Cizelge [5.§] biitiin hastaliklar kullanilarak olusturulan goklu-is
o0grenme yontemi model skorlarilarini gostermektedir.

Cizelge 5.8: Coklu-is Ogrenme(Multi-task learning) modeli tahmin sonuglar

Hastahk | R?> | MSE | En iyi Offset
Grip 0.931 | 0.075 | -14W, -1GT
Listeriosis || 0.257 | 0.574 | OW, -1 GT
Lyme 0.561 | 0.430 | OW,-2GT
Sitma 0.234 | 0917 | -8 W, -1 GT
Bogmaca || 0.647 | 0.485 | -14W, -1 GT

Olusturulan bu modelde Lyme, Sitma ve Bogmaca hastalifinin MSE degerleri daha
onceden olusturulan iki modele gore en basarili skoru almistir. Listeriosis hastaligi ise
sadece Grip hastaligi ile beraber kullanildiginda en basarili sekilde tahmin edilmekte-
dir. Grip hastaliginin tahmin edilme basariminda ise, olusturulan ilk model basarimi
ile karsilastirildiginda ¢ok kiiciik bir azalma olmustur. Coklu-is 68renme yontemi veri-
ler arasinda iligki oldugu zaman basarili sonuglar vermektedir. Bizim hipotezimiz ise,
hastaliklar arasinda semptomatik iligki varsa bu hastalik verilerinin beraber kullanil-
mastyla hastalik salgin tahmininin basarimi arttiracagi yonde olmustur. Sekil [5.67de
goriildiigii tizere grip hastalig1 haricindeki biitiin hastaliklarin tahmininde verilerin be-
raber kullanilmasi, hastaliklarin sadece kendi internet erisim verileri ile tahmin edil-
mesine gore daha 1yi sonuglar vermistir.

Tez kapsaminda yapilan ikinci ¢alismamizi dzetleyen Sekil [5.5]da gosterilmistir. Bu
sekilde hangi modellerin hangi veri kiimesi ile egitildigi, hangi hastaliklar i¢in hangi
modellerin calistirildigr gibi bilgiler ifade sergilenmistir.

5.3.4 Tartisma

Bu calismada iki hipotez iizerinde ¢alisilmigtir. Birinci hipotez, belli hastaliklar nede-
niyle hastaneye gidecek kisi sayisinin, hastaliklarla alakali internet aranma ve erisim
verileri ile tahmin edilebilecegi hipotezidir. Bu konu, Bolim [2/de de ornekleri veril-
digi lizere bagka kisiler tarafindan da calisilmstir. Ikinci hipotez ise, belli hastaliklar
nedeniyle hastaneye gidecek kisi sayisinin, birden fazla benzer hastaligin internet ve-
risi ve hastane verisi birlestirilerek tahmin edilebilecegi hipotezidir. Bu hipotez su anki
bilgimize gore ilk kez bu tez kapsaminda ortaya konmustur. Bu hipotezin gercekles-
tirilmesi i¢in grip hastali§1 haricinde griple alakali olabilecegi diisiiniilen diger hasta-
liklarin verileri de toplanmistir. Yapilan deneyler sonucunda hipotezimin segilen bes
hastaliktan dordii i¢in dogru calistigi goriilmiistiir. Secilen bu bes hastalik haricinde
bagka hastaliklar i¢in de veriler toplanmis fakat istenen sonuglar alinamamaistir. Bunun
en Onemli sebebi, bu hastaliklarin internette aranma sikliklarinin az olmasi, kurum-
larin bu hastaliklar i¢in yeteri kadar kisi say1 bilgisi paylasmamasi gibi nedenlerden
kaynakl toplanan verinin giiriiltiilii olmasidir.

37



Model Gelistirme Sireci
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Sekil 5.5: 2. Calisma model semasi

Sekil [5.6] biitiin hastaliklar i¢in, olusturulan her ii¢ modelinde MSE skorunun offset
ile iligkisini gostermektedir. Bu sekilden de agikca goriildiigii iizere ¢oklu-ig 6grenme
yontemi bir hastalik haricinde diger biitiin hastalik ve offset giinleri i¢in modellerin
basarimini arttirmigtir.

Her iki calismada da karsimiza ii¢ farkli kisit ¢citkmistir. Birincisi, kullanilan servisler-
den toplanan verilerin ayni1 deger aralifinda olmamasidir. Google Trends, ilgili anahtar
kelimenin aranma hacmini [0-100] aralifina normalize edilmis sekilde paylasirken,
Google Flu Trends kendi algoritmasinin tirettigi degeri, Vikipedi ise dogrudan maka-
lenin erisim sayisini1 paylagsmaktadir. Bu durumdan dolay1 yapilan veri 6n igleme yon-
temleri Bolim de anlatilmugtir. Ikinci olarak, grip haricindeki hastaliklar icin hem
internet hem de hastane verisi bulabilmenin zorlugu olmustur. Grip hastaligin1 tahmin
etme konusunun popiilerligi, hastane verilerine ulasmanin kolaylig1 ve insanlarin in-
ternet iizerindeki arama siklik verisinin ¢ok olmasindan dolay1 grip hastalig1 icin veri
toplamak diger hastaliklara gore daha kolaydir. Diger hastalik verilerinin grip verisi
kadar kaliteli sekilde toplanamiyor olmasi, modellerin yeterince 1yi ¢alismamasina ne-
den olmustur. Karsimiza c¢ikan son problem ise Vikipedi’ye ait verinin hangi lokasyona
ait oldugudur. GFT ve GT servisleri paylastig1 verinin hangi lokasyona ait oldugu bil-
gisini verirken, Vikipedi servisinde bu bilgi mevcut degildir. Calismamizda Ingilizce
diline ait Vikipedi makaleleri kullanildig1 i¢in bu verileri ABD’de ortaya cikabilecek
hastalik salginlarini tahmin etmede kullanilmistir. Ingilizce diinyada bagka iilkelerde
de konusulan bir dil oldugu i¢in problem yasayabilcegimizi diisiinmemize ragmen, dii-
stincemize gére ABD’de teknoloji ve internetin fazla kullanilmasindan dolay1 Vikipedi
verileri ile ABD’nin paylastig1 hastane verileri arasinda onemli bir iligki goriilmiigtiir.
Bu problem, ilk ¢calismamizda da karsimiza ¢ikmis olup ayni sekilde yorumlanmustir.
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6. SONUC

Salgin hastaliklari, 6zellikle grip hastaligini, tahmin etme konusu giderek dikkat ¢ek-
meye baslayan bir ¢alisma alanidir. Ozellikle internet ortamindaki verilerin artmasiyla
beraber Vikipedi ve Google’dan alinan kullanici verileri ile bu tahmin islemi daha ba-
saril1 bir sekilde gerceklestirilmeye baglanmistir. Bu calismada, Vikipedi’'nin makale-
lerine erisim sayilar1 ve Google’1n cesitli servislerinden toplanan verilerle hastaliklari
tahmin eden modeller olusturulmustur. Toplanan bu verilerle modeller olusturulmadan
once, verilerin birbirinden farkli yapisindan dolayi bir takim 6n islemden gecirilmistir.
Veriler islenmeye hazir hale getirildikten sonra, regresyon ve ¢oklu-is grenme algo-
ritmalart ile egitilerek modeller olusturulmustur.

Oncelikle Vikipedi, Google Flu Trends ve Vikipedi+Google Flu Trends veri kiimeleri
ile modeller olusturulup, bu modeller ile Amerika Birlesik Devletlerindeki grip sevi-
yesi tahmin edilmeye ¢alisilmistir. Literatiirde, Vikipedi ve Google Flu Trends veri kii-
mesini kullanarak cesitli iilkelerde grip seviyesi tahmini yapan modeller olusturulma-
sina ragmen bu iki veri kiimesini birlestirerek tahmin iglemi yapan bir model bildigimiz
kadanyla ilk kez bu tez ¢alismas1 kapsaminda yapilmistir. Ayrica bu veri kiimelerini
beraber kullanarak olusturulan modelin sonuclari, veri kiimelerini ayr1 ayr1 kullana-
rak olusturulan model sonuclarindan daha iyi ¢cikmis olup ¢alismamizi ve hipotezimizi
dogrulamstir.

Tez kapsaminda yapilan diger ¢calismada ise sadece grip hastalig i¢in degil, grip hasta-
1181 ile ilgili olabilecegini diistindiigiimiiz diger hastaliklarin da goriilme siklig1 tahmin
edilmeye calisilmigtir. Grip haricindeki diger hastaliklar icin Google’1in 6zel bir servisi
olmamasi nedeniyle Google Trends aracilig1 ile veri kiimeleri olusturulmustur. Litera-
tiirde, bircok hastaligin meydana gelme sayisi ile ilgili calismalar bulunmasina ragmen,
su anki bilgimize gore bu hastaliklarin verisini beraber kullanarak tahmin etme islemi
yapilmamistir. Modellerimizi ¢oklu-ig 6grenme algoritmasi ile egiterek, birbirlerinin
veri kiimesinin iligkisinden yararlanilmasi hipotezi ortaya konmustur ve ortaya ¢ikan
sonuclar incelendiginde hastaliklarin verilerinin beraber kullanilmasi bu hipotezimizi
dogrulamistir. Ayrica bu modellerden, hastaliklarin birbiri ile iligkisi de goriilebilir ol-
mus olup bu da literatiire yeni bir calisma olarak eklenmistir.

Gelecek calismalarimizda, yapilan bu calismalart ABD haricinde bagka iilkelerde ve
Ingilizce haricindeki bagka diller ile gerceklestirmek planlanmaktadir. Calismalarin
biiytik bir kismim1 kaplayan veri toplama, doniistiirme, hazir hale getirme asamasini
kisaltmak adina bu igslemleri otomatik hale getiren bir sistem tasarlamak da gelecek
caligmalarimiz arasinda yer almaktadir. Ayrica tez kapsamindaki caligmalarda kulla-
nilmayan Twitter, Facebook gibi sosyal medya verileri ve zaman serisi modellerini
gelecekteki calismalarimizda kullanarak daha basarili modeller olusturmak hedeflen-
mektedir.

41



Ozetle, bu tez ¢calismasinin amacina ulastif1 ve internet verileri ile hastalik tahmin etme
ile ilgili konuda literatiire onemli katkilar yapildig1 sdylenebilir. Tez ile ilgili yapilan
calismalar kapsaminda uluslararasi bir konferansteﬂ yayinlanmisg bir calisma ve saygin
bir dergideﬂ su an itibari ile incelemede olan ¢aligsmalar bu durumun en giizel 6rnegidir.

IEEE BIBE2015
6Journal of Biomedical and Health Informatics

42



KAYNAKLAR

[1] Aitken, M. Engaging patients through social media. IMS Institure for Healthcare
Economics, January (2014), 1-47.

[2] Alexa.com. Alexa Top 500 Global Sites, 2015. Available at http://www.
alexa.com/topsites.

[3] Althouse, B. M., Ng, Y. Y., and Cummings, D. A. T. Prediction of dengue
incidence using search query surveillance. PLoS Neglected Tropical
Diseases 5, 8 (2011).

[4] Carneiro, H. A., and Mylonakis, E. Google Trends: A Web-Based Tool for
Real-Time Surveillance of Disease Outbreaks. Clinical Infectious Di-
seases 49, 10 (2009), 1557-1564.

[5] Caruana, R. Multitask Learning. Machine Learning 28, 1 (1997), 41-75.

an, E. H., Sahai, V., Conrad, C., and Brownstein, J. S. Using web searc
[6] Chan, E. H., Sahai, V., C d, C dB in, J. S. Using web h
query data to monitor dengue epidemics: A new model for neglected

tropical disease surveillance. PLoS Neglected Tropical Diseases 5, 5
(2011).

[7] Cho, S., Sohn, C. H., Jo, M. W,, Shin, S. Y., Lee, J. H., Ryoo, S. M., Kim,
W. Y., and Seo, D. W. Correlation between national influenza surveil-
lance data and Google Trends in South Korea. PLoS ONE 8, 12 (2013).

[8] Choi, H., and Varian, H. Predicting the Present with Google Trends. Economic
Record 88, SUPPL.1 (2012), 2-9.

[9] Clauson, K. a., Polen, H. H., Boulos, M. N. K., and Dzenowagis, J. H. Ac-
curacy and completeness of drug information in Wikipedia. AMIA ...

Annual Symposium proceedings / AMIA Symposium. AMIA Symposium
99, October (2008), 912.

[10] Desai, R., Hall, A. J., Lopman, B. A., Shimshoni, Y., Rennick, M., Efron,
N., Matias, Y., Patel, M. M., and Parashar, U. D. Norovirus disease

surveillance using google internet query share data. Clinical Infectious
Diseases 55, 8 (2012).

[11] Dugas, A. F., Jalalpour, M., Gel, Y., Levin, S., Torcaso, F., Igusa, T., and
Rothman, R. E. Influenza Forecasting with Google Flu Trends. PLoS
ONE 8,2 (2013).

43


http://www.alexa.com/topsites
http://www.alexa.com/topsites

[12] Evgeniou, T., and Pontil, M. Regularized multi-task learning. International
Conference on Knowledge Discovery and Data Mining (2004), 109.

[13] Fantazzini, D., and Toktamysova, Z. Forecasting German car sales using Go-
ogle data and multivariate models. International Journal of Production
Economics 170, Part (2015), 97-135.

[14] Generous, N., Fairchild, G., Deshpande, A., Del Valle, S. Y., and Priedhorsky,
R. Global Disease Monitoring and Forecasting with Wikipedia. PLoS
Computational Biology 10, 11 (2014).

[15] Ginsberg, J., Mohebbi, M. H., Patel, R. S., Brammer, L., Smolinski, M. S.,
and Brilliant, L. Detecting influenza epidemics using search engine
query data. Nature 457, 7232 (2009), 1012-4.

[16] Hickmann, K. S., Fairchild, G., Priedhorsky, R., Generous, N., Hyman, J. M.,
Deshpande, A., and Del Valle, S. Y. Forecasting the 2013-2014 Inf-
luenza Season Using Wikipedia. PLOS Computational Biology 11
(2015), €1004239.

[17] Hunter, J. D. Matplotlib: A 2D graphics environment. Computing in Science
and Engineering 9, 3 (2007), 99-104.

[18] Jones, E., Oliphant, T., Peterson, P., et al. SciPy: Open source scientific tools
for Python, 2001-. [Online; accessed 2016-08-03].

[19] Kman, N. E., and Bachmann, D. J. Biosurveillance a review and update. Ad-
vances in preventive medicine 2012 (2012), 301408.

[20] Lazer, D., Kennedy, R., King, G., and Vespignani, A. The Parable of Google
Flu: Traps in Big Data Analysis. Science 343, 6167 (2014), 1203-1205.

[21] Leithner, A., Maurer-Ertl, W., Glehr, M., Friesenbichler, J., Leithner, K.,
and Windhager, R. Wikipedia and osteosarcoma: a trustworthy pati-

ents’ information? Journal of the American Medical Informatics Asso-
ciation : JAMIA 17,4 (2010), 373-374.

[22] Li, X., Ma, J., Wang, S., and Zhang, X. How does Google search affect trader
positions and crude oil prices? Economic Modelling 49, March 2013
(2015), 162-171.

[23] Mclver, D. J., and Brownstein, J. S. Wikipedia Usage Estimates Prevalence of
Influenza-Like Illness in the United States in Near Real-Time. PLoS
Computational Biology 10, 4 (2014).

[24] McKinney, W. pandas: a Foundational Python Library for Data Analysis and Sta-
tistics. Python for High Performance and Scientific Computing (2011),
1-9.

[25] Mestyan, M., Yasseri, T., and Kertész, J. Early Prediction of Movie Box Office
Success Based on Wikipedia Activity Big Data. PLoS ONE 8, 8 (2013).

44



[26] Moat, H. S., Curme, C., Avakian, A., Kenett, D. Y., Stanley, H. E., and Preis,
T. Quantifying Wikipedia Usage Patterns Before Stock Market Moves,
2013.

[27] Mohebbi, M., Vanderkam, D., Kodysh, J., Schonberger, R., Hyunyoung, C.,
and Kumar, S. Google Correlate Whitepaper. Google (2011), 1-6.

[28] Molinari, N. A. M., Ortega-Sanchez, 1. R., Messonnier, M. L., Thompson,
W. W., Wortley, P. M., Weintraub, E., and Bridges, C. B. The annual
impact of seasonal influenza in the US: Measuring disease burden and
costs. Vaccine 25, 27 (2007), 5086-5096.

[29] Ng, A. Y. Feature selection, L1 vs. L2 regularization, and rotational invariance.
Twenty-first international conference on Machine learning - ICML °04
(2004), 78.

[30] Ocampo, A. J., Chunara, R., and Brownstein, J. S. Using search queries for
malaria surveillance, Thailand. Malaria journal 12 (2013), 390.

[31] Olson, D. R., Konty, K. J., Paladini, M., Viboud, C., and Simonsen, L. Reas-
sessing Google Flu Trends Data for Detection of Seasonal and Pande-

mic Influenza: A Comparative Epidemiological Study at Three Geog-
raphic Scales. PLoS Computational Biology 9, 10 (2013).

[32] Ortiz, J. R., Zhou, H., Shay, D. K., Neuzil, K. M., Fowlkes, A. L., and Goss,
C. H. Monitoring Influenza activity in the United States: A comparison
of traditional surveillance systems with Google Flu Trends. PLoS ONE
6,4 (2011).

[33] Pedregosa, F., and Varoquaux, G. Scikit-learn: Machine learning in Python. ...
of Machine Learning ... 12 (2011), 2825-2830.

[34] Rajagopalan, M. S., Khanna, V. K., Leiter, Y., Stott, M., Showalter, T. N.,
Dicker, A. P., and Lawrence, Y. R. Patient-oriented cancer informa-
tion on the internet: a comparison of wikipedia and a professionally

maintained database. Journal of oncology practice / American Society
of Clinical Oncology 7,5 (2011), 319-23.

[35] Ram, S., Zhang, W., Williams, M., and Pengetnze, Y. Predicting Asthma-
Related Emergency Department Visits Using Big Data. IEEE Journal
of Biomedical and Health Informatics 19, 4 (2015), 1216—1223.

[36] Romera-Paredes, B., Argyriou, A., Pontil, M., Berthouze, N., and Pontil, M.
Exploiting Unrelated Tasks in Multi-Task Learning. Proc. 15th Int.
Conf. Artificial Intell. and Stat. 22 (2012), 951-959.

[37] Seifter, A., Schwarzwalder, A., Geis, K., and Aucott, J. The utility of "Google
Trends" for epidemiological research: Lyme disease as an example. Ge-
ospatial Health 4, 2 (2010), 135-137.

[38] Shaman, J., Pitzer, V. E., Viboud, C., Grenfell, B. T., and Lipsitch, M. Ab-
solute humidity and the seasonal onset of influenza in the continental
United States. PLoS Biology 8, 2 (2010).

45



[39] Tausczik, Y., Faasse, K., Pennebaker, J. W., and Petrie, K. J. Public Anxiety
and Information Seeking Following the HIN1 Outbreak: Blogs, Ne-

wspaper Articles, and Wikipedia Visits. Health Communication 27, 2
(2012), 179-185.

[40] Tibshirani, R. Regression shrinkage and selection via the lasso: A retrospective.
Journal of the Royal Statistical Society. Series B: Statistical Methodo-
logy 73,3 (2011), 273-282.

[41] Trends, G., 2016. Available at https://www.google.com/trends/ [Online;
accessed 3-January-2016].

[42] Trends, G. F., 2015. Available at https://www.google.org/flutrends/
about/data/flu/us/data.txt [Online; accessed 10-April-2015].

[43] Urllib. Urllib library, 2016. Available at https://docs.python.org/2/
library/urllib.html.

[44] Weisstein, Eric W. Frobenius Norm. MathWorld—-A Wolfram Web Resource.
http://mathworld. wolfram.com/FrobeniusNorm.html (2011).

[45] Who. Who_factsheets, 2011. Available at www.who.int/mediacenter/

factsheets/fs211/en/.
[46] Wikipedia. Centers for disease control and prevention — wiki-
pedia, the free encyclopedia, 2016. Available at https:

//en.wikipedia.org/w/index.php?title=Centers_for_
Disease_Control_and_Prevention&oldid=732567377.

[47] Wilson, K., and Brownstein, J. S. Early detection of disease outbreaks using
the Internet. CMAJ : Canadian Medical Association journal = journal
de I’Association medicale canadienne 180, 8 (2009), 829-831.

[48] Yang, S., Santillana, M., and Kou, S. C. Accurate estimation of influenza epide-
mics using Google search data via ARGO. Proceedings of the National
Academy of Sciences of the United States of America 112, 47 (2015),
14473-14478.

[49] Zou, H., and Hastie, T. Regularization and variable selection via the elastic net.
Journal of the Royal Statistical Society. Series B: Statistical Methodo-
logy 67,2 (2005), 301-320.

46


https://www.google.com/trends/
https://www.google.org/flutrends/about/data/flu/us/data.txt
https://www.google.org/flutrends/about/data/flu/us/data.txt
https://docs.python.org/2/library/urllib.html
https://docs.python.org/2/library/urllib.html
www.who.int/mediacenter/factsheets/fs211/en/
www.who.int/mediacenter/factsheets/fs211/en/
https://en.wikipedia.org/w/index.php?title=Centers_for_Disease_Control_and_Prevention&oldid=732567377
https://en.wikipedia.org/w/index.php?title=Centers_for_Disease_Control_and_Prevention&oldid=732567377
https://en.wikipedia.org/w/index.php?title=Centers_for_Disease_Control_and_Prevention&oldid=732567377

Ad-Soyad

Uyrugu

Dogum Tarihi ve Yeri

E-posta

OZGECMIS

: Batuhan Bardak

:T.C.

:12.07.1991 - Ankara

: b.bardak @etu.edu.tr

OGRENIM DURUMU:

e Lisans

: 2014, TOBB ETU, Bilgisayar Miihendisligi

MESLEKI DENEYIM VE ODULLER:

Yil

2014-2016
2014-2014
2013-2013
2012-2012

Yer
TOBB ETU
TAI - TUSAS

Gorev
Burslu Yiiksek Lisans Ogrencisi

Stajyer

Valeo Schalter und Sensoren GmbH  Stajyer

Sistemim IT

Stajyer

YABANCI DIL: INGILiZCE

TEZDEN TURETILEN YAYINLAR, SUNUMLAR VE PATENTLER:

e B. Bardak and M. Tan, "Disease outbreak prediction by data integration and
multi-task learning" (Under review)

e B. Bardak and M. Tan, "Prediction of influenza outbreaks by integrating
Wikipedia article access logs and Google flu trend data," Bioinformatics and
Bioengineering (BIBE), 2015 IEEE 15th International Conference on,
Belgrade, 2015, pp. 1-6. doi: 10.1109/BIBE.2015.7367640

47



	ÖZET
	ABSTRACT
	TESEKKÜR
	IÇINDEKILER
	SEKIL LISTESI
	ÇIZELGE LISTESI
	KISALTMALAR
	SEMBOL LISTESI
	GIRIS
	ILGILI ÇALISMALAR
	Geleneksel Veri Saglayan Servisler ile Yapılan Çalısmalar
	Vikipedi Servisi Kullanılarak Yapılan Çalısmalar
	Google Servisleri ile Yapılan Çalısmalar

	KULLANILAN YÖNTEMLER
	Lineer Regresyon
	Model Seçimi ve Performans Analizi
	Düzenlestirme(Regularization)
	Ridge
	LASSO
	Elastic Net

	Çoklu-is Ögrenme(Multi-task Learning)

	VERI TOPLAMA ve VERIYI ISLEME
	Amerika Birlesik Devletleri Hastalık Kontrol ve Korunma Merkezleri
	Google Flu Trends
	Google Trends
	Vikipedi
	Normalizasyon ve ETL Süreci

	DENEYSEL SONUÇLAR
	Ayarlar
	Vikipedi ve Google Flu Trends Verilerinin Birlestirilmesiyle Grip Salgını Tahmini
	Offset kavramı
	Vikipedi veri kümesi ile olusturulan model
	Google Flu Trends veri kümesi ile olusturulan model
	Verilerin birlikte kullanılması ile olusturulan model
	Tartısma

	Hastalık Salgınlarının Veri Birlesimi ve Çoklu-is Ögrenme Yöntemi ile Tahmin Edilmesi
	Tek hastalık verisi ile tahmin
	Ikili hastalık çifti ile tahmin
	Bütün hastalıkların beraber kullanılması ile tahmin
	Tartısma


	SONUÇ
	KAYNAKLAR
	ÖZGEÇMIS

