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Spor video analizi, görüntü is¸leme uygulamalarının popüler kullanım alanlarından 
biridir. Bu tür analizler profesyonel spor müsabakalarında ya da antrenman videolarında 
yapılmakta ve genel olarak skor ve oyuncu tanımlamaları için derin öğrenme yerine 
geleneksel yöntemler kullanılmaktadır. Bu tezin amacı ise bir basketbol antrenmanını 
gerçek zamanlı olarak analiz edebilen bir algoritma gelis¸tirmektir. Yani, bu uygulama 
doğru oyuncuları tespit etmeli ve her bir oyuncu için skoru vermelidir. Bu amaçla, ilk 
olarak şutları ve bu şutların başarılı olup olmadığını tespit eden bir metot tanıtılmıştır. 
Spesifik olarak, basketbol potasının görüntüdeki yerini tespit etmek için bir derin 
öğrenme modeli verilmiş ve şut tespiti için arka plan çıkarımı kullanılmıştır. Ardından, 
şutun skor olup olmadığı farklı bir sinir ağıyla tanımlanmıştır. Ş utun tanımlanmasından 

sonra, arabelleklenen görüntüler içinde geriye gidilerek s¸utör tespiti yapılır. Oyuncu 
YOLOv3-tiny  kullanılarak  tespit  edilir  ve  güdümsüz  bir  derin  öğrenme  modeliyle 
tanımlanır. Bu güdümsüz model yüksek performans vermesi için Üçlü Yitim ve bir 
bölütleme modelinin kullanımıyla eğitilmiştir. Gerçek zaman hedefine ulaşmak 
amacıyla, kullanılan bütün modeller için temel olarak mobil ağlardan farklı parametre 
ve eğitim yöntemleriyle yararlanılmıştır. Ek olarak, her seans sonunda bir kümeleme 
uygulaması çalıs¸tırılarak tekrar oyuncu tanımlama yapılmıs¸ ve sonucun iyiles¸tirilmesi 
sağlanmıştır.  Deneyler  iki  farklı  antrenman  videosu  üzerinde  yapılmıştır.  Deney 
sonuçları skor tanımlamasında %95 doğruluk oranı; 2 oyuncu üzerinde gerçek zamanlı 

iv 



olarak %92.5’e ve kümeleme ile 6 oyuncu üzerinde %86.7’ye varan doğruluk oranları 

ile tanıtılan metodun etkililiğini göstermektedir. 

 
Anahtar Kelimeler: Oyuncu tanımlama, Skor tespiti, Derin öğrenme 
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Sports video analysis is one of the most popular areas for image processing. These 
analyses are done on professional sports matches or training videos and generally 
employ traditional image processing methods instead of deep learning for scoring 
and player identification. The aim of this thesis is to obtain an algorithm to analyze 
a basketball training in real time. That is, the approach should be able to detect the 
correct players and scores for each player. For this purpose, we first propose a method 
to detect the shots and if they are makes or misses. Specifically, we use a deep learning 
model to detect the position of the hoop and background subtraction to detect the shot. 
Then, scoring is determined by another neural network using classification. After the 
determination of the shot, we go back in our buffered images to find the player who sent 
the shot. The player is detected by YOLOv3-tiny and identified by a deep unsupervised 
re-identification model. This unsupervised model is trained with Triplet Loss with the 
addition of a segmentation model to obtain high accuracy. To keep the real-time aim, 
all models employ mobile networks as base with different parameters and training 
methods. After each session, we run clustering to do the player re-identification again 
to improve on the result. The experiments were conducted on two training videos. The 
experiment results show the effectiveness of the current method with 95% accuracy on 
scoring identification and up to 92.5% overall accuracy on re-identification of 2 players 
in real-time, with up to 86.7% accuracy on 6 players with clustering. 

 
Keywords: Player identification, Scoring detection, Deep learning 
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ve Teknoloji Üniversitesi Elektrik Elektronik Mühendisliği Bölümü öğretim üyelerine 
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Ş ekil 2.3: Derinlemesine evrişim. KxKx1 boyutundaki filtreler görüntünün her 

kanalına ayrı olarak uygulanır. . . . . . . . . . . . . . . . . . . . . . . .       9 
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1. GİRİŞ 
 
 

Son yıllarda, derin öğrenme yöntemlerinin popülerliği ve etkinliğinin artmasının da 
etkisiyle spor videolarının analizi üzerine birçok çalıs¸ma ortaya konulmus¸tur. Bu 
çalıs¸malar çes¸itli spor türlerinde farklı uygulamalar için yapılmıs¸tır. Bu uygulamalar, 
profesyonel müsabaka analizleri ve akıllı antrenman uygulamaları olarak ikiye ayrılabilir. 
Müsabaka analizleri, koç ve antrenörler için istatistiksel veri çıkarılmasını sağlayarak 
daha hızlı taktik analizler yapılmasına yardımcı olmaktadır. Bu amaçla, aras¸tırmacılar, 
sahada olanları otomatik olarak elde etmeye yönelik metotlar gelis¸tirmis¸lerdir. Bu 
çalışmanın konusu olan basketbol düşünüldüğünde, bu metotlar önemli an tespiti [1, 
2], oyuncu takibi ve tanımlanması [3, 4, 5, 6], atıs¸ ve skor tanımlanması [7, 8] ile 
aksiyon sınıflandırma olmak üzere tanımlanabilir. Fakat, bu algoritmaların bazıları hâlâ 
yarı-otomatik olarak uygulanabilmektedir. 

Akıllı antrenman uygulamalarına gelindiğinde ise, ShotTracker Player ve HomeCourt 
gibi ticari uygulamalar dıs¸ında, literatürde, sınırlı sayıda çalıs¸ma bulunmaktadır. Yine 
de [7]’de ortaya konulan uygulamada, yazarlar tek kameralı bir sistem üzerinde atıs¸ları 
tespit edip önemli an çıkarımı yapabilen bir model gelis¸tirmis¸lerdir. 

Bu tez, basketbol video analizi ve oyuncu tanımlama konularını birles¸tirerek çok 
oyunculu videolar üzerinde her oyuncu için skor analizi yapabilen bir akıllı antrenman 
uygulaması olus¸turmayı amaçlamaktadır. Uygulamada, literatürdeki birçok metodun 
aksine her aşamada derin öğrenme (deep learning, DL) kullanılmıştır. Bunun nedeni, 
derin  öğrenme  uygulamalarının  yüksek  doğruluk  oranını  geleneksel  uygulamalara 
göre çok daha kısa sürede elde edebilmesidir. Atıs¸ ve oyuncu tanımlama is¸lemleri 
birles¸tirilmis¸ olsa da ana odak oyuncu tanımlama ve takibidir. 

Bu tez takiben dört bölümden oluşmaktadır. Metodoloji başlığı altında algoritmada 
kullanılan veri setleri ve yöntemler açıklanacaktır. Bu bölümde öncelikle atıs¸ tanımlama 
algoritması alt bas¸lıklarıyla açıklanacak, daha sonra oyuncu tanımlama metodu 
anlatılacaktır. Deney kısmında ise kullanılan metotların ne s¸ekilde kullanıldıkları ve 
nasıl elde edildikleri ile bu metotların sonuçlarından bahsedilmis¸tir. Sonuç kısmında 
ise çalıs¸manın bulguları ve bas¸arımları özetlenecek ve olası gelecek çalıs¸malar 
değerlendirilecektir. 
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1.1 Literatür Aras¸tırması 

Bu kısımda, öncelikle genel olarak makine öğrenmesi ve derin öğrenme uygulamalarının 

görüntü is¸lemede kullanımları hakkında genel bilgi verildikten sonra bu tezin konusuna 
doğrudan bağlı araştırmalardan bahsedilecektir. 
Makine öğrenmesi uygulamalarının görüntü işleme üzerinde kullanımları bu tezle ilgili 
olarak öznitelik çıkarımı, sınıflandırma ve nesne tespiti olarak tanımlanabilir. Öznitelik 
çıkarımı, derin öğrenme dışında geleneksel uygulamalara karşı başarısız olmaktadır. 
Bu  nedenle,  makine  öğrenmesi  geleneksel  yöntemlerden  çıkarılan  öznitelikler  ile 
nesne tespiti ve görüntü sınıflandırma gibi uygulamalarda bas¸arıyla kullanılmıs¸tır.  
Yaygın nesne tespiti uygulamalarına örnek olarak Dalal ve çalıs¸ma arkadas¸larının 
Histogram of Oriented Gradients (HOG) ile öznitelik çıkarımı yaptıktan sonra bir 
Support Vector Machine (SVM) [9] ile kis¸i tespiti uygulaması verilebilir [10]. Burada, tüm 
görüntü üzerinde kis¸i tespiti için kayan pencereler kullanılmıs¸tır. Bas¸ka bir örnek 
olarak [11]’deki yüz tespiti uygulaması gösterilebilir. Bu uygulamada ise Haar benzeri 
öznitelikler çıkarılmış ve AdaBoost [12] ile öğrenilmiştir. AdaBoost kullanımı sayesinde 
yüz bulundurmayan pencerelerin reddi hızlı ve etkili bir biçimde sağlanmıştır. Ancak, 
bu tür nesne tespiti uygulamaları nesneye özel kalmakta ve bakış açısı değişikliklerine 
göre düs¸ük performans göstermektedir. 
Sınıflandırma  ve  nesne  tespiti  uygulamalarında  derin  öğrenmenin  etkisi  ILSVRC 
yarıs¸masında açıkça görülmektedir. Yarıs¸maya 2012’de 60 milyon parametreye sahip 
bir derin öğrenme ağıyla katılan Krizhevsky ve çalışma arkadaşları [13] sınıflandırma 

kategorisinde yüksek farkla birinci olmus¸lardır [14]. Buna ek olarak, modifiye edilmiş 
bir AlexNet altyapısına sahip OverFeat [15] adlı derin öğrenme modeli, 2013 yılında 
nesne tespiti alanında birincilik kazanmıs¸tır. Bu yarıs¸ma için olus¸turulan veri setinin 
birçok farklı nesne ile binlerce görüntü içermesinden dolayı derin öğrenmenin 
genelleştirmeye daha açık olduğu görülmektedir. 

 

1.1.1 Atıs¸ Tanımlama 

Bu tezde bahsedilen atıs¸ 

 
 
tanımlama  problemi  literatürde  çoğunlukla  geleneksel 

yöntemler üzerinden incelenmis¸tir. Bu yöntemlerden ilki top tespiti ve takibidir. 
Aras¸tırmacılar [16]’da top tespitini modifiye edilmis¸ bir arka plan çıkarma ve dairesellik 
filtresi ile kullanarak sağlamıştır. Ratgeber ve çalışma arkadaşları [8] ise top ve fileyi 
renk tespiti ile elde etmişlerdir. Tespit edilen topları kullanarak atışın başladığı ve bittiği 
görüntüleri ayırt ettikten sonra, oyuncuları atışın başladığı görüntü üzerinden resimsel 
yapılar (pictoral structures) [17] kullanarak tespit ederek s¸utörü bulmus¸lardır. Bir bas¸ka 
çalışma ise Mean-Shift ve Kalman filtre kullanarak hızlı ve yüksek doğruluk oranına 

sahip bir top tespiti algoritması tanıtmıs¸tır [18]. Yukarıda belirtilen çalıs¸malar tüm 
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çerçevede top tespitine odaklanmaktayken [7]’de bir atıs¸ alanı tanımlanmıs¸tır. Burada, 
toplu kanal özellikleri Aggregated Channel Features (ACF) detektörü kullanılarak 
basketbol potası bulunmuş ve atış tespitinin ve tanımlanmasının yapıldığı bir atış alanı 

olarak tanımlanmıs¸tır. Atıs¸ tespitinin ardından, arka plan çıkarımı yapılmıs¸ görüntülerin 
özel bir şekilde birleştirilmesiyle elde edilen görüntüler üzerinde eğitilmiş bir derin 
öğrenme modeli atışın skor durumunu tespit etmek için kullanılmıştır. Bu yöntem, kısa 

süre gerektirip yüksek doğruluk oranına ulaşmaktadır. 

 
1.1.2 Oyuncu Tanımlama 

Bu tezde, oyuncu tanımlama iki s¸ekilde kullanılabilecek s¸ekilde tasarlanmıs¸tır: s¸utör 
tanımlama ve oyuncuların bireysel takibi. Literatürde oyuncu tanımlaması genellikle 
bireysel oyuncu takibinde kullanılmıs¸tır. Bu uygulamalar oyuncuları video üzerinde 
tespit ederek bas¸lamaktadırlar. Sonrasında, tespit edilen oyuncu görüntüleri üzerinde 
öznitelik çıkarımı yapılmakta ve çıkarılan öznitelik vektörleri daha sonraki tespit edilen 
oyuncu görüntülerinden çıkarılanlarla kars¸ılas¸tırılmaktadır. Öznitelik çıkarımı için 
birçok farklı yöntem kullanılmıs¸tır. [5]’te tanıtılan sistemde, öznitelik çıkarımı SIFT 
(Scale-Invariant Feature Transform) [19] ile yapılmıs¸tır. Ek olarak, oyuncu forma 
numaraları kaba kuvvet eşleştirme ile elde edilmiştir. Oyuncu tanımlama doğruluğunu 
artırmak için bir oyuncu takibi algoritması kullanılmıs¸tır. Benzer bir yaklas¸ım olan 
[4]’te ise forma numaraları gradyan farkı ve Optik Karakter Tanıma (OCR) kullanılarak 
elde edilmiş ve oyuncu takibi parçacık filtreleri ile sağlanmıştır. 
Birkaç uygulamada, oyuncuların ayırt edilmesinde oyuncu yüzleri kullanılmıs¸tır. [20]’de 
oyuncu yüzleri parçalara ayrıldıktan sonra SIFT kullanılarak es¸les¸tirilmis¸tir. Yüzlerin 
parçalara ayrılmasıyla SIFT ile alınan yanlıs¸ tespitlerin önüne geçmek hedeflenmis¸tir. 
Benzer bir uygulamada, beyzbol oyuncularının tespiti, oyuncu ve yüz tespiti modifiye 
edilmis¸ Viola-Jones [11] metodu kullanılarak yapılmıs¸tır [21]. Bu yöntemde ise elde 
edilen oyuncu yüzleri En Yakın Koms¸u Sınıflandırıcı (Nearest Neighbour Classifier,  
NNC) kullanılarak oyuncu veritabanındaki diğer yüzler ile karşılaştırılmış ve tanımlama 

sağlanmıştır. 
Yüksek doğruluk oranına ulaşan başka bir çalışmada ise; SIFT, MSER [22] ve RGB renk 
histogramlarının birles¸tirilmesiyle olus¸turulan öznitelik vektörleri bir sınıflandırıcıyı 
eğiterek oyuncu tanımlaması yapılmaktadır [6]. Bu yöntem bir NBA maç videosunda 
denenmiş ve %80 üzerinde doğruluk oranına ulaşmıştır; ancak, bu öznitelik vektörlerinin 
çıkarımı yüksek zaman istemesinden dolayı gerçek zamanlı kullanımı mümkün değildir. 
Derin öğrenmenin de oyuncu tanımlama uygulamalarına dahil olmasıyla çok daha 
yüksek performanslı yöntemlerin elde edilmesi mümkün olmus¸tur. [3]’te ortaya konulan 
çalıs¸mada, öznitelikler, SIFT gibi düs¸ük seviye öznitelik çıkarıcıların aksine, bir CNN 
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kullanımı ile elde edilmis¸tir. Vücut parça görüntüleri ve çok ölçekli görüntülerden 
iki farklı öznitelik vektörü çıkarılmıs¸tır. Vücut parçalarını çıkarmak için yazarlar 
Convolutional Pose Machines (CPM) [23] kullanarak vücuttaki anahtar noktaları elde 
etmis¸lerdir. Her vücut parçası CNN’e girdi olarak verilmis¸ ve çıktı vektörleri bir Fisher 
vektörüne eklendikten sonra çok ölçekli görüntülerin çıktısıyla birles¸tirilmis¸tir. 
Ardından, bu vektör bir SVM kullanımı ile sınıflandırılmıs¸tır. Bu model çok yüksek 
doğruluk oranına sahip olsa da bu tezde ortaya konulanın aksine güdümlü sınıflandırma 

yapmaktadır. 

Yakın tarihte, oyuncu takibi ile birleştirilmiş komplike bir derin öğrenme metodu ortaya 
atılmıs¸tır [24]. Bu sistem, CNN’den elde edilmis¸ oyuncu öznitelik vektörleri ile forma 
numarası ve takım sınıflandırmasını birleştirerek oyuncunun kimliğini bulmaktadır. 
Ancak, bu model oyuncu özniteliklerini çıkarmak için oyuncu arka planını silmeyi ve 
oyuncu pozunu elde etmeyi sağlayan kompleks CNN mimarilerine ihtiyaç duymaktadır. 
Bu nedenle, modelin gerçek zamanlı bir uygulamada kullanılması mümkün değildir. 

Bu tezde kullanılan oyuncu tanımlama algoritmasına benzer yöntemler ise oyuncu 
tanımlama is¸leminden daha yaygın olan kis¸i tanımlama uygulamalarında ortaya 
konulmus¸tur. Kis¸i tanımlama uygulamaları, genellikle insanların genel görünüs¸ünün 
karşılaştırılmasıyla  yapılmaktadır.  Derin  öğrenmenin  yaygınlaşmasından  önce,  bu 
uygulamalar kişinin iki farklı görüntüsü arasında değişmeyen öznitelikleri bulmayı 

hedeflemis¸lerdir. Bu özniteliklerin en yaygınlarından biri kis¸iye ait renk bilgisidir  
[25, 26, 27]. Gray ve Tao [25] renk bilgisine ek olarak çes¸itli filtreler (Schmid ve 
Gabor) kullanarak elde ettikleri kaplama bilgisini de öznitelik olarak kullanmıs¸lardır.  
[26]’da yazarlar, görüntülerdeki tutarlı kenar özelliklerini elde etmek için bir uzamsal 
ve zamansal bölütleme metodu geliştirmişlerdir. Diğer bir çalışmada ise 3 farklı renk 
uzayından (RGB, HSV ve YCrCb) alınan histogramlara ek olarak Yerel ˙Ikili Örüntü 
(Local Binary Patterns, LBP) histogramı kullanılmıs¸tır [27]. 

Derin  öğrenmenin  kişi  tanımlamadaki  ilk  uygulamalarından  biri  olan  [28],  siyam 
ağlarından  (siamese  networks)  yararlanarak  iki  görüntü  arasında  etkili  bir  uzaklık 

metriği bulmak hedeflemiştir. Çalışmada, görüntüler üç parçaya ayrılmış, birbirine 
kars¸ılık gelen parçalar ayrı ayrı kars¸ılas¸tırıldıktan sonra çıktıları birles¸tirilmis¸ ve bir 
benzerlik metriğine verilmiştir. Sinir ağının eğitiminde yitim metriği olarak Binomial 
deviance kullanılmıs¸tır. Yüksek performansa ulas¸an bazı uygulamalarda ise kis¸i 
tanımlaması, sınıflandırma problemi olarak ele alınıp yitim çapraz düzensizlik (cross- 
entropy) ile hesaplanmıs¸tır. [29]’da aras¸tırmacılar bu yitim fonksiyonuna ek olarak 
Çekişmeli Üretici Ağlar (Generative Adversarial Networks, GAN) kullanarak yapay 
veri üreterek yüksek performans artıs¸ına ulas¸mıs¸lardır. Çalıs¸mada, yapay olarak üretilen 
görüntüler üzerinde etiket yumus¸atma yapılmıs¸ ve böylece modelin genelles¸tirilmesi 
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sağlanmıştır. 
Tezin konusuna benzer bir çalıs¸mada, üretilen özniteliklerin Geçitli Tekrarlayan 
Birim’lere (Gated Recurrent Unit, GRU) [30] verilerek kis¸iye ait öznitelik vektörleri 
çıkarılmış [31]; bu vektörler daha sonra özel bir uzaklık metriğiyle karşılaştırılmıştır. 
Tezin daha önceki uygulamalardan farkı ise, bir akıllı antrenman uygulaması tanıtmasının 
yanında bu uygulamanın bir video üzerinde gerçek zamanlı olarak oyuncu tanımlaması 
yapılmasına da olanak sağlamasıdır. Komple algoritmada sürekli olarak şutların tespiti 
ve sınıflandırması yapıldıktan sonra oyuncu tespiti ve tanımlaması yapılır. Böylece, her 
bir oyuncu için bağımsız olarak atış performansı değerlendirilmesi sağlanır. Bu tezin 
literatüre en büyük katkısı, derin öğrenmenin yoğun kullanılmasıyla hızlı ve doğruluğu 
yüksek bir analiz uygulaması olus¸turmasıdır. 
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2. METODOLOJI˙ 

Spor video analizi, görüntü işleme alanında popülerliğini korumaktadır. Ancak, literatürde, 
basketbol videoları analizi için genellikle geleneksel yöntemler ile yayınlanmıs¸ basketbol 
maçları kullanılmıştır. Bu tezde tanıtılan metot ise son zamanlarda derin öğrenmenin 
gösterdiği yüksek performansı göz önünde bulundurarak tamamiyle derin öğrenme bazlı 

bir sistem olarak geliştirilmiştir. Algoritmanın genel şeması Ş ekil 2.1’de verilmiştir. 
 

 
Ş ekil 2.1: Tezde geliştirilen algoritmanın genel şeması. 

 
Görüldüğü gibi, atış  alanı ilk görüntüden elde edilir ve atış  tespiti güncel görüntü 
üzerinde bu atıs¸ alanından yararlanılarak gerçek zamanlı olarak yapılır. Burada 
50 görüntülük arabellek kullanılmasının sebebi ise oyuncu tanımlama için s¸utör 
tespitidir. Algoritmanın hedefi, her bir oyuncu için skor tespiti yapılması ve oyuncuların 
birbirinden ayırt edilmesidir. Her bir atıs¸ tespit edildikten sonra skor tanımlama ve 
oyuncu tanımlama paralel olarak çalıs¸ır. 
Bu kısımda, öncelikle derin öğrenme ve kullanılan derin öğrenme metotları ile ilgili 
kısa bilgiler verilecek, ardından veri seti üzerinde yapılan is¸lemler anlatıldıktan sonra 
her bir as¸ama için metotlar açıklanacaktır. 

 
2.1 Derin Öğrenme 

Derin  öğrenme,  beyin  yapısını  taklit  eden  bir  makine  öğrenmesi  metodu  olarak 
gösterilebilir. Bu metot sinir ağlarından oluşmakta ve bu ağlar istenilen sonuç için girdiyi 
işlemektedir. Sinir ağları ise farklı işlemler yapılabilen farklı katmanlardan oluşur. Bu 
katmanlar: girdi katmanı, gizli katmanlar ve çıktı katmanı olarak gösterilebilir. Ş ekil 
2.2’de verilen örnekte gizli katmanda girdiler farklı ağırlıklarla çarpılarak toplanır ve 
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çıktı olarak verilir. Derin öğrenmenin derin olmasını ise çok sayıda gizli katmanlardan 
oluşması sağlamaktadır. 

 
 

 
Ş ekil 2.2: Sinir ağlarının basit bir gösterimi. Gizli katmanlar her bir girdi 
için farklı katsayılara ve çıktılara sahiptir. 

 
Görüntü işleme uygulamarında, genellikle derin öğrenme modelleri evrişimli sinir 
ağlarından  oluşur.  Evrişimli  sinir  ağlarında,  gizli  katmanlar  her  girdi  elementinin 
ağırlıkla çarpılması yerine girdi üzerinde evrişim işlemi için kullanılır. Bunun nedeni, 
her  elemanın  birbirlerine  bağlı  olduğu  katmanların  çok  fazla  parametreye  sahip 
olmasıdır. Örnek olarak, KxKxR büyüklüğünde bir girdiden Nx1 bir çıktı istendiğinde 
bu katmanlar (K2RN + N) sayıda eğitilebilir parametre gerektirirken aynı girdiye d tane 
mxn evrişim katmanı uygulandığında ((m · n · R + 1) · d) parametre kullanılmaktadır. 
Evrişim yapılan çekirdek büyüklüğü (mxn) genel olarak küçük olduğu için evrişim 
katmanları çok daha az parametre ile çalışabilmektedir. Böylece, daha derin bir ağ 

yaratılarak görüntü gibi komplike girdilerden hızlı sonuç alınması sağlanır. 
Derin  öğrenme  modellerinin  eğitilmesi,  yitim  fonksiyonundan  elde  edilen  yitmin 
azaltılması için geri yayılım (back-propagation) [32] yönteminin kullanılmasıyla 
sağlanır. Geri yayılım ile elde edilen gradyanlar bir eniyileştirici kullanılarak eğitim 
aşamalarında güncellenir. Bu kombinasyon ilk olarak [33]’te tanıtılmış ve geçerliliği 
kanıtlanmıs¸tır. 

 
2.1.1 Kullanılan Derin Öğrenme Modelleri 

Bu tezde açıklanan sistemin gerçek zamanlı uygulamalarda kullanabilmesi amacıyla 
ağ  mimarisi olarak düşük çıkarım süreli derin öğrenme ağlarından yararlanılmıştır. 
Ş utör tespitinde kullanılan YOLOv3-tiny [34] dışında, kullanılan tüm modeller için 
MobileNetV2 [35] baz alınmıştır. MobileNetV2 ağı 3.4 milyon parametreye sahip 
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olmasına  rağmen  sınıflandırma  uygulamalarında  tatminkar  sonuçlar  vermektedir. 
Bunun nedeni, mimarinin Derinlemesine Ayrılabilir Evris¸im (Depthwise Seperable 
Convolution) kullanılarak daha hızlı sonuçlar almasıdır. Derinlemesine ayrılabilir  
evris¸im, iki parçadan olus¸ur: derinlemesine evris¸im ve noktasal evris¸im. Derinlemesine 
evris¸im, girdinin her kanalına ayrı ayrı uygulanan uzamsal evris¸imlere verilen addır  
(Ş ekil 2.3). Noktasal evrişim ise 1x1xN boyutunda tek bir süzgeç ile yapılır (Ş ekil 2.4). 
Bu kombinasyon, neredeyse aynı performansı vermesine rağmen çok daha hızlıdır. Ş ekil 
2.5’te verilen standart evris¸imin toplam is¸lem sayısı 2.1’deki gibi olurken, derinlemesine 
ayrılabilir evris¸imin toplam is¸lem sayısı 2.2’deki gibidir. Bu is¸lemlerde c görüntü kanal 
sayısını, K filtre boyutunu, N2 çıktı boyutunu ve R çıktı kanal sayısını göstermektedir. 

 
 
 

 
 

Ş ekil 2.3: Derinlemesine evrişim. KxKx1 boyutundaki filtreler görüntünün 
her kanalına ayrı olarak uygulanır. 

 
 
 
 

 

Ş ekil 2.4: Noktasal evrişim. Evrişim kerneli 1x1x(kanal sayısı) 

boyutundadır. 
 
 
 

cRK2N2 
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(2.1) 



 

 
 

Ş ekil 2.5: Geleneksel evrişim algoritması. 
 
 
 
 

cK2N2 + cRN2  (2.2) 

2 2 
 

Derinlemesine  ayrılabilir  evrişime  ek  olarak,  darboğaz  katmanı  (bottleneck  layer) 
adı verilen katmanları arasında kısayollar olus¸turularak daha detaylı öznitelikler elde 
edilmektedir (Ş ekil 2.6). Bunun sonucu olarak düşük çıkarım süresinde yüksek doğruluk 
oranına ulas¸maktadır. 

Atıs¸ alanı tespitinde ise MobileNetV2, SSD (Single Shot Detector) [36] ile birlikte 
kullanılmıs¸tır. SSD, çıktı kutuları uzayını farklı boyutlarda ve s¸ekillerde varsayılan 
kutulara ayırarak öngörü zamanında her bir sınıf için varsayılan kutu ve kutudaki 
sapma miktarını verir. Aynı zamanda, farklı boyutlarda öznitelik vektörleri kullanılarak 
farklı  boyutlardaki  objelerin  tespit  edilmesi  sağlanır.  Modelin  ilk  uygulamasında 

kullanılan VGG-16 [37] aksine, daha tez sonuç alınabilmesi için öznitelik çıkarıcı 
olarak MobileNetV2 ağı baz alınmıştır. 

Ş utörlerin tespitinde kullanılan insan tespiti algoritması içinse YOLOv3-tiny modelinden 
yararlanılmıştır.  YOLOv3-tiny  hafif  bir  model  olup  416x416  büyüklüğünde  girdi 
almakta ve Titan Z üzerinde saniyede 220 kez çalıs¸abilmektedir [34]. Bu sayede, 
oyuncu tespitinin tekrarlı yapılabilmesi sağlanmaktadır. 

YOLOv3-tiny, 13 evris¸im katmanından olus¸makta ve iki ayrı boyutta çıktı vermektedir. 
Bu çıktılar sınıfı, nesnenin bulunduğu ızgarayı (grid) ve ızgaraya yapılacak kaymaları 

içerir. Genel olarak, büyük veri setlerinde YOLOv3’ye karşı çok daha düşük doğruluk 
oranına ulaşsa da şut antrenmanında salon içerisinde çok fazla kişi olmayacağı için bu 
modelin kullanımı yeterli doğruluğa ulaşılmasını sağlamaktadır. 
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Ş ekil 2.6: MobileNetV2 blok yapısı [35]. adım = 1 olan bloklardan sonra 
bir girdi ile çıktı arasında bir kısayol olus¸turulmus¸tur. Dwise olarak 
belirtilen blok ise derinlemesine evris¸imi göstermektedir. 

 
2.2 Veri Seti 

Atış sınıflandırması için kullanılan veri setleri el ile, video ve fotoğraflar çekilerek 
oluşturulmuştur. Videolar ve fotoğraflar iPhone XS, XS Max ve iPad Pro 1st Gen 
kullanılarak 1920 x 1080 çözünürlükte alınmıs¸tır. Antrenman videolarında bu cihazlar 
bir üçayak üzerinde 1.2 ve 1.6 metre arasında yükseklikte tutulmus¸tur. Üçayak ise 
basketbol kortunun ortasına yakın olacak sekilde farklı açılarda konumlandırılmıs¸tır. 
Atıs¸ sınıflandırmasının her bir as¸aması için farklı veri setleri kullanılmıs¸tır. Ayrıca, veri 
setleri üzerinde birtakım zenginleştirmeler ve değişiklikler yapılmıştır. Bu bölümde 
yapılan bu değişikliklere değinilecektir. 

 
2.2.1 Stil Transferi 

Atış alanı tespitinde MobileNetV2+SSD [35][36] ağı kullanılmıştır. Bu ağın kullanımı 

ile basketbol filesini kırpılan kare şeklindeki görüntüde bulunması sağlanmıştır. Sinir 
ağının eğitilmesi için farklı basketbol kortlarından çeşitli açılarda ve farklı ışıklandırma 
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koşullarıyla  fotoğraflar  alınmıştır.  Basketbol  filesi  tespiti  renkli  (RGB)  görüntüler 
üzerinde yapılır. 

Veri  seti  üzerinde  çeşitli  görüntü  çoğaltma  yöntemleri  rastgele  uygulanmıştır.  Bu 
yöntemler: tuz-biber gürültüsü ekleme, renk kanalı karıs¸tırma, histogram dengeleme, 
devinim bulanıklığı ekleme ve yatay çevirme ve bunların çeşitli kombinasyonlarıdır. Ek 
olarak, görüntüler üzerinde veri seti zenginles¸tirme için stil transferi yapılmıs¸tır. 

Stil transferi, genellikle, belli bir stile sahip sanatsal görüntülerin tarzının girdi 
görüntülerinin  içeriğiyle  birleştirilmesi  için  kullanılır.  Burada  ise,  farklı  atış  alanı 
tespiti görüntülerinin tarzlarının birbirleriyle değiştirilmesi için kullanılmaktadır. Bu 
değiştirme tespit modelinin eğitimi için yeni veriler çıkarılmasını sağlamaktadır. Stil 
transferi modeli olarak [38]’de ortaya konulan yöntem kullanılmıs¸tır. Stil transferi, 
önceden  eğitilmiş  bir  sinir  ağının  ara  katmanlarından  yararlanır.  Bu  katmanlar  iki 
s¸ekilde alınır: stil katmanları ve içerik katmanı. Stil katmanları, stili alınacak görüntünün 
modelde çalıs¸tırılmasıyla elde edilir ve bir Gram matrisine eklenir. Sonrasında, beyaz 
gürültü görüntüsünden bas¸lanarak gradyan inis¸i (gradient descent) ile gram matrisi 
stil görüntüsününkine benzeyen bir görüntüye ulaşılır. Bunu yaparken yitim metriği 
(Lst il) olarak 2.3’te görüldüğü gibi ortalama karesel uzaklık (mean square distance) 
kullanılır. Denklemde G ve A sırasıyla çıktı görüntüsünün Gram matrisini gösterirken 
Nk ve Mk karşılığı olan katmanın öznitelik uzayının büyüklüğünü göstermektedir. ωk 
ise stil katmanlarının birleştirilmesi için kullanılan ağırlığı göstermektedir. 

 

L 
K   1   2 

stil = ∑ωk ∑ 4N2M2 (Gi, j −Ai, j) (2.3) 

k i, j k k 

Benzer s¸ekilde, içerik katmanı da içerik görüntüsüyle alınan öznitelik vektörleri 
ile gradyan inis¸inde aynı s¸ekilde kullanılır. Bu sayede, iki yitimin birles¸imiyle stil 
görüntüsünün stiline ve içerik görüntüsünün içeriğine sahip bir görüntü elde etmek 
amaçlanır. ˙Içerik yitimi (Licerik) ve stil yitimi (Lstil) 2.4’teki gibi birles¸tirilir [38]. 
Denklemde α ve β istenen sonuca göre ayarlanmıs¸ katsayılardır. 

 
L = αLstil + β Licerik (2.4) 

Bu uygulamada stil katmanları olarak [38]’deki gibi ImageNet [39] üzerinde eğitilmiş 
VGG-16 [37] ‘block1_conv1’, ‘block2_conv1’, ‘block3_conv1’, ‘block4_conv1’ ve 
‘block4_conv1’eşit ağırlıkta alınmıştır. ̇Içerik katmanı olarak ise aynı ağın ‘block5_conv2’ 

katmanı kullanılmıs¸tır. 

Zenginleştirme işlemi öğrenme oranı 0.02 olan Adam iyileştiricisi kullanılarak 1000 
adımda yapılmıştır. Yitim metriği içinse α = 10−1 ve β = 104 kullanılmıştır (Ş ekil 2.7). 
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Ş ekil 2.7: Stil transferi içerik ve stil görüntülerinin birleştirilmesiyle 
olus¸turulur. 

 

2.2.2 Hareket Bulanıklığı Ekleme 
 

Algoritmanın skor tanımlama kısmında basketbol filesi görüntüleri kullanıldığı için bazı 

atıs¸lardan ve oyuncu hareketlerinden dolayı görüntülerde gürütü olus¸maktadır. Skor 
tanımlama modeli, bu durumlarda kötü performans göstermeye eğimlidir. Bu durumun 
önüne geçebilmek için skor tanımlamada eğitim verilerine yapay hareket bulanıklığı 

eklenmis¸tir. 
Hareket bulanıklığı eklemek için 3 farklı filtreden yararlanılmıştır. Bu filtreler yatay, 
dikey ve çapraz olarak 3 s¸ekilde ve 5x5, 7x7 ve 9x9 boyutundadırlar. Veri seti 
görüntülerinden %10’u rastgele biçimde filtrelenmiş ve eğitime eklenmiştir. Filtrelenmiş 
birkaç örnek Ş ekil 2.8’de verilmiştir. 

 
2.2.3 Dolgulama 

 
Derin öğrenme algoritmalarında çoğunlukla kare şeklinde görüntüler kullanılmaktadır. 
Bunun birçok nedeninden biri de önceden eğitmede kullanılan veri setlerinin kare 
görüntülerden oluşması olarak verilebilir. Bu tezde kullanılan önceden eğitilmiş DL 
ağlarının  hepsi  kare  görüntü  kullanmaktadır.  Atış  alanı  tespiti  ve  basketbol  topu 
doğrulama modellerine verilen görüntülerin elde edilme şekillerine bağlı olarak kare 
olması garantiliyken skor ve oyuncu tanımlarında böyle bir durum mümkün değildir. 
Bu görüntüler ağlara iki şekilde verilebilir: 
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Ş ekil 2.8: 9x9 çekirdek kullanılarak ulaşılan hareket bulanıklığı sonuçları 
 

• Görüntüler modelin istediği boyuta direkt olarak boyutlandırılır. 
 

• Sıfırla dolgulama yapılarak görüntülerin kare hale getirilmesi sağlanır. 

Skor tanımlama bir sınıflandırma modeli üzerinden yapıldığından ve basketbol filesi 
imgelerinin karesel olmasından dolayı direkt olarak boyutlandırma yapılmıs¸tır. Ancak, 
oyuncu tanımlama algoritmasında oyuncuların vücut boyutları ve yüzleri gibi özellikleri 
tanımlamada  kullanılması  gerekliliği  nedeniyle  oyuncu  görüntülerinde  kare  şekile 
ulaşılması için sıfırla dolgulama yapılmıştır (Ş ekil 2.9). Ayrıca, oyuncu görüntülerinin 
genişliği oyuncuların uzaklığına ve boyuna göre değişmektedir. 

 
2.3 Atıs¸ Sınıflandırması 

Atıs  ̧sınıflandırması üç farklı as¸amada incelenebilir: 

• Atıs¸ Alanı Tespiti 
 

• Atıs  ̧Tespiti 
 

• Skor Tanımlama 
 

Atıs  ̧ alanı tespiti, atıs¸ tespiti  yapılırken  sürekli  top  tespiti  yapılması  gerekliliğinin 

kaldırılması amacıyla eklenmis¸tir. 
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Ş ekil 2.9: Oyuncu görüntüleri üzerinde kullanılan sıfırla dolgulama 
yöntemi 

 

2.3.1 Atıs¸ Alanı Tespiti 
 

Atış tespitine başlamadan önce, pota arkalığının ve potanın içinde bulunduğu bir alan 
tanımlanması gerekmektedir. Bu alanın bulunabilmesi için MobileNetV2+SSD derin 
öğrenme modeli kullanılmaktadır. Bu model, MobileNetV2 ve SSD ağlarının birleşimi 
ile olus¸turulmus¸ ve gerçek zamanlı nesne tespiti için kullanılmaktadır. Bu tezde, 2.10’de 
kırpılmıs¸ görüntü bu modele girdi olarak verilmekte ve çıktı olarak basketbol filesini 
gösteren bir sınırlayıcı kutu (bounding box) alınmaktadır. 
File  tespiti  yapıldıktan  sonra,  atış  tespiti  yapılması  için  Ş ekil  2.11’de  görülen  atış 
alanı tanımlanır. Atıs¸ alanı, bulunan file sınırlayıcı kutusunun merkezinden yatay 
olarak her iki yönden 112 piksel ve dikey olarak 40 piksel aşağı ve 184 piksel yukarı 

olarak kırpılarak elde edilir. Bu alan daha sonra geri plan çıkarımı ile atıs¸ tespitinde 
kullanılacaktır. Ayrıca, elde edilen file daha sonra skor tanımlamada kullanılacaktır. 

 
2.3.2 Atıs¸ Tespiti 

 
Atıs¸ alanı tespitinden sonra, sürekli olarak geri plan çıkarımı yapılarak atıs¸ alanındaki 
değişimler incelenir. Her geri plan çıkarımı işleminden sonra, elde edilen görüntü 
üzerinde eliptik yapısal elementler bulunarak dilatasyon uygulanır. Bu uygulama 
ile  basketbol  topuna  benzeyen  öğeler  bulunur  (Ş ekil  2.12).  Ancak,  bu  öğeler  bazı 

15 



 
 

Ş ekil 2.10: File tespiti yapılmak üzere kırpılan görüntü çıktısı 
 
 

Ş ekil 2.11: Atış tespitinde kullanılan atış alanı 
 

durumlarda oyuncu hareketleri gibi basketbol topu dıs¸ındaki nedenlerden de 
kaynaklanabilmektedir. 

Yanlış pozitiflerin önüne geçmek için, öğe tespitinden sonra, öğenin bir top olduğunu 
doğrulamak üzere MobileNetV2 bazlı başka bir doğrulama modeli kullanılır. Bu modele 
girdi olarak, arka plan çıkarımından elde edilen öğe merkezde olacak şekilde tüm atış 
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Ş ekil 2.12: Arka plan çıkarımı üzerine dilatasyon yapıldıktan sonra elde 
edilen öğe 

 
alanından kesilmiş 40x40 boyutunda görüntüler verilir (Ş ekil 2.13). Bu CNN’in çıktısı 

Top, Arka plan olarak sınıflandırma sonucudur. 
 
 

 

Ş ekil 2.13: Basketbol topu doğrulama modeli. Top atış alanından kırpılarak 

modele 40x40 s¸eklinde girdi olarak verilir. 
 
 

2.3.3 Skor Tanımlama 
 

Daha  önce  belirtildiği  gibi,  skor  tanımlama  elde  edilen  file  görüntüleri  üzerinde 
uygulanmaktadır. Ş ut sonucunu elde etmek amacıyla top doğrulama modeline benzer 
olarak,  MobileNetV2  sınıflandırma  ağı  kullanılmaktadır.  Ancak,  top  doğrulama 
modelinden farklı olarak bu model atıs¸ tespitinden sonraki 40 görüntüde birer birer  
kos¸maktadır. Burada 40 görüntü, topun fileden sektikten sonra tekrar fileye girme 
ihtimali kayda alınarak seçilmis¸tir. Görüntülerde kos¸an sınıflandırma CNN’i çıktı olarak 
başarı ve ıska (in, out) vermektedir. 40 görüntünün çıktıları Ş ekil 2.14’te gösterildiği 
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gibi karşılaştırılır ve başarı çıktısı 3’ten fazla kez elde edilirse atışın başarılı olduğu 
sonucuna ulaşılır, ancak daha az kez elde edilirse atışın ıska olduğu çıkarımı yapılır. 

 
 

 

Ş ekil 2.14: Başarı-Iska tanımlaması. Aynı model 40 görüntü üzerinde birer 
birer çalıs¸tırıldıktan sonra 3’ten fazla ’In’ sonucu alınırsa atıs¸ bas¸arılı kabul 
edilir. 

 
 
 

2.4 Oyuncu Tanımlama 
 

2.4.1 Yitim Fonksiyonu 

Oyuncu tanımlama is¸leminde, yitim fonksiyonu olarak Üçlü Yitim (Triplet Loss, TL) 
kullanılmıştır.  Oyuncu  tanımlaması  siyam  ağlarından  faydalanılarak  yapıldığı  için 
çıkarılan öznitelik vektörleri arasındaki Öklid uzaklığının belirli derecede ayırt edilebilir 
olması son derece önemlidir. 2.5’te görüldüğü gibi Öklid uzaklığı, d(p, q), iki vektörün 
(p ve q) her bir elemanının (pi, qi) arasındaki farkın toplamının karekökünün alınmasıyla 
elde edilir. TL fonksiyonu modelin farklı oyuncuların öznitelik vektörleri arasındaki 
uzaklığın optimizasyonunu hedeflemektedir. Derin öğrenmede kullanımı olarak [40]’da 
ortaya atılan bu metrik birçok insan tanımlama uygulamasında da kullanılmıs¸ ve bas¸arılı 
sonuçlara ulas¸mıs¸tır [41]. 
Oyuncu tanımlamada kullanılan üçlü yitim 2.6’da verilmis¸tir. Denklemde, d(p, a) 

pozitif örnekle (p) baz alınan örnek (a) arasındaki Öklid uzaklığını gösterirken d(n, a) 
negatif örnekle (n) baz alınan örnek (a) arasındaki Öklid uzaklığını göstermektedir. 
α ise uzaklıklar arasındaki farkı ayarlamak için kullanılır. Görüldüğü gibi, yitim ikisi 
arasındaki uzaklığı α değerinden büyük tutmayı hedeflemektedir. 
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 d p q s n 

q

  p 2 (2.5) 
 

 ( , ) = ∑( i i) i 
 

Ltriplet = max(0, d(p, a) −d(n, a) + α) (2.6) 
 

Bu  amaçla,  önceden  ImageNet  ile  eğitilmiş  MobileNetV2  modeli,  sınıflandırma 
katmanları çıkarıldıktan sonra 1x1280 boyutunda öznitelik vektörleri elde edilecek 
şekilde eğitilmiştir. 

 
2.4.2 Arka Plan Silme 

Oyuncu tanımlama yönteminde çeşitli oyuncu görüntülerinde düşük performans alındığı 

gözlemlenmis¸tir. Bu görüntüler genellikle aynı oyuncunun arka planı birbirinden farklı 
olan görüntüleridir. Bu nedenle, arka planın çıkarılması için çes¸itli yöntemler test 
edilmis¸tir. Öncelikle, geleneksel arka plan çıkarımı yöntemleri denenmis¸tir, ancak 
şutör tespitinin sadece atışlardan sonra yapılması gerekliliğiyle birlikte tek görüntü 
üzerinde çalıştırılabilecek bir yöntem tercih edilmiştir. Bu yöntem, önceden eğitilmiş 
DeepLabV3+ [42] modelinin kullanımıdır. 
DeepLabV3+, kodlayıcı-kodçözücü (encoder-decoder) ağı olarak bölütleme işlemi 
gerçekles¸tirmektedir. Daha önceki uygulama olan DeepLabV3 [43] üzerine özel bir 
kodçözücü mimarisi eklenerek daha yüksek performans elde edilmesi sağlanmıştır. 
DeepLabV3 ve DeepLabV3+’ta Atrous Convolution adı verilen evris¸im yöntemi 
kullanılarak mimaride derinlere gidildiğinde oluşan görüntü çözünürlüğü azalmasının 
önüne geçilmis¸tir. Bu yöntem 2.7’deki denklemle açıklanabilir. Denklemde, x girdiyi, y 
çıktıyı, ω filtreyi ve r evris¸imin oranını göstermektedir. Mimaride derinlere inildikçe 
r’nin artırılması ile görüntü çözünürlüğü istenilen düzeyde tutulurken uzun mesafe 
özelliklerinin çıkarımı mümkün olmaktadır. 

 
y[i] = ∑x[i + rk]ω[k] (2.7) 

k 

Aynı zamanda, DeepLabV3+ modelinin DeepLabV3’ye göre daha hızlı çalıs¸abilmesi 
için MobileNetV2’ye benzer olarak Derinlemesine Ayrılabilir Evris¸im kullanan 
Xception [44] mimarisi temel ağ olarak kullanılmıştır. Atrous Convolution işleminin 
Derinlemesine Ayrılabilir Evris¸im üzerine eklenmesiyle Atrous Seperable Convolution 
adı verilen katmanlar elde edilmis¸tir [42]. 
DeepLabV3+ mimarisi Ş ekil 2.15’te verilmiştir. Görüldüğü gibi, kodçözücü olarak 
DeepLabV3’de kullanılan Çift Doğrusal Yukarı Örnekleme (Bilinear Upsampling, BU) 
metodu yerine kodçözücüde öncelikle 4 faktörlü BU kullanılır ve elde edilen çıktı 
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Ş ekil 2.15: Kodlayıcı ve kodçözücüden oluşan DeepLabV3+ mimarisi. 
Kodlayıcı olarak modifiye edilmis¸ DeepLabV3 kullanılırken, özel bir 
kodçözücü kullanılmıs¸tır [42]. 

 
kodlayıcı modülünden çıkan düs¸ük seviyeli özniteliklerle birles¸tirilir. Ardından, bu 
özniteliklerin boyutunu düs¸ürmek için evris¸im katmanı uygulandıktan sonra tekrar 4 
faktörlü BU ile çıktı elde edilir. 
DeepLabV3+ modeli PASCAL VOC 2012 test veri setinde %89’a varan performans 
göstermektedir [42]. Bu tezde DeepLabV3+ modeli PASCAL 2012 veri setinde önceden 
eğitilmiş olarak kullanılmıştır. 

 
2.4.3 Ş utör Tespiti 

Ş utör tespiti için, atış tespit edildikten sonra atış tespit algoritmasına benzer şekilde 
arka plan çıkarımı yapılmaktadır. Farklı olarak, arka plan çıkarımı 50 arabelleklenen 
görüntü üzerinde yapılır. Burada, arabelleklenen görüntüler üzerinde topun atıs¸ tespiti 
görüntüsünden  itibaren  takip  edilmesiyle  zamanda  geriye  doğru  gidilir.  Bu  işlem 
görüntülerde topa yakın bir alanda büyük hareketlilik olduğu ana kadar devam eder. 
Hareketlilik tespit edildiğinde, görüntüden 768x768 boyutunda bir parça kırpılarak 

YOLOv3-tiny ile kis¸i tespiti çalıs¸tırılır. Tespit edilen kis¸iler arasında topa en yakın olan 
oyuncu şutör olarak kabul edilir (Ş ekil 2.16). 

 
2.4.4 Oyuncu Tanımlama 

Ş utörü her atış  için ayrı ayrı tanımlamak amacıyla bir güdümsüz öğrenme modeli 
gelis¸tirilmis¸tir. Genelde, insan tanımlama uygulamalarında kullanılan metodlar yüksek 
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Ş ekil 2.16: Ş utör tespit yöntemi. Oyuncu alanı tespiti arka plan çıkarımında 
yeterli hareketlilik bulunduktan hemen sonra yapılır. 

 

çıkarım süresi ve kapsamlı veri setleri gerektirmektedir. Ancak, oyuncu tanımlama 
algoritması atış tespitiyle birlikte çalışacağı için, MobileNetV2 bazlı bir model kullanılmıştır. 
Bu modelin kullanımıyla hızlı sonuçlar alınması hedeflenmis¸tir. MobileNetV2 mimarisi 
her oyuncu görüntüsünden öznitelik çıkarımı amacıyla Siyam Ağı olarak kullanılmıştır 

(Ş ekil 2.17). Ş utör görüntüsü modele girdi olarak verildikten sonra, çıktı olarak alınan 

öznitelik vektörü diğer oyunculardan alınan öznitelik vektörleri ile Öklid Uzaklığı 

(2.5) kullanılarak karşılaştırılır ve birbirlerine olan uzaklığı düşük olan vektörlerin aynı 

oyuncuya ait olduğu çıkarımı yapılır. Algoritmanın güdümsüz olması ise daha önce 
modelin eğitilmediği oyuncuların karşılaştırılmasına izin vermektedir. Bu amaçla, Öklid 
Uzaklığı metriğine uygun olarak Üçlü Yitim (Triplet Loss, TL) [40] kullanılmıştır. TL 
ile eğitme verileri ve test verileri tamamiyle farklı oyunculardan oluşabilmektedir. 

Bazı durumlarda, oyuncu görüntülerindeki arka plan değişimlerinin tanımlama işlemine 
olumsuz etki ettiği gözlemlenmiştir. Bu nedenle, oyuncuları arka plandan ayırmak 

amacıyla bir görüntü bölütleme ağı olan DeepLabV3+ kullanılmıştır. Bölütlenen oyuncu 
görüntüleri daha sonra MobileNetV2 bazlı siyam ağına eğitim verisi olarak verilmiştir. 
Eklenen  bu  model  doğruluk  oranını  yüksek  ölçüde  artırmaktadır.  DeepLabV3+’ın 

hesaplama  süresi  kısa  olduğundan  gerçek  zamanlı  uygulamada  MobileNetV2  ile 
kullanımı mümkündür. 

Atıs¸ sınıflandırmasını da içeren komple uygulamada; oyuncu tanımlama, atıs¸ tespitinden 
sonra s¸utörün saptanması ve s¸utun saptanın oyuncunun hanesine yazılması amacıyla 
çalıs¸maktadır. 

Oyun seansı boyunca ayrıs¸tırma gerçek zamanlı olarak yapılır. Burada, oyuncuların ana 
öznitelik vektörleri, s¸utör görüntüsü üzerinden elde edilir. Her s¸uttan sonra elde edilen 
oyuncu vektörleri ana özniteliklerle kars¸ılas¸tırıldıktan sonra, en yakın vektörler aynı 
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oyuncuya ait kabul edilir. 
Ek olarak, seans sonunda elde edilen tüm vektörler tespit edilmis¸ oyuncu sayısı göz 
önüne alınarak kümeleme is¸leminde kullanılmaktadır. Burada kümeleme is¸lemi için 
K-Means algoritmasından faydalanılmıs¸tır. Bu is¸lemle birlikte seans sonunda elde 
edilen doğruluk oranı artırılmak hedeflenmiştir. K-Means algoritması k değerine ihtiyaç 
duyduğu için, seanstaki oyuncu sayısının doğruluğu büyük önem taşımaktadır. Bu 
nedenle, oyuncu sayısının model tarafından hesaplanmak yerine, bilinen bir parametre 
olduğu varsayılmıştır. 

 

Ş ekil 2.17: Oyuncu tanımlama algoritmasının genel işleyişi 
 
 

2.5 Kullanılan Başarım Metriği 

Çalışmanın her aşaması ayrı ayrı inceleneceği için farklı başarım metrikleri kullanımı 

gerekmektedir. Özellikle, atıs¸ alanının bulunabilmesi için nesne tespiti modeli kullanılmıs¸tır. 
Bu nedenle, Intersection Over Union (IOU) metriği kullanılmıştır. IOU 2.8’deki gibi 
tanımlanabilir. Denklemin payı, tahmin kutusu (BB) ile kesin referans (ground truth) 
(GT) kesis¸imiyken paydası ise iki kutunun birles¸imidir. Bu metrik, modelin genel 
performansını ölçmede yarar sağlasa da, tezde kullanılan komple algoritmadaki doğruluğu 
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gösterme konusunda yanıltıcı olabilmektedir. 
 

IOU = 
BB∩GT 
BB∪GT 

 
 

(2.8) 

Çalışmanın diğer aşamaları, sınıflandırma modelleriyle gerçekleştirilmiştir. Bu nedenle, 
doğruluk ve duyarlılık metrikleri kullanılmıştır. Doğruluk (2.9) ve duyarlılık (2.10) ile 
hesaplanır. Bu denklemlerde DP doğru pozitifi, YP yanlış pozitifi, DN doğru negatifi, 
YN ise yanlıs¸ negatifi göstermektedir. 

DP + DN 
 

DP + YP + DN + YN 

DP 
DP + YN 

 
(2.9) 

 
 

(2.10) 
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3. DENEY 
 

Bu bölümde deney kısmında kullanılan veriler ve deney çıkarımları açıklanacaktır. 
 

3.1 Veri Seti 

3.1.1 Atıs¸ Alanı Tespiti 

Atıs¸ alanı tespiti için olus¸turulan veri seti 21 farklı konumdan alınan 851 görüntüden 
oluşmaktadır. Bu görüntülerden 15 konumdan alınan 651 tanesi sinir ağının eğitiminde, 
6 konumdan elde edilen 200’ü ise ağın testinde kullanılmıştır. 

 
3.1.2 Atıs¸ Tespiti 

Atıs¸ tespiti algoritmasında, veri setine sadece basketbol topu bulma modelinde ihtiyaç 
duyulmaktadır. Bu nedenle, top ve arkaplan görüntülerini ayırt etmek için yaklas¸ık 
8000 top ve arka plan görüntüsü olus¸turulmus¸tur. Bu görüntülerden yaklas¸ık 7000’i 
sınıflandırma modelinin eğitiminde, 1231 tanesi ise testinde kullanılmıştır. Veri setinden 
örnekler Ş ekil 3.1’de verilmiştir. 

 
 

 
Ş ekil 3.1: Basketbol topu onaylama modelinde kullanılan görüntüler. Top 
görüntüleri solda, arka plan görüntüleri sağda 

 
 

3.1.3 Skor Tanımlama 

Skor tanımlama için basketbol filesi görüntüleri kullanılmıs¸tır. Bu görüntüler, atıs¸ alanı 
ve atış tespitinde kullanılan videolardan elde edilmiştir. Model eğitiminde kullanılan 

veri seti, 2536 bas¸arı ve 2600 ıska gösteren 5136 toplam görüntüden olus¸maktadır. Ek 
olarak, test için 634 bas¸arı ve 650 ıskadan olus¸an 1284 görüntü olus¸turulmus¸tur. Veri 
setinden örnekler Ş ekil 3.2’de verilmiştir. 
Daha önce de belirtildiği gibi, bu kısımda da model eğitiminin verimliliğini artırmak 

amacıyla çes¸itli zenginles¸tirmeler rastgele uygulanmıs¸tır. Bu yöntemler içerisinde, 
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Ş ekil 3.2: Skor tanımlaması veri setinden örnekler. Iska görüntüleri solda, 
başarı görüntüleri sağda 

 
yatay çevirme, kanal karıştırma, boyut oranı değiştirme ve tuz-biber görüntüsü ekleme 
sayılabilir. 

 
3.1.4 Oyuncu Tanımlama 

Oyuncu tanımlama için 22 farklı oyuncu ve 5214 görüntüden olus¸an bir veri seti 
olus¸turulmus¸tur. Bu oyuncular arasında aynı renkte formalar ve farklı giysiler giyenler 
bulunmaktadır. Veri setinden birkaç örnek Ş ekil 3.3’te görülebilir. Modelin eğitiminde, 
22 oyuncu 14 ve 8 olarak ayrılmış, 14 kişi (4132 görüntü) eğitimde, 8 kişi (1082 
görüntü) doğrulamada kullanılmıştır. Kişi bazında görüntü sayısı 30 ile 1000 arasında 

değişmektedir. Modelin test edilmesi içinse komple algoritmanın testinde kullanılan 2 
farklı antrenman videosundan çıkarılan oyuncu görüntülerinden faydalanılmıs¸tır. 

 
 

 
Ş ekil 3.3: Oyuncu tanımlama modelinin eğitiminde kullanılan veri setinden 
2 örnek. (a) is¸lenmemis¸ görüntüler, (b) arka plan silme yapılmıs¸ görüntüler 

 
1. video (VID-1) aynı formayı giyen iki oyuncudan olus¸maktadır. Oyuncular toplam 
519 görüntüye (283+236) sahiptir (Ş ekil 3.4). 2. video (VID-2) ise 3’ü aynı formayı 
giyen 4 oyuncudan (154+138+147+105 = 544 görüntü) olus¸maktadır. 
VID-2  seti  kümeleme  işleminin  sağlamlığını  test  etmek  amacıyla,  VID-1  ile  aynı 
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Ş ekil 3.4: VID-1’deki oyuncular. (a) işlenmemiş görüntüler, (b) arka plan 
silme yapılmıs¸ görüntüler 

 
çözünürlüğe sahip olmasına rağmen daha düşük görüntü kalitesine sahip bir kameradan 
alınmıs¸tır. 

 
3.2 Atıs¸ Sınıflandırması 

3.2.1 Atıs¸ Alanı Tespiti 

Atış alanı tespit performansı file tespit modelinin performansına bağlıdır. File tespit 
modeli test veri seti içinde IOU = 0.76 vermektedir. Ancak, bu oran atıs¸ alanı tespit 
performansını tam olarak göstermemektedir. Zira, file tespiti fileyi içine aldığı sürece 
elde edilen kutunun büyüklüğü belli bir orana kadar kabul edilebilir olmaktadır. Bu 
nedenle, atış alanı tespiti doğruluk oranı %91.4’ü bulmaktadır. 

 
3.2.2 Atıs¸ Tespiti 

Kamera belirtilen sınırlar içine koyulduğu sürece atış tespiti algoritmasının arka plan 
çıkarımı  kısmı  her  aşamada  doğru  çalışmaktadır.  Ancak,  burada  da  top  onaylama 
modelinin çıktısı belirleyici olmaktadır. Bu modelin ortalama doğruluk oranı, kendi 
başına  test  seti  üzerinde  %92’dir.  Modelin  her  atış  adayında  tekrar  çalıştırıldığı 
düşünüldüğünde ilk videoda (VID-1) %97’ye varan doğruluk oranına ulaşılmaktadır. 

 
3.2.3 Atıs¸ Sınıflandırma 

 

Atıs¸ sınıflandırması için daha önce belirtilen MobileNetV2 sınıflandırma sonucu 
verecek  şekilde  eğitilmiştir.  Küme  büyüklüğü  (batch  size)  olarak  32,  eniyileştirici 
olaraksa öğrenme hızı 0.0001 olan Adam kullanılmıştır. Bu aşamada, yeterince veri 
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olmasına rağmen, model önceden ImageNet üzerinde eğitilmiştir. Önceden eğitilmiş ve 
eğitilmemiş modelin eğitim boyunca doğruluk karşılaştırmaları Ş ekil 3.5’te verilmiştir. 
Görüldüğü gibi sonuç olarak aynı doğruluk oranlarına ulaşılsa da daha önce eğitilmiş 
model daha stabil olmaktadır. 

 
 

 

Ş ekil 3.5: Atış tanımlama model eğitim ve doğrulama setleri doğruluk 
oranları. Önceden eğitilmiş model altta, sıfırdan eğitilmiş model üstte 

 
 

3.3 Oyuncu Tanımlama 

Oyuncu tanımlama sonuçları iki farklı s¸ekilde incelenmis¸tir. Öncelikle, model gerçek 
zamanlı algoritma düs¸ünülerek test edilmis¸ ve baz vektörleri o s¸ekilde seçilmis¸tir. Bu 
seçimlerde oyuncu sayısının önceden belirlenmiş olduğu varsayımı yapılmıştır. 
Modelin kümelenme yapılmadan elde edilen doğruluk oranı Çizelge 3.1’de verilmiştir. 
Çizelgede TL kullanılarak eğitilen oyuncu tanımlama modeli aynı veriler ile fakat 
sınıflandırma  yitimiyle  eğitilen  model  ile  karşılaştırılmıştır.  Görüldüğü  gibi,  TL, 
sınıflandırma modelinden çok daha yüksek doğruluk oranına ulaşmaktadır. DeeplabV3+ 
eklenmesiyle  yapılan  arka  plan  silme  ise  doğruluk  oranını  gözle  görülür  ölçüde 
artırmaktadır. 
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Çizelge 3.1: Gerçek zamanlı uygulamada oyuncu tanımlama doğruluk 
oranları. 

 
 VID-1 VID-2 

Sınıflandırma 0.63 0.54 
TL 0.871 0.623 
TL + Arkaplan Silme 0.925 0.763 

 
Oyuncu bazında sonuçlar VID-2 üzerinden elde edilen bütün oyuncular üzerinden 
incelenmiştir. Ş ekil 3.6’da görüldüğü gibi, iki model de benzer derecede doğruluk 
oranına sahiptir. Burada TL + K-Means modeli ortalama %80.6 doğruluk verirken, arka 
plan silmenin eklenmesiyle bu oran %78.3’e düşmüştür. Ancak, P6 oyuncusunun diğer 
oyunculara kıyasla farklı renkte forma giydiği düşünülünce DeepLabV3+ ile arka plan 
silmenin daha stabil bir model oluşturduğu çıkarımı yapılabilir. Bu çıkarım Ş ekil 3.8’de 
görülmektedir. Ş ekil 3.7’de de görülebileceği üzere arka plan silme yapılmadan önceki 
sonuçlar değişken olurken DeepLabV3+ kullanımıyla doğruluk oranında ve sonuçların 

kararlılığında artış olmaktadır. 
Kümeleme ile yapılan testlerden alınan doğruluk sonuçları Çizelge 3.2’de verilmiştir. 

 
Çizelge 3.2: K-Means kümeleme algoritmasıyla eris¸ilen oyuncu tanımlama 
doğruluk oranları. 

 
 VID-1 VID-2 VID-1+VID-2 

TL+K-Means 0.827 0.806 0.696 
TL+DeepLabV3++K-Means 0.983 0.783 0.867 

 
Arka plan silmenin kümeleme is¸lemine etkisini görselles¸tirebilmek amacıyla 3.9’da 
iki farklı modelin 2 boyutlu gösterimi verilmiştir. Ş ekil 3.9a’da görüldüğü gibi arka 
plan silme yapılmadan elde edilen öznitelik vektörlerini birbirlerine yakın olmaktadır.  
Arka plan silme eklendiğinde ise oyuncu vektörleri, kümeleme işlemini kolaylaştıracak 

biçimde ayrılmıştır (Ş ekil 3.9b). 
Temel ağ performansını karşılaştırmak amacıyla model, MobileNetV2 dışında farklı 

ağlar  kullanılarak  aynı  parametrelerle  tekrar  eğitilmiştir.  Bu  karşılaştırma  VID- 
1’in gerçek zamanlı performansı üzerinden arka plan silme yapılmıs¸ görüntüler 
ile yapılmıs¸tır. Kars¸ılas¸tırma sonuçları Çizelge 3.3’te verilmis¸tir. Kars¸ılas¸tırma ilk 
MobileNet [45], MobileNetV2, MobileNetV2x0.75 (parametre sayısı dörtte üçüne 
indirilmiş MobileNetV2) ve NASNetMobile [46] üzerinde yapılmıştır. Görüldüğü gibi, 
MobileNetV2 hem en yüksek doğruluk oranına ulaşmakta, hem de düşük parametre 
sayısıyla daha hızlı sonuç verebilmektedir. 
Sistemin genel performansı ise yine VID-1 üzerinde ölçülmüs¸ ve Çizelge 3.4’te 
verilmiştir. Daha önce de bahsedildiği gibi, top onaylama modeli birden fazla kez 
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Çizelge 3.3: Farklı temel ağların VID-1 üzerinde gerçek zamanlı doğruluk 
performanslarının kars¸ılas¸tırması. 

 
 Doğruluk Oranı Parametre Sayısı 

MobileNet 0.924 3.23M 
MobileNetV2 0.925 2.26M 
MobileNetV2x0.75 0.782 1.38M 
NASNetMobile 0.795 4.27M 

 
çalıştırıldığı ve sadece tek bir pozitif yeterli olduğu için performansı yüksek olmaktadır. 

 
Çizelge 3.4: Sistemdeki tüm bileşenlerin VID-1 üzerindeki doğruluk 
oranları. 

 
 Biles¸en 

Atıs¸ Alanı Tespiti 0.914 
Atıs¸ Tespiti 0.97 
Atıs¸ Sınıflandırma 0.95 
Oyuncu Tanımlama 0.925 
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Ş ekil 3.6: Oyuncu tanımlama algoritmasının oyuncu bazında farklı videolar 
üzerinde K-Means ile elde edilen doğruluk sonuçları. (a)DeepLabV3+ 
kullanılmadan alınan sonuçlar, (b)DeepLabV3+ kullanımı ile arka plan 
silme yapılan görüntülerden alınan sonuçlar 
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Ş ekil 3.7: VID-2 görüntüleri üzerinde elde edilen vektörlerin 2 boyutlu 
gösterimi. (a) TL+K-Means, (b) TL+DeepLabV3++K-Means 
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Ş ekil 3.8: Oyuncu tanımlama algoritmasının oyuncu bazında tüm test seti 
üzerinde K-Means + Üçlü Yitim ile elde edilen doğruluk sonuçları. 

(a)DeepLabV3+ kullanılmadan alınan sonuçlar, (b)DeepLabV3+ kullanımı 
ile arka plan silme yapılan görüntülerden alınan sonuçlar 

 
33 



 
 
 
 
 
 

 
 

Ş ekil 3.9: Modellerden elde edilen öznitelik vektörlerinin 2 boyutlu 
gösterimi. (a) TL+K-Means, (b) TL+DeepLabV3++K-Means 
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4. SONUÇ 
 

Bu tezde, gerçek zamanlı akıllı bir basketbol antrenman uygulaması gelis¸tirilmesi 
amaçlanmıştır.  Daha  önceki  yöntemler  incelendiğinde,  gerçek  zamanlı  metotların 

derin öğrenme uygulamalarından yararlanmayarak geleneksel yöntemler kullandığı 

gözlemlenmiştir. Ancak, derin öğrenme kullanılan uygulamaların geleneksel olanlara 

kıyasla çok daha yüksek doğruluk oranı verdiği sonucuna ulaşılmıştır. Bu nedenle, 
komple algoritmanın her aşamasında derin öğrenme yöntemlerinden yararlanılmıştır. 
Uygulama, her bir oyuncunun atıs¸ sayısını ve ve bu atıs¸lardaki bas¸arı oranlarını 
hesaplamayı amaçlamaktadır. Basketbol antrenmanı videosu üzerinde atıs¸ tespiti ve 
oyuncu tanımlama olmak üzere 2 farklı kısımdan olus¸maktadır. Gerçek zamanlı çalıs¸ma 
hedefini gerçekleştirmek için derin öğrenme modelleri olarak düşük çıkarım süreli 
mobil ağlar temel ağ olarak tercih edilmişlerdir. 
Atış tespitinin gerçek zamanlı olarak yapılabilmesi için derin öğrenme ile yapılan tespit 
is¸lemi sürekli yapılmamaktadır. Bu nedenle, atıs¸ tespiti için bir alan belirlenmis¸ ve bu 
alan üzerinde arka plan çıkarımı ile hareket bulunmus¸tur. Alanın çıkarımı MobileNetV2 
ve SSD bazlı bir DL ağı ile sağlanmış ve veri setindeki yetersizliğin önüne geçmek 
için stil transferi kullanılmıs¸tır. Atıs¸ alanı tespitinden sonra arka plan çıkarımı ile elde 
edilen hareketler ise yine DL ile onaylanarak yanlıs¸ pozitiflerin önüne geçilmis¸tir. Skor 
tanımlama içinse MobileNetV2 sınıflandırma modeli olarak kullanılmıs¸tır. Modelin 
her atıs¸ tespitinden sonra 40 görüntü üzerinde birer birer çalıs¸tırılması ve sınıflandırma 
sonuçlarının es¸iklenmesiyle sonuca ulas¸ılır. ̇ Ilk deneylerde, atıs¸ sınıflandırması modelinin 
gürültülü ortamlarda düşük performans gösterdiği gözlenmiştir. Bunun önüne geçmek 
amacıyla skor tanımlama veri setine rastgele hareket bulanıklığı eklenmiştir. 
Oyuncu tanımlama algoritması için, her bir atıs¸tan sonra bulunan s¸utör görüntüsü 
üzerinde MobileNetV2 bazlı bir öznitelik çıkarıcı kullanılmıs¸tır. Bu çıkarıcı farklı yitim 
fonksiyonları ve önis¸leme metotlarıyla denenmis¸; TL yitim fonksiyonu ve DeepLabV3+ 
arka plan çıkarımının model performansına yüksek katkıda bulunduğu gözlemlenmiştir. 
Oyuncu tanımlama test edilirken aynı formayı giyen 2 oyuncudan olus¸an bir video ile 
3’ü aynı 1’i farklı formayı giyen 4 oyuncudan oluşan bir diğer video kullanılmıştır. 
Gerçek zamanlı çalıs¸abilen komple algoritma, oyuncu görüntülerinin engellenmesine ve 
görüntü kalitesine karşı hassas olsa da genel olarak yüksek doğruluk oranı vermektedir. 
Doğruluk oranı iki farklı yöntemde hesaplanmıştır. Bunlardan ilki olan gerçek zamanlı 

yöntemde Üçlü Yitimli model ilk videoda %92.5, ikinci videoda ise %76.3 doğruluk 
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oranına ulaşmaktadır. Diğer yöntemde ise bir kümeleme uygulaması olan K-Means 
kullanılmıs¸tır. Böylece, ilk videoda %98.3, ikinci videoda %78.3, toplam oyuncularda 
ise %86.7 doğruluk oranları elde edilmiştir. 
Yapılan çalışma aşağıda belirtilen yöntemlerle daha da ileriye taşınabilir. 

 
• Atış alanı tespiti için üretilen veri setinin büyüklüğü artırılarak modelin farklı 

koşullarda da yüksek performans vermesi sağlanabilir. 

• Skor tanımlaması için kullanılan sınıflandırma metoduna ek olarak [7]’deki metot 
çoklu girdi alan tek bir mobil ağda birleştirilebilir. 

• Oyuncu görüntülerinin bas¸ka oyuncular ve objeler tarafından örtülmesi sorununu 
önlemek için Rastgele Silme Veri Artırma (Random Erasing Augmentation, REA) 
[47, 48] kullanılabilir. 

• Oyuncu tanımlama metodu görüntü kalitesine duyarlı olduğu için çoklu ölçekli bir 
model olus¸turulabilir. Ayrıca, Süper Çözünürlük (Super Resolution) modellerine 
benzer bir yapı kullanılarak oyuncu görüntülerinin çözünürlük olarak birbirlerine 
yaklaşması sağlanabilir. Aynı şekilde, oyuncu tanımlama için CPM benzeri bir 
yöntem kullanılarak parça modeli olus¸turulabilir. 

• Oyuncu tanımlama metodunun ayrıs¸tırma performansını artırmak için model 
eğitiminde [49]’da tanıtılan Quadruplet Loss (Dörtlü Yitim) ve normalizasyon 
yöntemi kullanılabilir. 

• Kis¸i tespiti modeli sürekli olarak çalıs¸tırılarak oyuncu tanımlama modelini 
Kalman filtre ile güçlendirilebilir. YOLOv3-tiny yerine daha hızlı ve doğruluğu 
daha yüksek bir mimari olan YOLOv4-tiny [50] kullanılarak gerçek zamanlı 
kis¸i tespiti tüm çerçeve üzerinde yapılabilir; bu sayede Kalman filtre kullanımı 
ile oyuncu tanımlama algoritması doğruluğu artırılabilir. Aynı model top tespiti 
de yapacak şekilde eğitilirse tek bir model üzerinden hem şutör tespiti hem de 
oyuncu tespiti yapılabilir. 

• Son olarak, uygulamada oyuncuların temel vektörlerinin ilk atıs¸larından sonra 
olus¸turulması ve sabit kalması yerine, tüm oyuncular tespit edildikten sonrasında 
her atıs¸ için K-Means çalıs¸tırılarak her oyuncu için küme merkezi temel vektör 
olarak alınabilir. Bu sayede, bas¸langıçta olus¸abilecek yanlıs¸ pozitiflerin önüne 
geçilebilir. 
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